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AAAbbbssstttrrraaacccttt

AAA DDDeeesssiiigggnnnaaannndddIIImmmpppllleeemmmeeennntttaaatttiiiooonnnooofffSSStttrrreeeaaammm DDDaaatttaaaPPPrrreeedddiiiccctttiiiooonnn
SSSyyysssttteeemmm UUUsssiiinnngggNNNeeeuuurrraaalllNNNeeetttwwwooorrrkkkaaannndddDDDeeeccciiisssiiiooonnnTTTrrreeeeee

YYYaaannnggg,,,HHHooo---WWWooonnn
AAAdddvvviiisssooorrr:::PPPrrrooofff...BBBaaaeee,,,SSSaaannnggg---HHHyyyuuunnn,,,PPPhhh...DDD...
DDDeeepppaaarrrtttmmmeeennntttooofffCCCooommmpppuuuttteeerrrSSSccciiieeennnccceeeaaannndddSSStttaaatttiiissstttiiicccsss,,,
GGGrrraaaddduuuaaattteeeSSSccchhhoooooolllooofffCCChhhooosssuuunnnUUUnnniiivvveeerrrsssiiitttyyy

 Atstockmarket,aboutstockpriceindexpredictiontheresearchwasattempted

tousemany techniquesfrom variousfield.Generally thestock priceindex

predictionisusingthefundamentalanalysiswhichusestheimmanencevalueof

technicalanalysisandstockmarket.But,stockmarketoffactaboutreduction

prediction or estimate of situation the description below is difficult with

complexityanduncertaintyofstockpriceindex.Inthisresearch,Inorderto

raiseeffectivenessofstockpricepredictionsystem usestheneuralnetworkand

adecision-makingtreealgorithm.becauseInformationwhichareusefulislatent

below-mentioned mining.In order accomplishes a real-time data mining

effectively from prepares the data which is appropriate probably has the

necessitytowhichwhatkindofdatabecomesmining.Itprocessesadatawith

theform which issuitableatmining andwilluseatmining thetechnique

whichandselectstheresultwhichhasbecomeminingandthechainwhich

applies in prediction interprets process in necessity. Also data mining
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relationshipofthepatternswhichareusefulisimmanentindataorvariables

between uses the analytical model which is elaborate and seeks and

accomplishestherolewhichreconfirmstheexperienceknowledgeofexisting

withtheworkanddoesnotrecognizesimultaneouslyuntilnow,providesnew

informationandisasystem whichpredicts.Consequently,thisresearchuses

the neuralnetwork and a decision-making tree and predicts the hereafter

(tomorrow) rise and a depreciation of KOSPI 200 quotients the dual

classification(binaryclassification)modelwhichthepredictionefficiencyofeach

classificationmodelsanditplansitcompares.Thedifferentmeaninggoaluses

thepredictionmodelwhichfinallyisconstructedandtoembodytheprediction

system oftheindividualstocksfrom stocksspotmarket,thecontentswhichis

concretewithafterwordsissame.

1.Embodies the dualclassification system which predicts the rise and a

depreciationofpartingstockpriceindexfrom stocksspotmarket.

2,Usesa decision treealgorithm aboutthedata which hasa timeseries

qualityandrevealsthepredictionsystem whichisefficientembodiestheunion

orarelationofdataandbetween.

3.Afterconstructing theneuralnetwork and adecision-making treemodel,

dividesTEST1andTEST2durationandsimulationleadsandthesystem which

raisestheaccuracyofpredictionaboutfuturepointofview embodies.

4.Standardizationprocessandaboveremovalleadsandapplicationembodiesthe

system whichispossiblefrom theactualmoneymarket.
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ⅠⅠⅠ...서서서론론론

주식시장에서 주가 지수 예측에 대한 연구는 여러 분야에서 많은 기법들을 이용

하여 시도되었다.일반적으로 주가 지수 예측은 기술적 분석과 주식시장의 내재 가

치를 이용한 기본적 분석을 이용하고 있으나 실제의 주식시장에서는 주가 지수의

복잡성과 불확실성으로 인하여 예측이나 상황 판단을 하기는 어렵다.설령 예측을

하였다 하더라도 빗나가는 수가 많다.이렇게 주가 지수는 사회 전반적으로 발생되

는 문제에 대한 결과라고 할 수 있을 정도로 다양한 요인들에 의해 계속적으로 변

동하기 때문에 정확한 결과를 이끌어 내기가 힘들다.주가지수 예측에 관한 과거의

기존 연구들은 통계적 기법을 기반으로 예측하였지만 엄격한 가정에 의해 사용의

제한이 있어 좋은 연구 성과를 보여주지 못하였다[1].데이터 마이닝은 방대한 데

이터에서 의미 있는 정보를 추출해 내는 데에 유용하게 쓰인다.많은 데이터 마이

닝 방법들이 이미 마련되어 변하지 않는 데이터들에서 정보를 뽑아내는 것에 기초

를 두었다.이러한 방법들은 데이터 마이닝을 시작하기 전에 필요한 데이터가 모두

갖춰져 있어야만 하고 마이닝이 진행되는 동안 시간이 얼마나 지나는지 여부와 상

관없이 이 데이터가 변하지 않는다는 특징을 가지고 있다.그러나 데이터가 시간이

지남에 따라 계속 추가 된다면 이렇게 계속 추가되는 데이터에 맞게 마이닝하는

방법이 더욱 유용할 것이다.더군다나 데이터가 시간의 관계없이 늘기만 하는 것이

아니라 시간에 영향을 받는 다면 시간의 순서에 따른 data의 변화에 초점을 더 두

어야 할 것이다.

주식시장에서 주식 가격의 변화에 미치는 요인,주식 가격의 예측,시간의 흐름에

따른 소비자들의 구매 변화 등등도 이러한 범주에서 분석될 수 있을 것이다.변하

지 않는 데이터를 대상으로 데이터 마이닝을 할 때에는 그 데이터에 가장 잘 맞는
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방법을 선택하고 이 방법이 분석과정 내내 변할 필요가 없겠지만,데이터가 시간의

흐름에 따라 변한다면 그것을 분석하는 방법 또한 시간의 흐름에 따라 변화되어야

할 것이다.또한 이렇게 시간이 지남에 따라 계속 증가하는 데이터는 데이터가 늘

어남에 따라 물리적인 저장 공간이 계속 늘어나야 할 것이다.그러나 방대한 양의

데이터가 계속 늘어나는 경우 거기에 맞추어 계속 저장 공간을 늘리는 것은 물리

적인 제한이 따르거나 혹은 엄청난 비용을 수반할 것이다.따라서 자원 사용의 문

제에 있어서도 시간의 흐름에 따라 변하는 데이터의 경우에는 고정되고 변하지 않

는 데이터 마이닝 할 때와는 다른 방법이 선택 되어야 할 것이다.Stream data에

알맞은 마이닝 방법이 선택되면 이로부터 자료간의 조합이나 관련성을 밝히고 또

한 효과적으로 새로운 데이터를 예측할 수 있게 되는 것이다.이런 분류 및 예측의

문제들을 보완하기 위해 최근에 데이터 마이닝의 다양한 패턴분류(pattern

classification)모형들이 금융지수 분야에 적용되고 있다[2][3].그 중 신경망에 의한

예측 모형은 주가 변동을 나타내는 통계 모형의 설정이 필요하지 않는다는 특징을

가지고 있어 현실적으로 존재하는 거래제도나 규제 등 시장의 불완전성으로 인한

특이 패턴을 추정하기 위해 효율적으로 사용되어 왔다.최근에 분류기법에서 집중

적으로 연구되고 있는 SVM(SupportVectorMachine :SVM)모형은 1995년

Vapnik에 의해 이원(binary)패턴분류 문제를 해결하기 위해 제안된 학습 방법이다

[4].기존 신경망에서는 학습 알고리즘이 학습 집단을 이용하여 학습오류를 최소화

하는 경험적으로 위험을 최소화하는 원칙(EmpiricalRiskMinimization:ERM)을

구현한다[5]. 따라서 신경망은 모형을 일반화하기 어렵고 모형이 과대적합

(overfitting)되는 단점을 갖는 반면에 SVM은 구조적 위험을 최소화하는 방법

(StuctureRiskMinimization:SRM)에 기반을 두고 있어 ERM보다 우수한 일반

화 성능을 얻을 수 있다.최근에는 SVM을 응용한 연구영역이 문자 인식,영상 인

식,홍채 인식,그리고 문서분류 등의 다양한 분야에서 매우 활발히 진행되고 있다.
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본 논문의 목적은 인공지능 기법인 신경망을 이용하며,스트림 데이터마이닝 기법

중 의사결정 트리를 이용하여 KOSPI200지수의 향후(내일)상승 및 하락을 예측

하는 이원분류(binaryclassification)모형을 설계하고 각 분류 모형들의 예측 성능

을 비교하고,최종적으로 구축된 예측모형을 이용하여 주식현물시장에서 개별주식

의 예측 시스템을 구현하는 것이다.본 연구의 구성은 총 5장으로 구성되어 있다.

제 1장에서는 연구의 배경과 목적 및 연구 방법에 관해서 설명하였고,제 2장 본

시스템에서 알고리즘으로 사용한 신경망과 의사결정 트리의 이론을 연구하였고,제

3장에서는 시스템 구성 및 설계에 대해서 연구하였고,제 4장에서는 KOSPI200지

수와 개별주식 지수에 대한 실험 결과들을 정리하고,제 5장에서는 시스템 구현 및

결론에 대해 기술하고 향후 연구 과제를 제시하였다.
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AAA...연연연구구구의의의 배배배경경경 및및및 관관관련련련 연연연구구구

주가지수 예측에 관한 과거의 기존 연구들은 통계적 기법을 기반으로 예측하였지

만 엄격한 가정에 의해 사용의 제한이 있어 좋은 연구 성과를 보여주지 못하였다.

이런 분류 및 예측의 문제들을 보완하기 위해 최근에 데이터마이닝의 다양한 패턴

분류(patternclassification)모형들이 금융지수 분야에 적용되고 있다.국외의 경우

를 살펴보면 Lapedes와 Farber(1987)의 연구는 10주의 과거 자료를 토대로 다음

주의 주가 지수를 예측하는 방법으로 신경망이 단순 이동평균법보다 나은 예측력

을 갖고 있음을 최초로 보였다[6].Kimotoetal(1990)은 기술적 지표 및 경제지표

와 주식을 매수,매도하는 시점(timing)간의 관계를 인공신경망을 통하여 도쿄 주

식시장 1부 종목의 모든 주식으로 구성된 TOPIX를 대상으로 추론하는 실험을 하

여 단순한 매입 후 보유전략(buy-and-hold)보다 인공신경망이 우수함을 보였다[7].

GeorgeTsibouris와 Matthew Zeidenberg(1995)은 신경망 모형을 이용하여 미래의

주가의 방향을 예측하고,예측의 정확성을 이용하여 효율적 시장 가설을 검증하고

자 하였다.인공신경망의 학습알고리즘 중에서 4가지의 학습규칙을 각각 적용하여

성과를 비교하였다[8][9].국내의 경우에는 노종래와 이종호(1991)가 최초로 인공신

경망을 적용하여 종합주가지수의 등락을 예측한 결과 월별 예측의 경우에는 비교

적 우수했지만 주별 예측의 경우에는 좋지 않은 결과를 보여주었고,이재유(1993)

는 주간 신용잔고,고객 예탁금과 같은 자료를 입력변수로 하여 종합주가지수와 개

별주식들의 주가를 예측하는 역전파 인공신경망을 구축하여 실험한 결과 통계적

모형보다 인공신경망 모형의 예측이 훨씬 좋은 결과를 가져왔다[10][11].김관문과

조광재(1994)는 주가 자료 및 거시경제지표 등을 입력변수로 하여,인공신경망과

통계적기법(다변량 판별분석)으로 종합주가지수를 예측해 모의투자한 결과,거래

수수료를 감안하고도 두 모형 다 높은 수익을 거두었고,인공신경망이 다변량 판별
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분석보다 다소 우월하나 그 차이가 크지 않았다.박종엽과 한인구(1995)는 종합주

가지수,거래량,예탁금,사채수익률,원달러,원엔,다우존스지수를 중요 입력변수

로 하여 신경망을 이용한 KOSPI예측 시스템을 개발한 후 신경망 모형의 성과를

평가하기 위해 모의 투자한 결과 판별 분석보다 높은 수익률을 나타냈다[12].현창

호(1996)는 인공신경망을 이용하여 일별 종합주가지수의 예측을 시도하였다.입력

변수로는 KOSPI,일일거래량,일일거래대금,사채수익률,원달러,주가지수 수익률

을 사용하여 인공신경망 모형과 VAR(VectorAutoRegression)모형의 성과를 비교

한 결과 인공신경망이 VAR모형보다 적은 예측오차를 보여 인공신경망의 성과가

더 좋음을 보였다[13].SVM을 이용한 연구들은 거의 문자 인식,영상 인식,홍채

인식 그리고 문서분류 등의 분야에서 우수한 분류 성능을 보이고 있지만,아직까지

는 국내에서는 주식 시장에서 주가 지수의 상승 및 하락을 예측하는 분류 성능 연

구는 거의 없는 실정이다[14].
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BBB...연연연구구구 목목목적적적 및및및 내내내용용용

기존의 데이터베이스 관리 시스템에 저장되는 데이터의 양이 증가함에 따라서 저

장된 자료로부터 원하는 정보를 효과적으로 추출하거나 데이터에 내재된 규칙들을

찾는 일이 대단히 어렵게 되고 있다.본 논문에서는 신경망과 의사결정 트리 알고

리즘을 이용하여 많은 잠재되어있는 유용한 정보들을 마이닝 함으로써 주가예측

시스템의 효율성을 높이고자 한다.실시간 데이터 마이닝을 효과적으로 수행하기

위해서는 많은 사전 및 사후 작업이 필요하다.즉 어떠한 데이터가 마이닝 될 필요

가 있는지 적절한 데이터를 준비하고 마이닝에 적합한 형태로 데이터를 가공하고

마이닝에 사용할 기법을 선택하고 마이닝된 결과를 해석하고 예측에 활용하는 일

련의 과정을 필요로 한다.데이터마이닝은 데이터 베이스에 저장된 데이터에서 유

용한 정보를 추출하는 작업이다.또한 데이터마이닝은 데이터에 내재되어 있는 유

용한 패턴이나 변수들 간의 관계를 정교한 분석 모형을 사용하여 찾아내는 작업으

로 기존의 경험적 지식을 재확인하는 역할을 수행함과 동시에 지금까지 인식하지

못했던 새로운 정보를 제공하여 예측하는 시스템이다.이러한 데이터 마이닝 기법

에는 의미 있는 몇 개의 군집으로 나누는 클러스터링 기법과 다른 클래스에 대한

차별적 특성을 도출하는 분류 기법,관련성을 구하는 연관 규칙(AssociationRule)

기법 ,일반화된 대표적 표현으로 축약시키는 요약(Summarization)기법 등 다양한

기법들이 있다.이에 본 논문에서는 신경망과 의사결정 트리를 이용하여 KOSPI

200지수의 향후(내일)상승 및 하락을 예측하는 이원분류(binaryclassification)모형

을 설계하고 각 분류 모형들의 예측 성능을 비교하고,최종적으로 구축된 예측모형

을 이용하여 주식현물시장에서 개별주식의 예측 시스템을 구현하는 것을 목적으로

하며,그 구체적인 내용은 다음과 같다.
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1.주식 현물 시장에서의 일별 주가지수의 상승 및 하락을 예측하는 이원분류 시스

템을 구현한다.

2,시계열 특성을 갖는 데이터에 대해 의사결정트리 알고리즘을 이용하여 자료간의

조합이나 관련성을 밝히고 효율적인 예측 시스템을 구현한다.

3.신경망과 의사결정트리 모형을 구축한 후 TEST1,TEST2기간을 나누어 모의

실험을 통해 미래 시점에 대한 예측의 정확도를 높이는 시스템을 구현한다.

4.표준화 과정 및 이상치 제거를 통하여 실제 금융시장에서 적용 가능한 시스템을

구현한다.
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ⅡⅡⅡ...주주주가가가 예예예측측측 시시시스스스템템템의의의 개개개요요요

AAA...신신신경경경망망망(((NNNeeeuuurrraaalllNNNeeetttwwwooorrrkkk)))

인공 신경망 모델에 관한 연구는 1943년 워렌 맥컬럭(WarrenMcCulloch)과 월터

피트(WalterPitss)로부터 시작되었다.맥컬럭과 피츠의 모델은 네트워크 내의 단순

한 요소들의 연결을 통하여 무한한 컴퓨팅 능력을 가진다는 점에서 많은 관심을

불러 일으켰다.이들의 모델은 인간 두뇌에 관한 최초의 논리적 모델링이라는 점에

서 그 중요성이 매우 크며,따라서 이 맥컬럭과 피츠의 모델이 인공 신경망 이론의

효시로 여겨지고 있다[15].그 이후 1949년에는 캐나다의 심리학자 도널드헵

(DonaldHebb)이 두 뉴런 사이의 연결강도를 조정할 수 있는 학습규칙을 발표하였

으며,프랭크 로젠블럿(FrankRosenblatt)이 1957년에 ‘퍼셉트론’이라는 최초의 인

공 신경망 모델을 발표하였다.이 모델은 처음 소개되었을 때 상당한 관심을 불 러

일으켰으며 여러 분야에 걸쳐 큰 영향을 끼쳤다.이 퍼셉트론 모델은 당시에 매우

가능성이 큰 연구로 여겨졌으나 그 후 여러 가지 문제점들이 제시되었다.민스키와

파퍼트가 ‘퍼셉트론즈’라는 저서를 통해 퍼셉트론 모델을 수학적으로 철저히 분석

하여 퍼셉트론의 단점들을 밝혀내고 난 후에는 인공 신경망에 관련된 연구는 약

20년간 침체의 길을 걷게 된다.그 이후 인공지능에 관한 연구가 진행되던 중 퍼셉

트론의 문제점을 극복하여 네트워크 구성 시에 한 개의 계층을 더 추가해 구성한

다층 퍼셉트론의 개념이 등장하면서 인공 신경망 연구에 관한 새로운 계기를 마련

하였다.즉 은닉층(HiddenLayer)과 역전파(backpropagation)학습 알고리즘을 이

용함으로써 선형분리 문제뿐만 아니라 여러 가지 문제점 들을 해결할 수 있게 된

것이다[16].신경망은 인간의 뇌 구조를 이용하여 모델링 된 알고리즘으로 패턴 인
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식 등 그 활용 범위가 대단히 광범위하다.물질의 성질을 잃지 않는 최소 단위가

분자인 것처럼,인간의 뇌를 포함한 신경들을 구성하는 최소 단위는 뉴론(neuron)

이다.뉴론과 뉴론의 연결은 시냅스(synapse)라는 물질이 관여를 한다.아래 [그림

2.1]은 신경망의 최소 단위가 되는 PE(ProcessingElement)이다.NeuralNetwork

(신경망)은 인간 두뇌의 신경세포를 모델링 하여 지능을 구현하고자 하는 기법이다

[17].신경망은 병행적으로 상호작용하는 여러 개의 계산요소들로 이루어져 있으며,

각 계산요소는 가중치 합(weightedsum)과 같은 단순한 계산만을 수행한다.신경

망의 계산능력은 다량의 계산요소들이 병행적으로 계산을 수행함으로써 얻어진다.

신경망은 학습데이터를 통하여 가중치를 학습하고,그 데이터에 대한 특성을 일반

화시킴으로서 학습 기능을 수행한다.이처럼 신경망을 데이터마이닝 알고리즘에 적

용할 경우 비선형적인 패턴분할을 수행할 수 있는 신경망의 장점 때문에 매우 정

확한 지식을 생성할 수 있다[18][19].또한 신경망의 학습기능과 병렬분산처리 능력,

결함허용성 등도 신경망을 이용할 경우에 얻어지는 장점들이다.그러나 신경망을

사용할 경우 생성되는 지식의 정확도는 매우 높지만,얻어진 지식에 대한 설명을

하기 어려운 문제점을 가지고 있다.이를 신경망 모델의 불투명성(opaqueness)이라

고 한다.
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[그림 2.1].PE의 기본 구조와 신경망

입력의 각 성분에 가중치(weight)를 곱한 값이 net값이 되며,출력은 net값과 함
수 f에 따라 달라진다.



- 20 -

111...신신신경경경망망망의의의 구구구조조조
 

인공 신경망은 은닉마디라고 불리는 독특한 구성요소에 의해서 일반적인 통계

모형과 구별된다.은닉마디는 인간의 신경세포를 모형화한 것으로 각 은닉마디는

입력변수들의 결합을 수신하여 활성함수라는 비선형 함수를 통해 목표변수에 전

달한다.이 때 결합에 사용되는 계수(coefficient)를 연결강도(synapticweights)라

하며 활성함수는 입력값을 변환하고 이를 입력으로 사용하는 다른 마디로 출력하

는 역할을 한다.또한 인공신경망은 학습규칙이라는 반복적 알고리즘을 통하여 주

어진 문제를 해결해 나간다[20].

[그림 2.2]인공신경망의 일반적인 구조

인공신경망 모형은 적용되는 신경망의 종류,학습규칙 그리고 적용되는 활성함수의

종류에 따라 다양하게 분류될 수 있다.따라서 인공신경망 알고리즘을 적용하기 위

해서는 특정 문제의 해결에 적합한 알고리즘과 학습규칙,활성함수의 선택이 필요

하다[21].
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[그림 2.3]인공신경망의 활성함수의 종류

인공신경망 알고리즘은 해결하고자 하는 문제의 답 즉,목표변수가 존재할 경우에

사용하는 지도학습법(supervisedlearning)과 목표변수의 값이 존재하지 않는 자율

학습으로 구분할 수 있다.지도학습에 속하는 인공신경망 알고리즘은 퍼셉트론,다

층퍼셉트론,RBF신경망이 있으며 비지도학습(unsupervisedlearning)에 속하는 인

공신경망 알고리즘으로는 코호넨의 자기조직화 네트워크가 있다[22].본 연구에서

는 다층 퍼셉트론(MultiLayerPerceptron:MLP)의 역전파(backpropagation)알고

리즘을 사용하였다.
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[그림 2.4]4개의 입력노드를 가진 단층 퍼셉트론
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222...신신신경경경망망망의의의 특특특징징징

신경망은 단순한 기능을 가진 무수히 많은 신경세포 또는 처리소자(processing

element)들이 병렬 연결된 연산구조로 되어 있다.그 특징은 다음과 같다.

(1)각 신경세포는 다른 신경세포들과 완전히 독립된 기능을 갖는다.즉,각 신경세

포의 출력은 자신과 연결된 연결강도를 통하여 직접 전달되는 정보에만 의존할 뿐,

다른 정보들과는 무관하다.이와 같은 특징으로 인하여 병렬처리가 가능하므로 연

산속도가 매우 빠르다.

(2)신경망은 무수히 많은 연결강도를 가지고 있다.따라서,정보의 분산표현 및 처

리가 가능하다.또,중복성 (redundancy)이 크므로 fault-tolerant할뿐만 아니라

일부의 정보로부터 전체를 얻을 수 있는 연산기억 (associativememory)특성을

갖는다.

(3)학습이나 훈련을 통해 연결강도를 조정함으로써 새로운 정보를 추가하거나 변

경할 수 있는 적응 특성을 가지고 있다.

신경망은 알고리즘을 프로그램 명령어에 의해 순차적으로 처리하는 von

Neumann방식의 컴퓨터로는 해결하기가 곤란한 다음과 같은 문제들에 적합하다고

알려져 있다[23].

(1)패턴분류 (patternclassification):입력패턴들을 그 특성에 따라 분류한다.이

때,분류된 집단 (class)이나 군 (cluster)은 그것을 대표하는 고유한 패턴으로 식별

될 수 있다.

(2)패턴완성 (patterncompletion):불완전한 패턴으로부터 완전한 패턴을 생성한

다.잡음제거 문제도 여기에 속한다.

(3)함수근사 (functionapproximation):입력패턴에 대응하는 출력패턴을 생성한
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다.이 때,입력과 출력 사이의 대응관계는 임의의 함수 또는 Mapping이라도 가능

하다.패턴정합 문제도 넓은 의미에서 여기에 속한다고 볼 수 있다.

이러한 문제들의 공통적인 특징은 다음과 같다.첫째,주어진 문제를 수학적 표현

으로 정의하기가 곤란하기 때문에 알고리즘에 따라 해를 구하기는 어렵지만,사람

은 그 해법에 관한 노하우를 가지고 있다는 것이다.둘째,주어진 문제의 입력패턴

과 출력패턴의 예를 충분히 많이 생성해 낼 수 있어서 이들로부터 입력과 출력 사

이의 일반적인 관계를 추출하는 것이 가능하다.이를 위해서는 처리해야 할 정보의

양이 매우 많다.따라서 정보를 순차적으로 처리하는 컴퓨터로는 해를 구하는 과정

이 매우 비효율적이고 시간도 많이 걸린다.그러므로 병렬구조를 가지고 많은 양의

데이터를 사용하여 학습하는 신경망이 이와 같은 문제들을 해결하는데 적합할 것

이다.신경망 또는 신경회로 컴퓨터는 실제로 패턴인식,음성인식,음성합성,자동

번역,최적화,적응제어,수치 예측 등 많은 분야에 응용되고 있다.
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333...신신신경경경망망망의의의 구구구성성성요요요소소소

생물학적 신경망이 단순한 신경세포들의 대단위 병렬연결로 이루어져 있듯이,신경

망도 단순한 기능을 수행할 수 있는 신경세포들의 수많은 병렬연결로 이루어져 있

다.기능면에 있어서도 생물학적 신경망과 마찬가지로 병렬분산 처리를 할 수 있을

뿐만 아니라,학습이나 훈련을 통해서 연결강도를 조정하여 정보를 추가하거나 변

경할 수 있는 적응특성을 가지고 있다.이와 같이 거시적 차원에서 볼 때,신경망

은 생물학적 신경망의 구조와 기능을 닮았다고 할 수 있다.그러나 신경세포들의

구체적인 기능,연결선을 통한 신호의 전달체계,연결강도의 조정 메카니즘 등과

같은 미시적 차원의 구조와 기능은 생물학적 신경망과 많은 차이가 있거나,전혀

다를 수도 있다[24].신경망을 구성하는 기본적인 요소로는 다음과 같은 세 가지를

꼽을 수 있다.

(1)신경세포 (neuron)또는 처리소자 (processingelement)

(2)연결강도 (connectionweight)

(3)학습규칙 (learningrule)또는 훈련 알고리즘 (trainingalgorithm)
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444...역역역전전전파파파 학학학습습습 알알알고고고리리리즘즘즘

역전파 알고리즘은 다층 전방향 퍼셉트론(Multilayerfeed-forwardperceptron)에

서 사용되는 학습 알고리즘이며,학습의 방법은 지도 학습(supervisedlearning)이

다.즉,학습을 하기 위해서는 입력 데이터와 원하는 출력 (o)데이터가 있어야 한

다.간단히 학습의 개념을 살펴보면 먼저,입력이 신경망의 가중치(weights)와 곱

하고 더하는 과정을 몇 번 반복하면 입력의 결과값인 출력 (y)이 나온다.이 때

출력 (y)은 학습 데이터에서 주어진 원하는 출력 (o)와 다르다.따라서 인공신경

망의 학습에서 (y-o)만큼의 오차 (e)가 발생하며,오차에 비례하여 출력층의 가

중치를 갱신하고,은닉층의 가중치를 갱신한다.가중치를 갱신하는 방향이 신경망

의 처리 방향과는 반대 방향이다.즉 신경망의 처리는 입력층 → 은닉층 → 출력층

의 방향으로 진행되며,가중치 갱신의 학습방향은 출력층 → 은닉층으로 진행된다.

이런 이유로 역전파 알고리즘이라고 한다[25].

[그림 2.5]역전파 학습 알고리즘
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역전파 알고리즘의 단계를 간단히 정리하면 아래와 같다.

1.신경망에 입력 데이터를 입력 노드에 적용하고,입력에 따른 출력을 계산한다.

2.입력에 따른 출력과 원하는 출력간의 오차를 계산한다.

3.오차를 줄이기 위해 가중치의 증감 여부를 결정한다.

4.각각의 가중치를 얼마나 변화시킬 것인가를 결정한다.

5.4단계에서 결정된 값으로 가중치를 갱신(변화)한다.

6.모든 학습 데이터에 대해 오차가 적정 수준으로 감소하기까지 1단계에서 5

단계를 반복한다.

하지만,역전파 알고리즘은 다음과 같은 몇 가지 문제점을 지니고 있다.

첫째,역전파 알고리즘이 지역적 최소점(localminimum)에 빠질 우려가 있다.

역전파 알고리즘의 기본적인 원리는 최급하강법(gradientdescentmethod)이다.즉

최급하강법에 의한 학습은 전역적 최소점(globalminimum)을 목표로 해서 가중치

를 조정하는 것이 아니라 현재의 위치에서 경사면을 따라 내려가는 것이기 때문

에 오차가 0이 아닌 지역적 최소점에서 더 이상 학습결과를 개선하지 못하고 정

체될 수 있다.두 번째 문제점은 전방향 신경망과 관련된 문제로서,이는 이 방법

이 기본적으로 신호가 입력에서 출력까지 한 방향으로만 진행되는 전방향 방식이

라는 것이다.이러한 전방향 신경망은 고차원의 시스템을 구성하는데는 한계가 있

는 것으로 알려져 있다.이외에도 역전파 알고리즘은 학습이 완료되기까지 많은

횟수의 반복학습과 응용분야에 따라 상이하게 학습모수를 조정하는 것이 필요하

고,추가 학습시 전체적인 재학습이 요구된다.또한 학습의 완료시점을 예측할 수

없다는 문제점을 가지고 있다.
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BBB...SSSVVVMMM(((SSSuuuppppppooorrrtttVVVeeeccctttooorrrMMMaaaccchhhiiinnneee)))

Supportvectormachine(SVM)은 분류 (classification)와 회귀 (regression)에

응용할 수 있는 지도학습 (supervisedlearning)의 일종으로서 기본적인 분류를 위

한 SVM은 입력 공간에 maximum-marginhyperplane을 만든다.학습데이터와 범

주 정보의 학습진단을 대상으로 학습과정에서 얻어진 확률분포를 이용하여 의사결

정함수를 추정한 후 이 함수에 따라 새로운 데이터를 이원 분류하는 것으로

VC(Vapnik-Chervonenkis)이론이라고도 한다.특히 SVM 은 분류 문제에 있어서

일반화 기능이 높기 때문에 많은 분야에서 응용되고 있다.기존의 학습 알고리즘은

학습 집단을 이용하여 학습오류 (empiricalerror)를 최소화하는 경험적 위험 최소

화 원칙 (EmpiricalRiskMinimization:EMR)을 구현하는 것인데 비해 구조적 위

험 최소화 원칙 (StructuralRiskMinimization:SRM)은 전체집단을 하위 집단으

로 세분화한 뒤 이 집단에 대한 경험적 위험도를 최소화하는 의사결정함수를 선택

하는 것이다[26].어떤 학습데이터는 패턴분류 문제에 있어서 다른 데이터들보다

더 결정적인 영향력을 가질 수도 있으므로 우선적으로 올바르게 분류 되어야 하며

잡음 (noise)또는 이상치 (outlier)들은 기계학습 과정에서 영향력이 작아지길 원

한다.SVM 알고리즘을 이용하는 이유는 첫째,명백한 이론적 근거에 기반하므로

결과 해석이 용이하고,둘째,실제 응용에 있어서 인공신경망 수준의 높은 성과를

내고,셋째,적은 학습 자료만으로 신속하게 분별학습을 수행할 수 있기 때문이다.

SVM 은 원래 이진분류 (binaryclassification)를 위하여 개발되었으며 현재에는 생

물 정보학(bioinformatics),문자인식,필기인식,얼굴 및 물체 인식 등 다양한 분야

에서 성공적으로 적용되고 있다[27][28].
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( =Margin)

[그림 2.6]SVM을 이용한 이진 분류

SupportVectorMachine은 이차원 데이터 분류문제에서 가장 최적의 초평면

(Hyperplane)을 구하여 이를 경계 결정면으로 선택한다.최적의 초평면은 선형 분

리가 가능한 두 집단에 대해 [그림 2.6]과 같이 마진을 최대로 하여 집단을 구분

짓는다.하지만 실제 문제의 경우 선형적으로 구성되지 않기 때문에 커널 함수를

이용하여 비선형적 특징공간을 선형적 특징공간으로 매핑(mapping)한 후에 선형

SVM으로 분류하게 된다[29][30][31].분리 가능의 경우 두 개의 범주로 구성된 N

개의 객체가 p차원 공간에 위치하게 된다.선형 SVM은 기존의 경험적 리스크 최

소화 보다 뛰어난 성능을 가지고 있는 구조적 리스크 최소화 이론에 기반한다.[그

림 2.7]은 선형적으로 구성되지 않은 input데이터를 커널 함수를 이용해 다차원으

로 매핑한 후 분류하는 하나의 예이다.
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[그림 2.7]커널 함수의 이용
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111...SSSVVVMMM의의의 기기기본본본원원원리리리

aaa...경경경험험험적적적 리리리스스스크크크 최최최소소소화화화 원원원칙칙칙(((EEERRRMMM)))

일반적으로 예상 리스크   를 추정하기 위해서 필요한 확률분포    는 미

지의 분포이기 때문에   를 계산하는 것은 어려운 일이다.따라서,경험적 리스

크(empiricalrisk)  은 학습 집단(trainingset)에서의 오차율(errorrate)의

계산을 위해 사용된다.

()=⌠⌡
1
2 | - ( ,α)|

경험적 리스크인   은 확률분포 값인    가 포함되어 있지 않기 때문

에 손실값을 

    을 계산할 수 있으며,예상 리스크를 최소화시킬 수

있다.경험적 리스크 최소화의 원칙(ERM)은   이   로 수렴하면,

  의 최소값도   의 최소값으로 수렴한다는 것이다.

lim
→∞

(α)= (α)

lim
→∞
min (α)= min (α)

경험적 리스크 최소화 원칙은 학습집단을 대상으로 경험적 리스크를 최소화시킴으

로써 미지의 확률분포를 추정하기 때문에 학습집단의 크기와 정확도에 영향을 받
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게 된다.또한 수렴의 경계범위를 나타내기 위해서 VC차원(Vapnikchernonenkis

dimension)을 도입하였다[32].

bbb...VVVCCC차차차원원원

VC(Vapnik-Chernonenkis)이론에서는 학습 집단을 적합한 용량(capacity)으로 학

습할 수 있는 함수의 클래스에 대한 제한을 하는 것이 필수적이다.이를 위해 경험

적 리스크와 함수 클래스의 용량을 모두 고려한 검증 오류에 대한 경계범위

(bounds)를 도입하였으며,함수의 다양한 클래스를 측정하기 위해 VC차원을 이용

하여 경계범위를 나타낸다[33].

(α)≤ (α)+ (log(2/)+1)-log(η/4)

여기서 h는 양수(non-negative)인 VC차원이고,은 학습 데이터의 수,는 신뢰도

(confidence)를 의미하며 0≤  ≤1의 범위를 갖는다.위의 식에서 우변은 리스크

의 경계범위(riskbound)를 나타내며, (log(2/)+1)-log(η/4) 는 VC신뢰도를

나타낸다.만약에 학습데이터의 주어진 양을 위해 자료가 복잡한 디자인을 하면,

VC신뢰도는 커지고   가 0까지 가서 적어진다 하더라도 검증집합(testset)

에서의 오차(error)는 여전히 크다.따라서   을 최소화하기 위해서는   

과 

를 동시에 줄임으로써,우변의 항을 동시에 최저로 만드는 최적의 VC차원의

학습모형을 얻어야 한다[34][35].
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ccc...구구구조조조적적적 리리리스스스크크크 최최최소소소화화화 원원원칙칙칙(((SSSRRRMMM)))

기존의 학습 알고리즘은 학습 집단을 이용하여 경험적 오차(empiricalerror)를 최

소화하는 경험적 리스크 최소화 원칙(ERM)을 구현하는 것을 목적으로 했다.그러

나 이러한 학습 알고리즘은 학습 집단의 크기와 정확도에 많은 영향을 받게 되어

수집할 수 있는 데이터의 범위가 큰 경우에는 적합하지 않다. Vapnik과

Chervonenkis에 의해 경험적 리스크 최소화의 원칙의 단점을 보완하면서 최적의

VC차원을 선택하기 위해 특정 데이터의 근사치에 대한 정확도(quality)와 경험적

리스크 함수의 복잡도(complexity)사이의 타협점(trade-off)을 찾아주는 구조적 리

스크 최소화의 원칙(StructuralRiskMinimization:SRM)이 제안되었다.SRM은

전체 집단을 하위 집단으로 세분화 한 뒤 이 집단들에 대한   을 계산하여

이를 최소화하는 함수를 선택하는 것을 원칙으로 한다.각 모형에 대한 경험적 리

스크를 계산한 후 경계범위의 상한 값을 최소로 하는 모형을 선택하게 된다[36].

[그림 2.8]리스크의 경계범위

[그림 2.8]은 리스크에 대한 경계범위를 보여 주고 있으며,이때 경계범위는 경험적
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리스크와 신뢰도의 합으로 나타낸다.즉,VC차원이 증가함에 따라 경험적 리스크

는 계속 감소하고 반대로 신뢰도는 증가하게 된다.그러나 실제 오류는 최적의 VC

차원 지점까지 감소하다가 다시 증가하게 되는데,이 최소 지점이 최적의 모형에

해당하는 VC차원이 된다[37][38].
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222...최최최대대대 마마마진진진 분분분류류류기기기

[그림 2.9]에서 실선은 긍정예제와 부정예제를 분리하는 결정면을 의미하고,실선

과 평행인 점선들은 오류를 발생시키지 않으면서 결정면을 이동할 수 있는 여유

한도를 나타내는 마진이다.즉,SVM은 학습집단에서 마진을 최대화하는 결정면

(optimalhyperplane)을 찾아내는 알고리즘이라 할 수 있다[39].SVM은 Vapnik에

의해 처음 고안되었는데 [그림2.8]처럼 선형 분리가 가능한 두 클래스를 구분 지으

며 마진(margin)을 최대로 하는 초평면 ⋅ + =0을찾는 문제다.여기서 w는 가

중치 벡터이고,x는 입력벡터,b는 기준값이다.학습 집합을 ={( , )}라고 할

때,입력데이터 가 범주(class)에 속하면 는 +1의 값을,그렇지않으면 -1의 값을

갖는다.결국 SVM은 다음을 만족하는 아래의 식에서 최적의 w와 b를 찾는 문제

이다.

⋅ + ≥+1( =+1인 경우)
⋅ + ≤-1( =-1인 경우)
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[그림 2.9]최적 경계면의 개념도

선형적으로 분리가 가능한 학습 집단에서는 최적의 초평면을 이용하여 최대 마진

분류기를 구축하며,선형적으로 분리할 수 없는 경우에는 최적의 초평면 분류기 개

념을 일반화시킨 소프트 마진 분류기를 구축하게 된다.

이원 분류를 위해서는 학습과정에서 ( 1, 1),⋯,|( ⍳, ⍳)∈ ×{±1}을 만족시

키는 함수    → ± 를 결정하여,수많은 선형 분류기 중에서 일반화의 손

실 없이 데이터를 분리해낼 수 있는 최대 마진을 갖는 최적의 선형 분류기를 선정

해야만 한다.이때,일반화의 손실 없이 두 개의 범주를 분리해내는 선형 분류기라

할지라도 [그림 2.10]의 (b)와 같이 좁은 마진폭을 갖는 선형 분류기의 경우 예상

리스크가 높기 때문에 최대 마진 를 갖는 선형 분류기 (a)보다 낮은 일반화 성능

을 보이게 된다.

(a) (b)

[그림 2.10]최대 마진 분류기
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그러므로 선형 SVM에서는 [그림 2.10]의 (a)와 같이 최대 마진을 찾기 위해서 

가 최소가 되는 최적의 값을 결정해야 하는데,SVM에서는 라그랑즈(Lagrange)함

수의 해를 구하는 문제로 최적화 문제를 해결하며,이때 최적화 문제는 1차 영역

(primal)의 해석과 2차 영역(dual)에서의 해석으로 나눌 수 있다.1차 영역에서는 1

차 변수 w와 b에 따라 최소화되어야 하며,이를 라그랑즈 승수(Lagrange

multipliers) 를 이용해서 표현하면 다음과 같다.

( ,, )= 1
2( ⋅ )- ∑=1 {[( ⋅ )- ] - 1},( ≥0,∀ )

이 식의 안장점(saddlepoint)을 찾기 위해서 다음과 같은 조건식을 구할 수 있다.

∂ ( 0, 0,α0)
∂ = ∑=1α0 = 0

∂ ( 0, 0,α0)
∂ = 0- ∑=1 α0 = 0

위의 결과를 이용해서 다음과 같은 식을 만들 수 있다.

()= ∑=1α - 1
2 ∑, α α ( ⋅ )

최적 초평면을 설계하기 위해서는 이식을 최대화하는 를 구하는데 이는 2차계획

법(QuadraticOptimization)을 통해서 이루어진다.이 과정을 통해서 최종적으로 얻
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어진 해는 다음과 같다.

0= ∑ α0

이 해를 이용해서 얻어지는 분류법칙은 다음과 같다.

()= ( ∑ α0( ⋅ )- 0)

여기서 를 지지벡터(supportvector)라고 하는데 이것은 최적화 과정을 통해서 얻

어진 값 중에서 “0”이 아닌 값을 이용해서 결정되고 기준치 는 다음 공식을 이

용해서 구할 수 있다.

0= 12[(-0⋅
*(1))+( 0⋅ *(-1))]

여기서   는 긍정 범주의 지지벡터,   는 부정 범주의 지지벡터를 의미한

다.
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333...비비비선선선형형형 SSSVVVMMM

입력데이터의 선형 분리가 불가능할 경우 입력공간을 분리하는 비선형 결정면

(nonlineardecisionsurface)을 이용하게 된다.함수  ⋅⋅는 두 벡터의 내적을

나타내기 위한 커널 함수로 입력공간의 내적을 특징공간의 내적으로 변형시키는

역할을 한다.이것은 특징공간으로 입력 벡터를 투영시킴으로써 내적에 대한 계산

만을 필요로 하게 되어 고차원일 경우 계산상의 어려움을 덜 수 있다[40].

(,)=(φ(),φ())

즉,벡터 x는  ⋅를 통하여 특징 공간으로 변형시켜 두 벡터의 내적으로만 계산

이 이루어지게 된다.일반적으로 사용되는 커널함수는 다항식(polynomial)커널함

수,RBF(RadialBasisFunction)커널 함수,다층 퍼셉트론(multi-layerperceptron)

커널함수 등이며,본 논문에서는 아래의 커널 함수를 이용하여 실험을 수행하였다.

aaa...다다다항항항식식식(((PPPooolllyyynnnooommmiiiaaalll)))커커커널널널함함함수수수

다항식 커널함수는 스칼라 곱(Scalarproduct)으로 처리하기 때문에 두 벡터간의

방향에 의존적이며,결국 동일한 방향을 갖는 벡터들은 다항식 커널 함수를 이용했

을 때 높은 결과 값을 갖게 된다.

(, )=((⋅ )+1), =다항식의차수
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[그림 2.11]다항식 커널함수

bbb...RRRBBBFFF커커커널널널함함함수수수

()= (∑=1 (|- |)- )

여기서     은 두 벡터 사이의 거리인   에 영향을 받게 되고,가장 일

반적인 함수 모형은 다음과 같다.

(, )=exp(||- ||2
2σ2 )

일반적으로 RBF커널함수는 지지벡터와 검증 데이터간의 유클리드 거리와 연관되

며,여기서 지지벡터는 RBF의 중심점이 된다.σ값이 커질수록 완만한(smoother)

결정면을 갖게 된다.
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[그림 2.12]RBF커널함수를 이용한 SVM
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CCC...의의의사사사 결결결정정정 트트트리리리 (((DDDeeeccciiisssiiiooonnnTTTrrreeeeee)))

의사 결정 트리는 수집된 데이터의 레코드들을 분석하여 이들 집합의 분류를 위

한 규칙을 생성해내어 트리 모양의 구조로 의사 결정의 집합을 나타낸다.분류 작

업에 주로 사용되는 기법으로,수집된 데이터의 레코드들을 분석하여 이들 사이에

존재하는 패턴,즉 부류별 특성을 속성의 조합으로 나타내는 분류 모형을 나타내는

것이다.그리고 이렇게 만들어진 분류 모형은 새로운 레코드를 분류하고 해당 부류

의 값을 예측하는데 사용된다[41].이 기법은 분류나 예측의 근거를 알려주기 때문

에 이해하기가 쉽고 변수간 상관관계와 영향을 알 수가 있어 데이터 선정이 용이

하며 구조가 단순하여 모형 구축에 소요되는 시간이 짧다는 장점이 있다.의사 결

정 트리는 흔히 [그림 2.13]과 같은 형태로 그 결과가 출력된다

node

leaf

depth

root

[그림 2.13]의사 결정 트리의 구조

[그림 2.13]에서 사각형으로 표시된 것은 노드(Node)를 나타내는 것으로,관측치

들의 집합을 의미한다.최상위에 위치하는 마디를 루트 노드(RootNode)라 하며
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모든 관측치를 의미한다.루트 마디를 특정 법칙에 의해 나누어 생성되는 마디들은

자식 노드(ChildNode)라고 한다.의사 결정 트리는 순서도와 같은 트리 구조이다.

안쪽 노드는 속성에 대한 검사표시이고 가지는 검사의 결과를 나타내며 리프 노드

는 클래스 레이블이나 클래스 분포를 나타낸다.의사 결정 트리는 두 가지 과정을

통해 생성 된다.하나는 트리 생성으로 처음에 학습 데이터는 루트에 있고 선택된

속성을 기준으로 재귀적으로 분할한다.다른 하나는 가지치기 과정으로 반사잡음이

나 이상치의 가지를 식별하고 잘라낸다.구축된 의사 결정 트리를 사용해서 트리에

대응하는 표본의 속성 값을 테스트함으로써 알려지지 않은 표본을 분류한다.가장

보편적으로 사용 되는 것으로는 CART,CHAID,C4.5등의 의사 결정 트리 알고리

즘이 있으며,본 논문에서는 C4.5을 이용하였다.C4.5알고리즘은 J.RossQuinlan

에 의해 오랫동안 정립된 의사 결정 나무 알고리즘의 유용한 단편이다.C4.5알고

리즘은 기계학습알고리즘분야의 효력 있는 ID3알고리즘을 기반으로 한다.C4.5알

고리즘과 ID3알고리즘은 엔트로피(Entropy)를 최소화 하는 방향으로 가지치기를

수행하는 방법이다[42].다음 식은 엔트로피를 계산하는 방법이다.

∑
=

−≡
c

i
ii ppDEntropy

1

log)(

C4.5는 이진분리는 하는 CART와 달리 가지의 수를 다양화 할 수 있다.또한 연

속변수에 대해서는CART와 비슷한 방법을 사용하지만 범 주형 에서는 좀 다른 방

법을 사용한다.만약 "색깔"이 분리변수로 선택되면 트리의 다른 레벨은 각 색깔별

로 노드를 형성한다.의사 결정 트리의 장점은 이해하기 쉬운 규칙을 형성하고 많

은 컴퓨팅 작업 없이 분류과정을 형성하며 연속변수와 범주형 변수에 모두 사용

가능 하다는 것이다.또한 예측과 분류부분에서 가장 효과적인 방법이라는 것이다.
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하지만 몇몇 의사 결정 트리 알고리즘이 이진분리를 하기 때문에 분리 가지의 수

가 너무 많고 error-prone이 발생하는 단점이 있다.또 트리 형성 시 컴퓨팅 비용

이 많이 든다는 것이다.가지치기 시,분리기준 설정 시 각각의 경우를 다 고려해

야 되므로 각 조합의 경우를 모두 고려할 경우 그리고 가지치기를 할 경우 컴퓨팅

이 제공되어야 한다는 단점이 있다[43][44].
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ⅢⅢⅢ...시시시스스스템템템 구구구성성성 및및및 설설설계계계

AAA...시시시스스스템템템 구구구성성성도도도

본 시스템의 전체 구성도는 [그림 3.1]과 같다. 본 논문에서는 KOSPI200지수와

개별종목 주가지수의 향후(내일)상승 및 하락을 예측하기 위한 최적의 이원분류

모형을 구축하는 것이 주된 목적이다.이를 위해서 입력변수로서 우리나라 주식시

장의 흐름을 대표할 수 있는 기본 변수들을 선정하였고,분석의 성능을 향상시키기

위해 신경망 알고리즘과 의사결정 트리 알고리즘을 이용하였다.우선 기본 변수(24

개)로는 주식지표인 KOSPI지수,KOSPI200지수,미국지수인 DOW-JONES지수

와 NASDAQ지수의 시가,고가,저가,종가 지수와 각 지수들의 거래량과 거래대

금,경제지표인 회사채(3년 만기)와 원달러 환율을 선정하였고,개별종목에 대한 주

가지수를 예측 분류할 때에는 각 개별종목에 대한 주식지표(14개)가 더해져서 총

38개의 변수가 이용되었다.개별종목 선정에 있어서는 KOSPI200의 상위 20종목에

서 베타계수가 큰 삼성전자,포스코 2개 기업을 선정하였다.
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실시간 Data

표준화 DB

Normalization

신경망 알고리즘

Stream Data Mining

예측 모형

설정 예측 결과 DB

예측결과예측결과예측결과예측결과
모니터링모니터링모니터링모니터링

[그림 3.1]시스템 구성도
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BBB...표표표준준준화화화 및및및 변변변수수수 설설설정정정

데이터 분석에서 Raw Data를 사용하게 되면 불규칙적으로 변동 폭이 심한 관찰

치가 분석에 영향을 미치어 잘못된 결과를 초래할 수 있기 때문에 자료들을 그대

로 사용하지 않고 전처리를 하는 것이 보통이다.본 논문에서는 자료의 전처리를

위해 2단계 표준화 방법을 사용하였다.여기서 사용된 2단계 표준화 방법은 우선

원자료를 표준화하여 표준화된 자료의 표준화 값이 4이상이면 3.5로,3이상이면 3

으로 코딩하여 다시 재 표준화하는 방법으로 원자료의 이상치(outlier)를 조정하였

다.분석에 들어가기에 앞서 위의 방법으로 사전 처리된 자료를 이용하여 변수를

선정하였다.입력변수의 수는 분석모형의 예측정확도에 크게 영향을 끼치는 요소이

다.분석모형에서 변수의 수가 많아졌을 때 모형이 복잡해지고 모형구축에 많은 시

간이 소요되며 과대적합(overfitting)으로 실제 예측하고자 하는 자료에 대한 예측

율이 낮아지는 현상이 있으므로 학습속도와 과대적합에 많은 영향을 미치는 변수

의 수를 조절하기 위해 변수 선정과정이 필수적이라 할 수 있다.기본 변수(24개)

로는 KOSPI지수,KOSPI200지수,미국지수인 DOW-JONES지수와 NASDAQ지

수의 시가,고가,저가,종가 지수와 각 지수들의 거래량과 거래대금,경제지표인

회사채(3년 만기)와 원달러 환율을 선정하였고,개별종목에 대한 주가지수를 예측

분류할 때에는 각 개별종목에 대한 주식지표(7개)가 더해져서 총 31개의 변수가 이

용되었다.[표 3.1]은 모형 구축에 이용된 변수이다.
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대분류 중분류 소분류

목표변수 Tarket변수
1-상승

0-하락

기본변수(24개)

KOSPI지수 시가,고가,저가,종가,거래량,거래대금
KOSPI200지수 시가,고가,저가,종가,거래량,거래대금
DOW 지수 시가,고가,저가,종가,거래량

NASDAQ지수 시가,고가,저가,종가,거래량

경제지표 회사채(3년만기),원달러환율

개별주식변수(7개) 개별주식지표 시가,고가,저가,종가,거래량,거래대금,시가총액

[표 3.1]모형 구축에 이용된 변수 선정
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CCC...모모모형형형 설설설계계계

모형을 설계하기 위하여 데이터를 표준화하여 원자료의 이상치(outlier)를 조정하

였다.분석에 들어가기에 앞서 위의 방법으로 사전 처리된 자료를 이용하여 변수를

선정하였다.[그림 3.2]는 모형 설계에 사용된 데이터 자료이다.

[그림 3.2]모형 설계에 사용된 데이터
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모형을 구축하는 과정에서 자료를 분할할 때에는 분석용,평가용,검증용 3단계로

분할하였다.[표 3.2]은 자료의 분할을 나타낸다.

[표 3.2]자료의 분할

Method 분석용 평가용 검증용

신경망 (3 partition) 40% 30% 30%

의사결정트리 (3 Partition) 40% 30% 30%
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분할된 자료를 통한 두 알고리즘의 분석 과정은 다음과 같다.[그림 3.3]는 두 알고

리즘의 도식도를 나타낸다.

[그림 3.3]신경망과 의사결정트리 알고리즘의 도식도
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111...신신신경경경망망망을을을 이이이용용용한한한 모모모형형형 설설설계계계

분석에 사용된 신경망 모형은 지도학습을 이용한 예측 모형에서 가장 보편적으로

사용되고 있는 MLP와 역전파 알고리즘을 이용하였다.하나의 은닉층이 있는 3

layer모형으로 은닉층의 노드(node)수는 1개에서 7개까지 변화시켜가면서 학습하

였고 오차가 가장 적은 최적 은닉노드 수를 발견하는 방법을 사용하였다.은닉층의

노드 수는 입력변수의 수에 의해 결정된다.신경망 모형의 구조를 결정할 때 가장

중요한 것은 바로 은닉층의 노드 수를 결정하는 것이라 할 수 있다[45].은닉층의

노드 수에 따라 신경망 모형의 예측력에 차이가 생기기 때문이다.

[그림 3.4]신경망 모형의 최적화 은닉층 노드수 결정
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은닉층의 노드 수를 결정하기 위한 방법은 아직까지 정형화되지 않았는데,일반적

으로 은닉 노드의 수가 증가하면 신경망 모형의 예측력이 향상되는 것으로 알려지

고 있다.[그림 3.4]는 신경망의 최적화된 은닉층의 노드수를 결정하기 위한 과정이

다.입력받은 모든 변수는 선형 함수(linearfunction)에 의해 결합되고 이렇게 선형

결합된 값을 비선형으로 변환하는 과정을 거치게 되는데 이때 활성함수로 로지스

틱(logistic)함수와 쌍곡 탄젠트(hyperbolictangent)함수를 사용하였고,모형 선택의

기준으로 MisclassificationRate와 AverageError를 사용하여 신경망 모형의 성능

을 향상시키려 하였다.[표 3.3]는 신경망 모형의 설계를 나타낸다.

[표 3.3]신경망 모형 설계

Model Selection Criteria Combination Fn. Activation Fn.
No. Hidden 

Node

Misclassification Rate
Linear

Hyperbolic Tangent
1 ∼ 7

Average Error Logistic
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이 모형에서는 최적의 은닉층과 은닉노드의 수가 1개로 결정되었고 데이터에 반복

된 학습을 통해 연결강도를 추정한 결과 [그림 3.5]와 같은 결과를 얻었다.

[그림 3.5]신경망 모형의 추정된 연결강도

KOSPI200지수의 신경망 모형의 추정된 연결강도를 보면 NASDAQ 종가가 2.34로

가장 높게 나타났고 KOSPI200의 고가,DOW지수의 고가 순으로 높게 나타남으로

써 모형에 가장 많은 영향을 미치는 변수는 KOSPI200의 고가,DOW지수의 고가

인 것으로 나타났다.
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222...의의의사사사결결결정정정트트트리리리를를를 이이이용용용한한한 모모모형형형 설설설계계계

의사결정트리 모형을 설계하기 위해서 먼저 분석흐름도를 작성하고 ModelRole을

설정하였다.KOSPI200지수 패턴을 분석하고자 목표 변수를 KOSPI200지수의 시

가로 하였다.[그림 3.6]은 의사결정트리 모형의 분석흐름도이다.

[그림 3.6]의사결정트리의 분석흐름도

변수들의 관측치 중에 이상치를 제거하기 위해 분석흐름도에 FillterOutlier를 추가

시켜서 분석하였다.Tree노드에서는 부모마디로부터 자식마디를 분리하기 위해서

마디에서 불순도를 재는 측도인 엔트로피 지수E(Entropyindex)를 기준으로 부모

마디에서 자식마디로 분리하는 Entropyreduction방법을 이용하였다[46][47].[그림

3.7]은 의사결정트리 모형의 분리 기준인 Entropyreduction방법의 실행화면이다.
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[그림 3.7]의사결정트리 모형의 분리 기준

[그림 3.8]은 KOSPI200지수를 목표변수로 설정하였을 때 의사결정트리 기법을 이

용한 모형 설계의 결과이다.모형 설계를 한 후 목표 변수에 가장 영향을 미치는

속성은 시가총액,시가,종가 순임을 알 수 있다.

[그림 3.8]의사결정트리 모형 설계 결과(KOSPI200지수)



- 57 -

333...개개개별별별주주주식식식에에에 대대대한한한 모모모형형형 설설설계계계

aaa...삼삼삼성성성전전전자자자

개별 주식에 대한 모형을 구축하기 위해서 먼저 분석흐름도를 작성하고 Model

Role을 설정하였다.삼성전자 주가의 패턴을 분석하고자 목표 변수를 삼성전자 주

가의 시가로 하였다.삼성전자 주가의 예측을 위해 기본변수(24개)에 개별주가지표

(7개)시가,고가,저가,종가,거래량,거래대금,시가총액을 이용하여 분석하였다.사용된

알고리즘의 분석 과정은 다음과 같다.[그림 3.9]는 알고리즘의 모형도를 나타낸다.

[그림 3.9]알고리즘의 모형도(삼성전자)
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신경망 모형에서는 최적의 은닉층과 은닉노드의 수가 1개로 결정되었고 데이터에

반복된 학습을 통해 연결강도를 추정한 결과 [그림 3.10]과 같은 결과를 얻었다.

[그림 3.10]신경망 모형의 추정된 연결강도(삼성전자)

삼성전자 주가의 신경망 모형의 추정된 연결강도를 보면 전날의 저가가 2.50으로

가장 높게 나타났고 전날의 고가가 2.35로 거의 차이가 없이 가장 영향을 미치는

것으로 나타났다.
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[그림 3.11]은 삼성전자 주식지표를 목표변수로 설정하였을 때 의사결정트리 기법

을 이용한 모형 설계의 결과이다.모형 설계를 한 후 목표 변수에 가장 영향을 미

치는 속성은 시가총액,시가 순임을 알 수 있다.또한 마디의 구분값을 나타낸다.

[그림 3.11]의사결정트리 모형 설계 결과(삼성전자)
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bbb...포포포스스스코코코

포스코에 대한 모형을 구축하기 위해서 먼저 분석흐름도를 작성하고 ModelRole

을 설정하였다.포스코 주가의 패턴을 분석하고자 목표 변수를 포스코 주가의 시가

로 하였다.포스코 주가의 예측을 위해 삼성전자와 마찬가지로 기본변수(24개)에

개별주가지표(7개)시가,고가,저가,종가,거래량,거래대금,시가총액을 이용하여 분석하

였다.사용된 알고리즘의 분석 과정은 다음과 같다.[그림 3.12]는 알고리즘의 모형

도를 나타낸다.

[그림 3.12]알고리즘의 모형도(포스코)
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신경망 모형에서는 최적의 은닉층과 은닉노드의 수가 1개로 결정되었고 데이터에

반복된 학습을 통해 연결강도를 추정한 결과 [그림 3.13]과 같은 결과를 얻었다.

[그림 3.13]신경망 모형의 추정된 연결강도(포스코)

포스코 주가의 신경망 모형의 추정된 연결강도를 보면 전날의 시가가 11.18로 가장

높게 나타남으로써 가장 많은 영향을 미치는 것으로 나타났다.
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[그림 3.14]는 포스코 주식지표를 목표변수로 설정하였을 때 의사결정트리 기법을

이용한 모형 설계의 결과이다.모형 설계를 한 후 목표 변수에 가장 영향을 미치는

속성은 거래대금,고가,거래량 순임을 알 수 있다.또한 마디의 구분값을 나타낸

다.

[그림 3.14]의사결정트리 모형 설계 결과(포스코)



- 63 -

ⅣⅣⅣ...실실실행행행결결결과과과 및및및 평평평가가가

AAA...KKKOOOSSSPPPIII222000000지지지수수수를를를 이이이용용용한한한 경경경우우우

111...신신신경경경망망망을을을 이이이용용용한한한 경경경우우우

표준화된 데이터를 이용해서 신경망 기법의 실험을 수행하였다.분석에 사용된 신

경망 모형은 지도학습을 이용한 예측 모형에서 가장 보편적으로 사용되고 있는

MLP와 역전파 알고리즘을 이용하였다.하나의 은닉층이 있는 3layer모형으로 은

닉층의 노드(node)수는 1개에서 7개까지 변화시켜가면서 학습하였고 오차가 가장

적은 최적 은닉노드 수를 발견하는 방법을 사용하였다.신경망 실험 예측 결과를

보면,활성함수에 따른 차이,모형설정기준에 따른 차이는 거의 없다 할 수 있겠고

가장 좋은 예측력을 보인 신경망 모형은 은닉노드수가 1개인 경우로 분석용 집단

73.2%,평가용 집단 71.1%,검증용 집단 72.8%라는 최적의 모형을 찾을 수 있었다.
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[표 4.1]신경망의 실험 결과(KOSPI200지수)

분석용 평가용 검증용
실제

하락

실제

상승

실제

하락

실제

상승

실제

하락

실제

상승
하락(예측) 136 52 하락(예측) 99 48 하락(예측) 100 33
상승(예측) 55 158 상승(예측) 46 135 상승(예측) 48 118
Total(%) 73.2 Total(%) 71.1 Total(%) 72.8

[표 4.1]신경망 모형의 결과를 보면 집단별로 실제하락을 예측한 경우보다는 실제

상승을 예측하는 경우가 높아 이 모형을 실제 주식시장에 적용하여 예측한다면 하

락을 예측하는 경우에는 위험성이 커져 문제가 될 수 있을 것이다.의사결정트리를

이용한 예측 시스템을 위해서 총 1028개의 학습예제를 가지고 의사결정 트리를 구

성하였으며 생성된 의사결정트리를 규칙기반(RuleBase)으로 만들어서 실험하였다.

실험 결과는 분석용 집단 81.6%,평가용 집단 83.2%,검증용 집단 82.9%라는 최적

의 모형을 찾을 수 있었다.[표 4.2]는 의사결정트리의 실험 결과이다.

[표 4.2]의사결정트리의 실험 결과

분석용 평가용 검증용
실제

하락

실제

상승

실제

하락

실제

상승

실제

하락

실제

상승
하락(예측) 149 32 하락(예측) 116 26 하락(예측) 118 21
상승(예측) 42 178 상승(예측) 29 157 상승(예측) 30 130

Total(%) 81.6 Total(%) 83.2 Total(%) 82.9
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KOSPI200지수의 예측 결과를 종합해 보면,신경망 기법은 71.1%의 예측력을 지

닌 것으로 나타났다.하지만 의사결정트리를 이용해서 데이터마이닝을 한 결과 예

측력이 83.2%로 약 10%이상의 높은 예측력을 보여줌을 알 수 있다.이러한 결과가

도출될 수 있었던 것은 기존의 연구 방법과는 다르게 실시간으로 들어오는 데이터

에 대한 분석을 통해서 예측력을 높일 수 있음을 알 수 있다.

[표 4.3]KOSPI200지수를 이용한 각 기법들의 예측 성능비교 (단위:%)

분석용 평가용 검증용
신경망 73.2 71.1 72.8

의사결정트리 81.6 83.2 82.9

모형화를 통하여 얻어진 결과의 성능을 평가하기 위하여 LiftChart와 ROCCurve

를 이용하여 성능을 평가하고 신경망과 의사결정트리중에 좋은 성능을 보이는 모

델을 산출하였다.LiftChart는 %Response이익도표로서 목표 변수의 특정 범주의

빈도를 해당집단에서 전체빈도로 나눈값을 도표로 나타낸 것이다.즉,%Response

=(해당집단에서 목표변수의 특정범주의 빈도/해당 집단에서의 전체빈도)✕ 100을
이용하여 모델의 성능을 평가하는데 %Response값이 높을수록 모형의 성능이 좋다

고 평가한다[48].[그림 4.1]은 신경망 모형과 의사결정트리 모형의 LiftChart를

나타낸다.
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[그림 4.1]LiftChart(KOSPI200지수)

[그림 4.1]을 보면 베이스 라인을 기준으로 의사결정트리 모형이 신경망 모형보다

예측력이 우수하다는 것을 알 수 있다.ROCCurve는 이진형 목표 변수를 가지는

모형들의 성능을 비교,평가 하는데 매우 유용한 도표로서 민감도(Sensitivity)와

특이도(Specificity)를 이용하여 X축에는 1-특이도를 Y축에는 민감도를 각 분류 기

준값에 대해 나타낸 도표이다[49].그래프가 도표의 왼쪽 상단에 가까울수록 성능

면에서 우수한 모형으로 판단된다.[그림 4.2]는 KOSPI200지수에 대한 ROCCurve

이다.
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[그림 4.2]ROCCurve(KOSPI200지수)

위의 ROC Curve를 통해 모형을 비교하면 의사결정트리 모형이 신경망 모형보다

우수함을 알 수 있다.
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BBB...개개개별별별 종종종목목목 주주주가가가를를를 이이이용용용한한한 경경경우우우

개별종목 주가의 상승 또는 하락을 예측하기 위해서 KOSPI200지수에서 구축한

모형과 동일한 모형을 설계하고 위에서 언급한 방법으로 변수를 선정하여 신경망,

의사결정트리 알고리즘을 이용하여 분석을 하였다.

111...삼삼삼성성성전전전자자자

신경망이나 의사결정트리를 이용한 삼성전자 주식의 예측 결과는 KOSPI200지수

의 예측 결과와 마찬가지로 의사결정트리를 이용한 예측 결과(75.2%)가 신경망 모

형의 예측결과(67.4%)보다 높았다.신경망 모형에서 가장 좋은 예측력을 보인 모형

은 은닉노드수가 1개인 경우로 분석용 집단 70.3%,평가용 집단 64.1%,검증용 집

단 67.4%라는 최적의 모형을 찾을 수 있었다.의사결정트리를 이용한 실험 결과 분

석용 집단 71.3%,평가용 집단 68.5%,검증용 집단 75.2% 이었다.[표 4.4]는 삼성

전자 지수를 이용한 각 기법들의 예측 성능비교를 나타낸다.

[표 4.4]삼성전자 지수를 이용한 각 기법들의 예측 성능비교 (단위:%)

분석용 평가용 검증용

신경망 70.3 64.1 67.4

의사결정트리 71.3 68.5 75.2

삼성전자 지수의 예측 결과를 종합해 보면,의사결정트리의 75.2%로 가장 높게 나
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타났고,신경망 모형은 64.1%의 예측력을 보임으로써 의사결정트리모형이 보다 높

은 예측력을 나타냄을 알 수 있다.또한 KOSPI200지수와 마찬가지로 성능을 평가

하기 위해 LiftChart와 ROC Curve를 산출하였다.[그림 4.3]은 신경망 모형과

의사결정트리 모형의 LiftChart를 나타낸다.

[그림 4.3]LiftChart(삼성전자)

[그림 4.3]을 보면 베이스 라인을 기준으로 의사결정트리 모형이 신경망 모형보다

훨씬 예측력이 우수하다는 것을 알 수 있다.[그림 4.4]는 삼성전자 주가에 대한

ROCCurve이다.
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[그림 4.4]ROCCurve(삼성전자)

위의 ROC Curve를 통해 모형을 비교하면 의사결정트리 모형이 신경망 모형보다

우수함을 알 수 있다.
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222...포포포스스스코코코(((PPPOOOSSSCCCOOO)))

신경망이나 의사결정트리를 이용한 포스코 주가의 예측 결과는 KOSPI200지수의

예측 결과와 마찬가지로 의사결정트리를 이용한 예측 결과(81.5%)가 신경망 모형

의 예측결과(73.9%)보다 높았다.신경망 모형에서 가장 좋은 예측력을 보인 모형은

은닉노드수가 1개인 경우로 분석용 집단 76.6%,평가용 집단 72.5%,검증용 집단

73.9%라는 최적의 모형을 찾을 수 있었다.의사결정트리를 이용한 실험 결과 분석

용 집단 73.1%,평가용 집단 79.9%,검증용 집단 81.5% 이었다.[표 4.5]는 포스코

주가 지수를 이용한 각 기법들의 예측 성능비교를 나타낸다.

[표 4.5]포스코 주가를 이용한 각 기법들의 예측 성능비교 (단위:%)

분석용 평가용 검증용
신경망 76.6 72.5 73.9

의사결정트리 73.1 79.9 81.5

포스코 주가의 예측 결과를 종합해 보면,의사결정트리를 이용한 예측 결과가

81.5%로 우수한 예측력을 보여주었고,신경망 모형은 73.9%로 약간의 차이를 보였

고 삼성전자 지수와 마찬가지로 포스코 주가 또한 의사결정트리 모형이 보다 나은

예측력을 보였다.
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성능을 평가하기 위해 LiftChart와 ROCCurve를 산출한 결과 [그림 4.5]는 신경

망 모형과 의사결정트리 모형의 LiftChart를 나타낸다.

[그림 4.5]LiftChart(포스코)

[그림 4.5]를 보면 베이스 라인을 기준으로 의사결정트리 모형이 신경망 모형보다

훨씬 예측력이 우수하다는 것을 알 수 있다.[그림 4.6]은 포스코 주가에 대한 ROC

Curve이다.
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[그림 4.6]ROCCurve(포스코)

위의 ROC Curve를 통해 모형을 비교하면 의사결정트리 모형이 신경망 모형보다

우수함을 알 수 있다.
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333...KKKOOOSSSPPPIII222000000지지지수수수의의의 모모모의의의실실실험험험

KOSPI200지수를 이용하여 구축된 모형의 성능을 평가하기 위해 모형구축에 사용

되지 않은 기간을 검증용 집단(Test1,Test2)으로 넣어 신경망,의사졀정트리 모형

의 성능을 알아보았다.

[표 4.6]모의실험을 위해 사용된 기간

모형 구축(Test) Test1 Test2

2003.01~2007.12 2001.02~2002.12 2008.01~2008.05

[표 4.7]각 기법들의 예측 성능비교 (단위:%)

모형 구축(Test) Test1 Test2
신경망 72.8 63.8 67.2

의사결정트리 82.9 78.7 84.6

KOSPI200지수로 구축된 모형에서 검증용 집단을 달리하여 모의실험을 실시한 결

과,Test1집단에서는 의사결정트리의 예측 결과가 78.7%로 높았으나 모형에서의

예측력 82.9%보다는 떨어지는 결과가 나타났고,Test2집단에서는 의사결정트리

를 이용했을 때 예측결과가 84.6%로 매우 우수한 성능을 보여주었다.이러한 결과
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가 도출될 수 있었던 이유를 살펴보면,최근 우리나라 증권시장의 흐름은 미국시장

의 DOW-JONES지수나 NASDAQ 지수와 거의 연동되어 나타나기 때문이라 할

수 있고,이러한 변수들을 사용하여 우리나라 주가지수를 예측한다면 위의 결과에

서 보이는 것과 같이 우수한 예측 성능을 보일 수가 있을 것이다.이에 우리나라

지수와 미국지수와의 변동의 흐름을 자세히 살펴보기 위해,본 연구에서 사용된 기

간(2001.01∼2008.05.)내의 KOSPI200지수와 미국지수(DOW지수,NASDAQ지수)와

의 변동 그래프를 그려보고,각각의 상관관계를 구해보면 [표 4.8]과 같다.

[표 4.8]KOPSI200지수와 미국지수간의 상관관계

상관 계수 모형구축(Test) Test1 Test2

KOSPI200/DOW종가 0.880 -0.903 0.854

KOSPI200/NASDAQ종가 0.777 -0.872 0.871

먼저 모형구축에 사용된 기간에서의 KOSPI 200지수와 미국지수(DOW지수,

NASDAQ지수)의 변동관계를 알아보면,[그림 4.7]과 [그림 4.8]에서 보면 알 수 있

듯이 몇 몇 구간에서 KOSPI200지수와 미국지수간의 변동 흐름이 유사함을 알 수

있고,상관계수 값을 구해보면 0.880(KOSPI200지수-Dow지수),0.777(KOSPI200지

수-NASDAQ지수)로 변동 흐름이 유사함을 알 수 있겠다.
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[그림 4.7]KOSPI200지수와 DOW지수의 변동 그래프

[그림 4.8]KOSPI200지수와 NASDAQ지수의 변동 그래프

Test1기간내의 KOSPI200지수와 미국지수간의 변동 흐름을 살펴보면,[그림 4.7],

[그림 4.8]에서 보면 알 수 있듯이 KOSPI200지수는 계속 내려가고 미국지수는 계

속 올라가는 현상으로,거의 반대의 흐름을 보이고 있고 상관계수의 값을 구해보면

-0.903 (KOSPI 200지수/Dow지수), -0.872 (KOSPI 200지수/NASDAQ지수)로

Test1기간 내의 KOSPI200지수와 미국지수간의 변동 흐름은 반대의 현상을 보여

모형구축에 사용된 기간 내의 예측결과보다는 떨어지는 결과를 나타내고 있다.
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우수한 예측 결과를 보여준 Test2기간 내에서의 KOSPI200지수와 미국지수간의

변동 흐름을 살펴보기 위해 [그림 4.9],[그림 4.10]을 보면,Test2기간 대부분의

구간에서 KOSPI200지수가 미국지수와 거의 연동되어서 변동하고 있음을 보이고

있고,상관계수 값을 구해보아도,KOSPI200지수와 Dow지수는 0.854,KOSPI200

지수와 NASDAQ지수는 0.871로 매우 높은 상관관계를 보여,본 논문에서 구축된

모형의 성능이 우수함을 입증할 수 있었다.

[그림 4.9]Test2기간 내 KOSPI200지수와 DOW지수의 변동 그래프
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[그림 4.10]Test2기간 내 KOSPI200지수와 NASDAQ지수의 변동 그래프
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ⅤⅤⅤ...결결결론론론

본 논문에서는 신경망과 의사결정트리의 예측모형을 KOSPI200지수와 개별주식

(삼성전자,포스코)에 적용하여 각 예측모형들의 성능을 비교하였다.모형의 예측성

능을 높이기 위해 변수를 선정한 후 표준화를 하였으며 성능을 평가하기 위해 Lift

Chart와 ROCCurve를 이용하였다.각 기법간의 예측 성능 결과는 다음과 같다.

[표 5.1]각 기법간 예측 성능 비교 (단위:%)

신경망 의사결정트리

KOSPI200지수 72.8 82.9

삼성전자 67.4 75.2

포스코 73.9 81.5

가장 좋은 예측력을 보인 모형은 신경망의 경우 은닉노드수가 1개인 경우로 포스

코 주가에서 73.9%의 예측력을 보였고 KOSPI200지수에서 72.8% 삼성전자에서

67.4% 순으로 나타났다.의사결정트리의 경우 KOSPI200지수에서 82.9%로 가장

높은 예측력을 보였고 포스코,삼성전자 순으로 나타났다.또한 성능을 평가하기

위해 LiftChart와 ROCCurve를 산출한 결과 의사결정트리의 성능이 신경망 모

형의 성능보다 높게 나타났으며 각 지수를 이용한 실험 결과 또한 신경망 모형의

성능보다는 의사결정트리를 이용한 예측 성능이 우수하게 나타났다.또한 KOSPI

200지수의 모의실험 결과도 신경망 모형보다 의사결정트리의 예측 성능이 우수하
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다.특히 최근 기간(Test2)동안의 예측 성능이 매우 우수하게 나타났는데 이유는

최근 우리나라 증권시장의 흐름이 미국시장의 DOW지수나 NASDAQ지수와 매우

흡사하게 연동하고 있으며 본 논문에서는 이러한 변수들이 모형 구축에 사용되어

모형의 예측 성능이 우수하게 나타난 것으로 보인다.

[표 5.2]알고리즘의 예측 성능비교 (단위:%)

모형 구축(Test) Test1 Test2
신경망 72.8 63.8 67.2

의사결정트리 82.9 78.7 84.6

첫째,주식시장에서 향후(내일)의 주가지수를 예측하는 기존의 연구에서는 일별 주

가지수의 예측성능이 낮았지만,최근의 주식시장에서는 우리나라 주가지수가 미국

지수와 연동하여 매우 비슷한 변동성을 보임으로 인해 본 논문에서는 일별 주가지

수의 예측성능을 84.6%까지 향상시킬 수 있었다.

둘째,Stream data는 시계열 특성을 갖게 되는데 데이터 특성에 맞는 의사결정트리

알고리즘을 이용함으로써 자료간의 조합이나 관련성을 밝히고 또한 효과적인 예측

시스템을 구현할 수 있다.

향후 연구과제로는 본 논문에서 구축된 모형을 이용하여 실제 주식시장에서 수익

률을 검증할 필요가 있으며,표준화 과정 및 이상치 제거를 통하여 실제 금융시장

에서 데이터마이닝의 예측기능의 향상을 기대 한다.
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