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ABSTRACT

Method of Related Document Recommendation considering

Semantic Relation between Words

SeonMi Kim

Advisor : Prof. JuHyun Shin, Ph.D.

Department of Software Convergence

Engineering

Graduate School of Industry Technology

Convergence, Chosun University

The information retrieval technology is a representative technology of the

information society and the ranking of information as a result of the search has

been proven to influence people. Various researches have been conducted on the

recommendation method of related documents in the field of information retrieval

technology. Knowledge resource-based research, such as a dictionary of terms and

ontology, requires human intervention and deployment costs and maintenance.

Simple frequency-based research, such as TF-IDF, does not take into account the

context of words and sentences, and it is impossible to interpret new words.

Therefore, the efficiency of search is reduced.

News is characterized by having a wide range of information reported by various

media companies. There are limitations to providing customized information because

it deals with various incidents and it is composed of various keywords in one

topic.

Therefore, in this paper, we use Korean news articles to extract topic

distributions in documents and word distribution vectors in topics through
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LDA-based Topic Modeling. Then, we use Word2vec to vector words, and

generate a weight matrix to derive the relevance SCORE considering the semantic

relationship between the words. We propose a way to recommend documents in

order of high score.

As a result of document recommendation by relevance SCORE, it was confirmed

that documents in SCORE range of higher association consist of words that are

highly related to the query keyword. As a result of the document recommendation

performance evaluation by the relevance SCORE using the TextRank algorithm

which can recognize the importance of the words in the document, the query

keyword has a higher importance as the higher relevance SCORE numerical value

is larger. And the suitability of the proposed method was verified. The comparative

experiment shows that semantic-based document recommendation is more effective

than the existing document ranking methodologies TF-IDF and LDA.

The methods proposed in this paper can improve the performance of document

searches by eliminating semantic ambiguity, and provide customized information by

recommending documents that are most relevant to users' keywords, and identify

the events associated with each keyword in the same topic.
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Ⅰ. 서론

A. 연구 배경 및 목적

인터넷 기술의 발전과 스마트폰의 보급으로 사람들은 공간과 시간에 제약받지 않고

실시간으로 신속하고 편리하게 정보를 습득할 수 있다. 또한 SNS(Social Networking

Service), 블로그 등 소셜 미디어(Social Media)가 활성화되면서 다양한 경로에서 정보

를 공유할 수 있다. 하지만 대규모의 정보가 생성되고 있고 정보 과부하 문제로 인해

사람들은 필요한 정보를 찾아내는데 어려움을 겪고 있으며 그로 인해 빅데이터 처리

기술에 대한 관심도 급증하고 있다. 정보 검색 기술은 정보 사회를 대표하는 기술이며

검색 결과인 정보의 순위는 사람들에게 영향력을 미치는 것으로 검증되었다[1][2]. 정

보 검색 기술 분야의 연관 문서 추천 방법에 대한 다양한 연구가 진행되고 있으며 기

존의 용어 사전, 온톨로지와 같은 지식 리소스 기반의 연구는 사람의 개입과 구축비용,

유지 보수가 필요하다[3]. TF-IDF 같은 단순 빈도수 기반의 연구는 단어의 의미와 문

장에서의 맥락을 고려하지 못하고 새로운 단어에 대한 해석이 불가능하므로 검색의

효율이 떨어진다.

한국 인터넷진흥원(Korea Internet & Security Agency, KISA)에 따르면 모바일 인

터넷의 주요 이용목적은 ‘커뮤니케이션’ 다음으로 ‘자료/정보 습득’이 높았으며 자료/정

보 습득 시 가장 많이 이용하는 방법 중 ‘뉴스’가 높은 순위를 차지하였다. [그림 1-1]

은 1993년부터 2014년까지 미디어 이용률 추이를 나타내며, [그림 1-2]는 2011년부터

2014년까지 포털 뉴스 이용 빈도 추이를 나타내는 그래프이다[4].

뉴스는 다양한 언론사를 통해 보도되고 넓고 방대한 정보 범위를 가지는 것을 특징

으로 한다. 다양한 사건을 다루기 때문에 여러 주제들을 내포하고 있으며 하나의 주제

속에 매우 다양한 키워드로 이루어져 있으므로 사용자 맞춤형 정보를 제공하는 데 한

계가 있다.
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[그림 1-1] 미디어 이용률 추이(1993년∼2014년)

[그림 1-2] 포털 뉴스 이용 빈도 추이(2011년∼2014년)

따라서 본 논문에서는 단어의 의미적 모호성을 해소하고 효율적인 정보 검색을 위해

한국어 뉴스 기사를 이용하여 LDA 기반 토픽 모델링을 통해 문서 내 주제 분포와 주

제 내 단어 분포 벡터를 추출하고 Word2vec을 이용해 단어를 벡터화한 후 가중치 행

렬을 생성하여 단어 간의 의미 관계를 고려해 연관성 SCORE를 도출한 다음 점수가

높은 순서대로 문서를 추천하는 방법을 제안한다.
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B. 연구 내용 및 구성

본 논문에서는 NAVER에서 제공하는 정치 카테고리의 뉴스 기사를 수집하여 전처

리 작업을 수행하고 LDA 기반 토픽 모델링을 통해 문서 내 주제 분포와 주제 내 단

어 분포 벡터를 추출하며 Word2vec을 사용하여 단어를 벡터화한 후 단어 간 유사도

를 구한다. 가중치 행렬을 생성하여 단어 간 의미적 연관성을 고려하고 연관성

SCORE를 도출하여 수치가 높은 순서대로 문서를 추천하는 방법을 제안한다.

본 논문의 구성은 다음과 같다. 2장에서 본 논문의 기본 이론이 되는 LDA와

Word2vec에 대하여 설명하고, 3장에서는 본 논문에서 제안하는 단어 의미 관계를 고

려한 연관 문서 추천 방법에 대하여 설명한다. 4장에서는 제안한 방법을 적용하여 성

능 평가 및 비교 실험을 진행하고 5장에서 결론과 향후 연구 방향에 대하여 기술한다.
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Ⅱ. 관련연구

A. TF-IDF

TF-IDF는 단어 빈도와 역문서 빈도의 곱으로 식 (1)과 같이 표현되며 각각의 문서

내에 있는 단어들에 수치 값을 주는 가중치 알고리즘이다[5].

       × (1)

TF(Term Frequency)는 문서 d 내 특정 단어 t의 빈도를 의미하고 IDF(Inverse

Document Frequency)는 특정 단어 t가 나타난 문서 수의 역수를 취한 값으로 식 (2)

와 같이 나타낸다.

  log


 (2)

▪ : 전체 문서 수

▪d : 특정 문서

▪t : 특정 단어

▪ : 특정 단어 t가 포함된 문서의 수

따라서 특정 단어의 중요도는 단어의 출현 횟수에 비례하고 그 단어가 언급된 모든

문서의 총 수에 반비례하며 TF-IDF 값이 큰 단어일수록 다른 문서에는 많지 않고 해

당 문서에서 자주 등장하는 단어를 의미한다.

TF-IDF는 문서 내 단어의 중요도나 문서 간의 유사도를 추출하거나 검색 엔진에서

검색 결과의 순위를 결정하는 등 다양한 용도로 사용되고 있다[6][7][8][9][10].
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B. 토픽모델링(Topic modeling)

토픽 모델링은 데이터마이닝에서 비 구조화된 대량의 문서 집합에서 잠재되어있는

주제(토픽)를 추출하여 숨겨진 의미 구조를 발견하기 위해 사용하는 방법론이다. 특정

주제에 관련된 문서에서는 해당 주제에 대한 단어가 다른 단어들에 비해 더 자주 등장

할 것이라는 개념을 바탕으로 하며 문서 내에 내포된 주제와 주제의 분포는 문서 내의

단어 통계를 수학적으로 분석하여 알아낸다.

대표적인 알고리즘으로는 잠재 의미 분석(Latent Semantic Analysis, LSA)과 잠재

디리클레 할당(Latent Dirichlet Allocation, LDA)가 있으며 HDP(Hierarchical Dirichlet

Process), ATM(Author Topic Model), DMR(Dirichlet Multinomial Regression)과 같

이 여러 확장된 기법들이 있다[11][12][13].

1. LDA

LDA는 토픽 모델링 기법 중 가장 주목 받고 있는 기법으로 자연어 처리에서 주어

진 대량의 문서들에 대해 각 문서에 무슨 토픽들이 존재하고 있는지에 대한 확률 모형

이며 여러 주제가 혼합된 문서를 다룰 수 있게 하였다[14].

LDA 모델은 [그림 2-1]과 같은 구조이며 기호의 뜻은 다음과 같다.

▪Corpus 레벨의 매개변수

- K : 주제의 개수

-  : 주제들의 Dirichlet 분포

주제들이 어떤 패턴인지 나타나게 된다.

-  : 단어들의 Dirichlet 분포

단어들이 어떤 패턴인지 나타나게 된다.

▪문서 레벨의 변수

- D : 문서의 개수

-  : 하나의 문서에 대한 주제어 분포

▪단어 레벨의 변수
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- N : 단어의 개수

-  : 주어진 주제에 대한 단어 확률

-  : 주어진 주제에 대한 실제 관찰된 단어

[그림 2-1] LDA 모델 구조

문서 집합(Corpus)에서 관측된 을 이용하여 Hidden 상태의 와 를 추론한

다. 각 문서들이 갖는 주제 를 확률적으로 나타내며 각 주제에 해당하는 단어들의 확

률 분포 z도 나타낼 수 있다. 따라서 본 논문에서는 문서 내 주제 분포와 주제 내 단

어 분포 벡터를 추출하기 위하여 LDA를 사용하였다.

심준식의 연구에서는 LDA 기반 토픽 모델링을 이용하여 주제어 태그를 부여하고,

주제어 태그의 단어 그룹과 코사인 유사도를 계산하여 유사한 판례 그룹을 분류하는

시스템을 제안하였다[15].

곽창욱의 연구에서는 대본을 기반으로 학습된 무한 사전 온라인 LDA 토픽 모델에

외부 블로그 데이터를 추가 학습하여 Word2Vec를 이용해 의미적 연관 관계를 반영하

여 토픽을 확장했다[16].

조태민의 연구에서는 LDA 기반 토픽 모델링을 이용해 유사한 문서의 키워드를 후

보 키워드를 선택하였다. 후보 키워드를 구성하는 단어들의 등장 확률을 이용해 후보

키워드의 중요도를 평가하여 문서의 잠재 키워드를 추출하였다[17].

김성호의 연구에서는 LDA 기반 토픽 모델링을 이용해 악성 트래픽의 자동 분석과

악성 시그니처 추출을 통하여 탐지규칙 생성 기법을 제안하였다[18].

강범일의 연구에서는 LDA 기반 토픽 모델링을 통해 신문기사의 주제를 추출하여
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오피니언 마이닝을 수행하였다[19].

다음과 같이 LDA는 텍스트 마이닝, 정보 보안, 오피니언 마이닝 등 여러 분야의 연

구에서 다방면으로 이용되고 있다.

C. Word2vec

Word2vec은 단어 임베딩(Word embedding)의 대표적인 알고리즘으로 빠른 학습 속

도와 좋은 성능을 가지고 있다. 단어 임베딩(Word embedding)은 딥러닝(Deep

Learning) 분야에서 텍스트를 구성하는 각각의 단어를 수치화하는 방법이며 Word2vec

은 단어를 벡터 공간에 표현한다. Word2vec은 문장을 구성하는 단어들의 전후 관계

를 인공신경망에 학습시켜 단어의 의미를 내포한다[20].

[그림 2-2] (좌) CBOW 모델과 (우) Skip-gram 모델 구조

[그림 2-2]는 Word2vec의 두 가지 학습 모델인 Continuous Bag-of-Word(CBOW)

모델과 Skip-gram 모델이다. CBOW 모델은 주변에 있는 단어들을 이용하여 대상 단

어를 예측하는 방식이고, Skip-gram 모델은 대상 단어로 주변 단어를 예측하는 방식

이다[21].

이와 같이 Word2vec은 단어의 의미와 문장에서의 맥락을 고려하여 단어를 벡터로
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표현하기 때문에 의미적으로 유사한 단어들끼리 근접한 벡터 공간에 위치하게 된다.

같은 단어라도 단어의 의미와 맥락에 따라 다른 벡터 공간에 학습될 수 있다는 것을

의미한다. 따라서 본 논문에서는 단어 벡터들 간의 거리를 코사인 유사도를 통해 계산

하여 단어 간 의미적 유사도를 구하기 위해 Word2vec을 사용하였다.

이앞길의 연구에서는 Word2vec을 이용해 발명 명칭에 대하여 특허 문서 간 유사도

를 계산하였고 LDA를 통해 초록과 청구항에 대하여 특허 문서 간 유사도를 구해 특

허 문서를 추천하였다[22].

D. PageRank와 TextRank

1. PageRank

PageRank는 Google 검색 엔진의 핵심 기술로 하이퍼링크 구조를 가지는 웹 문서에

상대적 중요도에 따라 가중치를 부여하는 방법이다[23]. [그림 2-3]과 같이 각각의 웹

페이지를 정점(node)으로, 페이지와 페이지를 연결하는 링크를 간선(edge)으로 간주하

는 그래프를 대상으로 하는 알고리즘이다.

[그림 2-3] PageRank 알고리즘 개념도
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더 중요한 페이지는 더 많은 다른 사이트로부터 링크를 받는다는 관찰에 기초하고

있으며 PageRank 값이 클수록 다른 사이트가 많이 참조되었다고 해석할 수 있다[24].

페이지 간 PageRank 값을 주고받는 것을 반복하다보면, 가중치가 특정한 값에 수렴하

는 것을 통해 각 페이지의 최종 PageRank를 계산하여 중요한 핵심 페이지를 산출할

수 있다[25]. PageRank 계산 과정은 [그림 2-4]와 같이 표현할 수 있다.

[그림 2-4] PageRank 값 계산 과정 예시

2. TextRank

TextRank는 [그림 2-5]와 같이 PageRank 알고리즘을 기반으로 중요도가 높은 웹

사이트는 다른 많은 사이트로부터 링크를 받는다는 점을 착안하여 텍스트를 단위로 적

용시킨 알고리즘이다[26].



- 10 -

[그림 2-5] PageRank 기반 TextRank

문서 내 문장이나 단어를 이용하여 기존 Pagerank의 원리와 같이 핵심어구나 문장

을 추출하며 TextRank 값은 식 (3)과 같이 계산할 수 있다.

       
 ∈  

 ∈  




  (3)

▪  : 문장 또는 단어  에 대한 TextRank 값

▪ : 문장 또는 단어 와  사이의 가중치

▪ : 제동 계수(Damping factor)

안인석의 연구에서는 Twitter의 타임라인을 요약하기 위해 TextRank 알고리즘에 비

슷한 키워드들을 하나로 묶어주는 산봉우리 개념을 적용한 알고리즘을 제안하였고 기

존 빈도수 기반의 요약 방법보다 효과적인 것을 확인하였다[27].

이원형의 연구에서는 PageRank 알고리즘 기반의 가중치를 제안하여 Twitter에서 화

제성이 높은 단어를 추출하였다[28].
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Ⅲ. 단어 의미 관계를 고려한 연관 문서 추천

본 논문에서는 단어의 의미적 모호성을 해소하고 효율적인 정보 검색을 위해 한국어

뉴스 기사를 이용하여 LDA 기반 토픽 모델링을 통해 문서 내 주제 분포와 주제 내

단어 분포 벡터를 추출하고 Word2vec을 이용해 단어를 벡터화한 후 가중치 행렬을

생성하여 단어 간의 의미 관계를 고려해 연관성 SCORE를 도출한 다음 점수가 높은

순서대로 문서를 추천하는 방법을 제안한다.

A. 시스템 구성도

[그림 3-1]은 본 논문에서 제안하는 의미 기반 문서 추천 방법의 시스템 구성도이다.

[그림 3-1] 연관 문서 추천을 위한 시스템 구성도 
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실험을 위한 데이터는 네이버에서 제공하는 정치 카테고리의 뉴스 기사로 선정하여

2018.07.01.부터 2018.07.31.까지 총 24,887개의 기사 내용을 수집했다.

보통 명사를 추출하고 불용어를 제거하는 전처리 작업을 수행한 후 먼저, TF-IDF

가중치를 부여하여 LDA 기반 토픽 모델링을 수행하고 문서 내 주제 분포와 주제 내

단어 분포를 추출한다. 두 번째로는 Word2vec 학습을 통해 VectorSpace model을 구

축하고 단어를 벡터화한 후 단어 간 의미적 유사도를 구해 거리 행렬(Distance

matrix)을 생성한다.

거리 행렬에서 주제 내 키워드에 해당하는 부분만 추출해 가중치 행렬(Weight

matrix)을 생성하여 단어 간의 의미 관계를 고려해 키워드를 확장하고

DTM(Document Term Matrix) 행렬과 가중합을 통해 연관성 SCORE를 도출한다. 연

관성 SCORE의 범위를 0부터 1구간으로 일치시키기 위하여 정규화 과정을 거친 후 연

관성 SCORE 수치가 높은 순서대로 문서를 추천하는 방법을 제안한다.
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B. TF-IDF 가중치를 적용한 LDA기반 토픽 모델링

본 절에서는 한국어 뉴스 기사 데이터로 전처리 작업을 수행한 후 TF-IDF 가중치

를 적용한 LDA기반 토픽모델링을 통해 문서 내 주제 분포와 주제 내 단어 분포를 추

출하는 방법에 대해 기술한다.

1. 데이터 수집 및 전처리 과정

본 연구는 네이버(www.naver.com)에서 제공하는 정치 카테고리의 뉴스 기사를

Java 기반 환경에서 웹 크롤링하여 2018.07.01.부터 2018.07.31.까지 총 24,887개의 기사

를 수집하여 [그림 3-2]와 같이 .csv 파일로 저장했다.

[그림 3-2] 실험 데이터의 일부

R studio에서 한국어 자연어 처리를 위해 KoNLP 라이브러리를 사용하며 수집한 데

이터가 저장된 .csv 파일을 가져온다. 문장을 어절 단위로 토큰화(Tokenizing) 시키고

한나눔 한국어 형태소 분석기에서 지정한 69개의 품사 중 22개의 품사를 기준으로 분
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류해주는 SimplePos22() 함수를 이용한 형태소 분석을 통해 단어들의 품사를 판별하여

POS(Part of Speech) Tagging 작업을 수행한다. 다음 [표 3-1]은 품사 판별에 사용한

KAIST 품사 태그 집합을 나타낸다.

POS Tag 품사 POS Tag 품사

S 기호 MA 부사

F 외국어 II 감탄사

NC 보통명사 JC 격조사

NQ 고유명사 JX 보조사

NB 의존명사 JP 서술격조사

NP 대명사 EP 선어말어미

NN 수사 EC 연결어미

PV 동사 ET 전성어미

PA 형용사 EF 종결어미

PX 보조용언 XP 접두사

MM 관형사 XS 접미사

[표 3-1] KAIST 품사 태그셋

효과적인 LDA 학습을 위해 [표 3-2]와 같은 명사의 종류 중 두 글자 이상의 보통

명사(NC)를 추출하고 Corpus를 생성한다. [그림 3-3]은 이에 대한 과정을 나타내는 알

고리즘이다. 숫자, 공백, 기호, 반복되는 의미 없는 단어 등을 불용어로 지정하여 제거

하는 단계를 마지막으로 텍스트 전처리 작업을 수행했다. [그림 3-4]는 POS Tagging

된 데이터에서 보통 명사에 해당하는 단어만 추출한 데이터의 예시이다.
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대분류 소분류 세분류

체언(N)

보통명사(NC)
서술성 명사(ncp)

비서술성 명사(ncn)

고유명사(NQ)

성(nqpa)

성+이름(nqpc)

이름(nqpb)

기타-일반(nqq)

의존명사(NB)

단위성 의존명사(nbu)

비단위성 의존명사(nbs)

비단위성 의존명사(nbn)

대명사(NP)
인칭대명사(npp)

지시대명사(npd)

수사(NN)
양수사(nnc)

서수사(nno)

[표 3-2] 명사의 종류

[그림 3-3] 보통 명사 추출 알고리즘 [그림 3-4] 보통 명사 추출 예시 
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2. TF-IDF 가중치 적용

LDA 기반 토픽 모델링은 [그림 3-5]와같이 진행하였다.

[그림 3-5] TF-IDF 가중치를 적용한 LDA 기반 토픽 모델링 절차 

Corpus를 텍스트 문서 형식으로 변환하고 단어가 문서에 몇 회 출현하였는지 나타

내는 TDM(Term Document Matrix)을 생성한다.

TDM은 단어들의 단순 빈도수를 나타내기 때문에 빈도수가 적은 단어들은 중요도가

떨어지게 된다. 따라서 [그림 3-5]와같이 어떤 단어가 특정 문서에서 얼마나 중요한지

나타내주는 TF-IDF 가중치를 부여하여 단어별 TF-IDF 분포 값을 기준으로 TDM의

크기를 조절해 성능을 향상시켰다. 그 결과 ‘오늘’, ‘이번’, ‘관련’, ‘당시’와 같은 의미가

중요하지 않지만 자주 등장하는 단어를 제거할 수 있었다. TDM을 각 문서에 대한 단

어의 출현을 행렬로 표현하는 DTM(Document Term Matrix)으로 변환하여 LDA 분

석을 수행하였다. [그림 3-6]은 TDM 크기 조절 예시를 시각화한 것이다.
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[그림 3-6] TDM 크기 조절 예시

3. LDA기반 토픽 모델링

LDA기반 토픽 모델링 결과 총 24,887개의 각각의 뉴스 기사 문서에 대한 주제 분포

와 주제 내 단어 분포 벡터를 추출할 수 있었다. 본 논문에서는 매개변수 K를 15으로

지정하였고 총 15개의 주제가 생성되었다. 15개의 주제에 따라 총 15개의 클러스터가

생성되었고 같은 클러스터 내에 있는 문서들은 서로 동일한 주제 범위를 갖는다.

[그림 3-7]은 각 문서들이 갖는 주제 번호 및 확률 값의 분포를 시각화한 것이다. X

좌표는 Topic 번호를 뜻하고 총 15개의 주제를 나타내며 Y 좌표는 15개 각 주제들에

대한 문서들의 확률 값을 의미한다.
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[그림 3-7] 주제 번호 및 확률 분포

[표 3-3]은 문서 내 주제 분포의 예시를 나타낸다. 사용자 관심문서가 가장 높은 확

률 분포를 가지는 주제를 선택하고 해당 주제의 주제어를 키워드로 지정한다.

Document Topic 1 Topic 2 ... Topic 15

1 0.001929 0.001929 ... 0.001929

2 0.001929 0.001929 ... 0.001929

3 0.481501 0.003192 ... 0.003192

4 0.286055 0.156239 ... 0.001635

5 0.062923 0.000944 ... 0.070899

[표 3-3] 문서 내 주제 분포 예시
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[그림 3-8]은 [그림 3-7]에 나타난 15개 각 주제들에 해당하는 상위 단어들의 확률

분포를 보여준다. 주제 내 단어들을 통해 LDA의 결과인 각 토픽이 어떤 주제 범위를

갖는지 판단할 수 있으며 서로 동일한 주제 범위를 가지는 문서끼리 클러스터링된다.

LDA 기반 토픽 모델링을 통해 문서를 구조화하여 잠재되어있는 문서와 문서 내 단어

간의 관계를 파악할 수 있었다.

[그림 3-8] 주제별 상위 단어 확률 분포
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[그림 3-10]  Word embedding 벡터 값 예시

C. 단어 간 유사도 추출

1. Word2vec

전처리 작업을 거친 데이터를 [그림 3-9]와 같이 Word2vec을 이용하여 200차원, 대

용량 데이터에 성능이 좋은 Skip-gram 방식으로 학습하였다. 학습 결과인 단어 벡터

값들을 Vector Space Model로 구축했다.

[그림 3-9] Word2vec 학습

단어들은 [그림 3-10]과 같이 벡터 공간에 단어 임베딩(Word embedding)되었다.

예를 들어, [그림 3-11]은 15번 주제 내 키워드에 해당하는 ‘일자리’와 근접한 단어들

에 대한 벡터 공간을 시각화한 것이다. 그 결과 의미적으로 유사한 단어들끼리 근접한

벡터 공간에서 위치하는 것을 확인할 수 있었다.
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[그림 3-11] ‘일자리’와 유사한 단어군

서로 연관되어 있는 단어들이 군집을 형성하며 비슷한 공간에 위치하고 있으며

Word2vec 학습을 통해 단어를 벡터화 할 때 단어의 문맥적 의미를 보존하는 것을 알

수 있다. 단어 간의 유사도를 구하기 위해 단어를 벡터 값으로 표현한 수치를 cosine

similarity를 이용해 계산하여 단어 벡터들 간의 거리를 측정하였다. 식 (4)는 벡터 A

와 B의 cosine similarity를 구하는 계산식이다.

cos 
∙







  



 
 ×



  






  



  × 
(4)
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cosine similarity는 내적 공간의 두 벡터 사이의 각도를 cosine 값을 이용해 측정하

여 벡터 간의 유사한 정도를 구한다. 0에서 1사이의 값을 가지며 1에 가까울수록 두

단어가 유사하다. [표 3-4]는 ‘일자리’와 연관된 단어들의 유사도이다.

일자리

일자리 1.0000000

창출 0.8342675

고용 0.7150288

안심공제 0.6577072

안정자금 0.6309876

소득 0.6069126

핵심규제 0.6028961

사회안전망 0.5933583

장려금 0.5912703

[표 3-4] ‘일자리’와 유사한 단어들의 유사도

다음과 같은 방식으로 문서 내 단어 벡터들 간의 거리를 계산하였고 단어 간의 유사

도를 나타내는 거리 행렬을 [표 3-5]와 같이 생성한다.

일자리 창출 고용 ...

일자리 1.0000000 0.8342675 0.7150288 ...

창출 0.8342675 1.0000000 0.7536542 ...

고용 0.7150288 0.7654796 1.0000000 ...

안심공제 0.6577072 0.5809124 0.564536 ...

안정자금 0.6309876 0.5321813 0.511789 ...

... ... ... ... ...

[표 3-5] Distance Matrix 예시
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D. 연관성 SCORE 도출

A절에서는 LDA 기반 토픽 모델링을 통해 문서 내 주제 분포와 주제 내 단어 분포

를 추출했고 B절에서는 Word2vec을 사용하여 단어 간 유사도를 구하여 거리 행렬을

생성하였다.

본 절에서는 문서의 주제 내 키워드에 해당하는 부분만 추출하여 가중치 행렬을 생

성하고 단어의 의미 관계를 고려해 연관성 SCORE를 도출한다.

[그림 3-12]는 본 논문에서 제안한 연관 문서 추천 시스템의 프레임워크이며 사용자

의 관심문서 또는 질의 문서의 확률 분포가 가장 높은 주제를 찾고 사용자가 원하는

주제 내의 키워드에 따라 가장 연관성이 높은 맞춤형 문서들을 추천해준다. 사용자 관

심문서는 사용자의 조회 수가 높은 뉴스 기사로 정의한다.

[그림 3-12] 연관 문서 추천 프레임워크



- 24 -

[그림 3-13] 은 연관성 Score를 도출하는 과정을 시각화한 것이다.

[그림 3-13] 연관성 SCORE 도출 과정 

는 사용자 관심문서의 키워드와 문서 집합 내 단어들의 의미 관계를 고려하기 위

하여 Word2vec을 사용해 생성한 단어들 간의 유사도를 나타내는 거리 행렬에서 해당

주제의 키워드에 해당하는 부분만 추출하여 가중치 행렬로 사용하였고 는 문서와 단

어의 관계를 빈도수로 나타내는 DTM이다.

와  두 행렬의 가중합을 통해 연관성 SCORE를 산출하였고 키워드와 문서간의

연관성을 파악할 수 있다. 가중합은 각각의 수에 가중치 값을 곱한 후 이 곱셈 결과들

을 다시 합하는 계산 방식을 의미한다. 연관성 SCORE 산출 과정은 식 (5)과 같이 나

타낼 수 있다.

Relevance SCORE    
  




  



  (5)
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[그림 3-14] 연관성 SCORE 도출 예시 

[그림 3-14]는 연관성 SCORE 도출 예시를 나타낸다.

가중치 행렬에서 ‘비핵화’와 ‘핵물질’, ‘일자리’, ‘폭염’과 같은 문서 내 단어들의 유사

도를 나타는 1행과 DTM에서 문서1 내에서 단어 등장 유무를 나타내는 1열을 가중합

하면 ‘비핵화’ 키워드와 문서 1의 연관성 SCORE를 도출할 수 있다.

‘비핵화’ 키워드와 연관성이 높은 ‘핵물질’은 높은 가중치가 부여되고 연관성이 낮은

‘일자리’와 ‘폭염’은 낮은 가중치를 갖게 된다. 단어의 의미와 문장에서의 맥락을 내포

한 단어 간의 의미적 유사도를 가중치로 사용하였고 특정 키워드와 의미가 유사할수록

높은 가중치를 부여할 수 있다. 가중치가 적용된 키워드와 문서 내 단어들의 등장 유

무를 통해 연관성 SCORE를 산출하였다. 연관성 SCORE를 통해 어떤 문서가 어떤 주

제 내 특정 키워드와 얼마나 연관성이 있는지 수치화할 수 있게 되고 점수가 높은 순

서대로 문서를 추천해준다.

제안하는 방법론을 통하여 문서를 검색할 때 여러 뜻을 가지고 있는 다의어와 모양

이 달라도 의미는 같은 동음이의어를 처리할 수 있으며 단어 간의 의미 관계를 고려한

의미 기반 문서 검색이 가능해진다.

[표 3-6]은 ‘비핵화’ 키워드에 대한 연관성 SCORE 결과와 정규화 과정을 거친 연관
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성 SCORE 값을 비교한 것이다. 키워드 결과 값마다 서로 다른 연관성 SCORE 범위

를 가지므로 범위를 0에서 1 구간으로 일치시키기 위하여 연관성 SCORE를 정규화하

였다. 1에 가까울수록 연관성이 높은 문서이며 정규화 할 때 사용한 수식은 식 (6)과

같다.

 max  min

  min
(6)

문서 번호 ‘비핵화’ 연관성 SCORE 연관성 SCORE 정규화

388 224.46810 1.0000000

729 222.78679 0.8923682

635 197.73818 0.7192331

754 189.33109 0.6670238

760 172.44196 0.5863405

557 159.48510 0.5609640

1044 159.13191 0.5099847

595 157.13786 0.4708749

373 151.66184 0.4698088

568 150.80822 0.4637898

604 149.01069 0.4472607

561 148.59182 0.4446841

837 144.53352 0.4392583

996 142.49887 0.4379939

133 138.13977 0.4257441

[표 3-6] ‘비핵화’ 키워드의 연관성 SCORE 정규화 결과 비교
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Ⅳ. 실험 및 평가

본 장에서는 제안하는 단어 의미 관계를 고려한 연관 문서 추천 방법에 대한 실험을

위해 총 24,887개의 NAVER에서 제공하는 정치 카테고리의 한국어 뉴스 기사를 이용

하며 제안하는 방법의 연관성 SCORE 결과 및 성능을 평가하고 비교 실험을 진행한

다.

본 연구는 [표 4-1]과 같은 환경에서 실험을 진행하였다.

Division Contents

HW

CPU Intel(R) Core(TM) i5-6500 CPU @ 3.20GHz

GPU NVIDIA Geforce GTX 1060 6G

RAM 16.00GB

HDD 237GB

SW

OS Windows7

Program

Language
Java, Python, R

[표 4-1] 실험 환경

A. 실험 결과 및 성능 평가

실험에 사용한 키워드는 ‘비핵화’로 선정했으며 제안하는 방법의 상위 연관성

SCORE 범위와 하위 연관성 SCORE 범위에 있는 기사들은 [표 4-2]와 같다.
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범위 기사 내용

상위 연관성

SCORE 범위

‘비핵화’에 대한 직접적인 의견이 담긴 기사

- 대통령 통일외교안보특보의 비핵화 협상에 대해 주목해야할

3가지[29]

- 감정적인 비핵화 비관론을 경계하는 내용[30]

하위 연관성

SCORE 범위

‘비핵화’에 관련된 사건이나 인물에 대한 기사

- 트럼프 대통령의 종전선언 제안[31]

- 비핵화에 좋은 영향을 줄 동창리 발사장 해체[32]

- 비핵화 협상에 긍정적인 영향이 기대되는 북한의 미군 유해

55구 송환[33]

- 비핵화 협상의 중재자로서 강행군하던 문 대통령의 감기 몸

살로 인한 휴가[34]

[표 4-2] 연관성 SCORE 범위의 기사 내용 예시

상위 연관성 SCORE 범위에 있는 기사들은 핵, 핵물질, 핵탄두, 핵실험장, 핵국가,

핵무력 등 ‘비핵화’ 키워드와 연관성이 높은 단어들로 구성되기 때문에 주로 직접적인

의견이 담긴 기사들이 나타났다. 하위 연관성 SCORE 범위에 있는 기사들은 종전선언,

유해, 송환, 휴가 등 ‘비핵화’와 낮은 연관성을 갖는 단어들을 포함하기 때문에 이와 같

은 결과가 도출되었다.

본 논문에서 제안하는 방법에 대한 성능을 평가하기 위해 TextRank 알고리즘을 사

용하여 문서 내 단어의 중요도를 측정하였다.

[그림 4-1]과 같이 문서 내의 단어들을 정점(Node)로 선택하였고 두 단어의 연관성

을 확률적으로 계산하는 PMI(Pointwise Mutual Information) 값을 간선(Edge)으로 지

정했다.
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[그림 4-1] TextRank 알고리즘을 이용한 문서의 핵심어 추출 

PMI 값이 클수록 두 단어의 연관성이 높다는 것을 의미한다[35]. PMI의 계산식은

식 (7)과 같고 분모의 P(X,Y)는 X,Y가 동시에 출현할 확률을 나타내고 있으며 분자

P(X)P(Y)는 X와 Y가 각각 독립적으로 일어날 확률을 의미하고 있다.

   log
  

(7)

성능 평가 또한 두 범위에서 진행하였으며 상위 연관성 SCORE 범위의 결과는 [표

4-3]과 같고 하위 연관성 SCORE 범위의 결과는 [표 4-4]와 같다.

성능 평가 결과 ‘비핵화’ 키워드는 상위 연관성 SCORE에서 더 높은 중요도를 가졌

으며 상위 연관성 SCORE 범위의 ‘트럼프’, ‘김정은’과 하위 연관성 SCORE 범위의 ‘종

전’, ‘선언’과 같이 각 범위에서 중요도가 높은 키워드는 서로 낮은 중요도를 가지는 것

또한 알 수 있었다. 본 논문에서 제안하는 단어 의미 관계를 고려한 연관성 SCORE에

따른 의미 기반 문서 추천의 적합성을 확인할 수 있었다.
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단어 중요도

북한 0.100335

폼페이오 0.0905634

트럼프, 대통령 0.0881026

비핵화, 협상 0.0684315

미국 0.0676661

핵, 문제 0.0653499

김정은, 위원장 0.0641639

종전, 선언 0.0560652

정상회담 0.0448876

미사일 0.0290696

[표 4-3] 상위 연관성 SCORE 범위 내 단어 중요도 결과

단어 중요도

문, 대통령 0.126457

종전, 선언 0.0956396

미군, 유해 0.0562377

휴가 0.0513322

비핵화, 협상 0.0467537

정상회담 0.0428777

발사장 0.027337

송환 0.0193288

트럼프 0.018463

김정은 0.0167175

[표 4-4] 하위 연관성 SCORE 범위 내 단어 중요도 결과
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B. 연관성 비교 실험

키워드와 문서간의 연관성을 측정하여 문서의 랭킹을 매기기 위해 제안하는 방법과

기존 방법론을 통해 문서들에 대한 연관성을 도출하여 비교 실험을 진행한다. 검색 엔

진에서 많이 사용되는 TF-IDF와 LDA를 사용하였고 본 논문에서 제안하는 방법의 결

과인 상위 연관성 SCORE 범위와 하위 연관성 SCORE 범위에서 기존 방법론을 통해

키워드와 문서간의 연관성을 측정하였다.

[표 4-5]와 [표 4-6]은 비교 실험에 대한 결과를 나타낸다.

문서 번호 TF-IDF LDA 제안 방법

388 0.000698015753626 0.94474836688648 1.0000000

729 0.001206196817954 0.916006799364045 0.8923682

635 0.000967950498577 0.910056267509865 0.7192331

754 0.001714655168908 0.928782147566483 0.6670238

760 0.0009430603428994 0.935486125847749 0.5863405

[표 4-5] 상위 연관성 SCORE 범위 비교 실험 결과

문서 번호 TF-IDF LDA 제안 방법

872 0.000974235891425 0.931601280947023 0.004741640

1085 0.001391765559178 0.979940217495704 0.004741640

379 0.001004680763032 0.194610244156912 0.004741640

616 0.001339574350709 0.732551890720113 0.002848416

972 0.000428663792227 0.082377963835496 0.000000000

[표 4-6] 하위 연관성 SCORE 범위 비교 실험 결과
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비교 실험 결과 TF-IDF는 연관성이 불규칙적으로 일치하지 않게 나타났다. LDA의

결과 범위는 0부터 1까지이며 제안하는 방법의 상위 연관성 SCORE 범위에서는 LDA

또한 범위 기준으로 높은 수치 값이 나타났다. 하지만 하위 연관성 SCORE 범위에서

는 상위 연관성 SCORE와 유사한 값의 수치 결과가 나타난 것을 확인할 수 있었다.

문장에서의 맥락이나 문맥상의 의미를 통해 단어 간의 관계를 고려하지 않고

TF-IDF는 단어 간의 관계를 단순 빈도수를 기반으로 계산하며 확률 모델인 LDA는

확률적으로 계산하기 때문에 위와 같은 결과가 도출된 것으로 판단할 수 있다. 제안하

는 방법은 단어의 문맥적 의미를 보존하여 키워드와 문서의 연관성 SCORE를 도출할

수 있으며 기존 방법론보다 더 효과적인 의미 기반 문서 추천이 가능하다는 것을 알

수 있었다. [표 4-7]은 본 연구의 비교실험에 사용한 방법론에 대한 설명을 나타낸다.

TF-IDF LDA 제안하는 방법

단순 빈도수 기반 확률 기반 의미 기반

특징

- 문서 내 중요 단어를

직관적으로 해석 가능

- 새로운 단어에 대한

해석 불가능

- 단어의 의미와 문장에

서의 맥락을 고려하지

못함

- 여러 주제가 혼합된

문서 처리 가능

- 휴릭스틱에 의존

- 단어의 의미와 문장에

서의 맥락을 고려하지

못함

- 단어의 문맥적 정보

보존

- 단어 간의 의미

관계를 고려

- 새로운 단어에 대한

해석 가능

[표 4-7] 방법론 비교 설명



- 33 -

Ⅴ. 결론 및 제언

본 논문에서는 단어의 의미적 모호성을 해소하고 효율적인 정보 검색을 위해 단어

의미 관계를 고려한 연관 문서 추천 방법을 제안하였다. 실험을 위한 데이터는 네이버

에서 제공하는 정치 카테고리의 뉴스 기사를 Java 기반 환경에서 웹 크롤링하여

2018.07.01.부터 2018.07.31.까지 총 24,887개의 기사를 수집하였다.

LDA 기반 토픽모델링을 통해 문서 집합의 주제를 분류할 수 있고 주제 내 키워드

들을 추출할 수 있다. Word2vec을 사용하여 단어를 벡터화 한 후 단어 간 유사도를

구해 거리 행렬을 생성한다. 거리 행렬에서 주제 내 키워드에 해당하는 부분만 추출해

가중치 행렬을 생성하여 단어 간의 의미 관계를 고려할 수 있고 DTM 행렬과 가중합

을 통해 연관성 SCORE를 도출하였다. 연관성 SCORE의 범위를 0부터 1구간으로 일

치시키기 위하여 정규화 과정을 거친 후 연관성 SCORE 수치가 높은 순서대로 문서를

추천하는 방법을 제안하였다.

가중치 행렬을 통해 사용자가 원하는 키워드와 문서집합 내 단어들의 의미적 유사도

를 가중치로 부여하였고 키워드와 문서의 연관성을 SCORE로 수치화하였다. LDA는

확률 모델로 단어 간의 관계를 확률적으로 계산하지만 Word2vec을 이용해 가중치 행

렬을 생성하여 단어 간의 의미 관계를 고려하여 의미적 검색을 가능하게 하였고 확률

에 의존한 일반화의 한계를 극복할 수 있도록 했다. 의미적 모호성을 해소하여 문서

검색의 성능이 향상될 수 있고 사용자가 원하는 키워드와 가장 연관성이 높은 문서를

추천해주므로 사용자 맞춤형 정보를 제공할 수 있으며 같은 주제에서 각 키워드와 관

련된 사건들을 파악하기 쉬워진다.

연관성 SCORE에 의한 문서 추천 결과로 상위 연관성 SCORE 범위에 있는 문서일

수록 질의 키워드와 연관성이 높은 단어들로 구성된 것을 확인할 수 있었다. 문서 내

단어의 중요도를 알 수 있는 TextRank 알고리즘을 사용하여 연관성 SCORE를 통한

문서 추천 성능 평가 결과로 질의 키워드는 상위 연관성 SCORE 수치 값이 클수록 더

높은 중요도를 가졌다. 상위 연관성 SCORE와 하위 연관성 SCORE 범위에서 중요도

가 높은 키워드는 서로 낮은 중요도를 가지는 것 또한 알 수 있었으며 제안하는 방법

의 적합성을 확인할 수 있었다. 또한 비교실험을 통해 기존 문서 랭킹 방법론인

TF-IDF와 LDA보다 더 효과적인 의미 기반 문서 추천이 가능하다는 것을 알 수 있었

다.
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