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ABSTRACT

A Study on the Machine Learning model for the

production trend forecast of oil and gas wells

Oh, Hyeon Teak

Advisor : Prof. Jang, Il Sik, Ph.D.

Department of Energy & Resource Engineering

Graduate School of Chosun University

Machine learning that is the core technology of the fourth industrial

revolution is widely used in various industry. In petroleum industry, there are a

lot of trials for various analyse. Especially, many technologies are used for

forecasting decline trends and estimated ultimate recovery (EUR) such as

convolution neural network (CNN), recurrent neural network (RNN), random

forest, support vector machine (SVM) etc.

Prediction of production profile and EUR are important to make production

plan. One of methods to predict production profile and EUR is Arp’s decline

curve analysis (Arp’s DCA). However, when applying shale gas production data

to Arp’s DCA which assumes decline exponent () is not over 1, there are

limits to reflect real production profile and EUR because the decline exponent of

shale gas is generally over 1. Therefore, in this study modified hyperbolic DCA

was used to calculate DCA parameters.

Data preprocessing has to be done before training a model. In this study,

wells were selected with the following criteria: over 60 month, same production

formation, gas production as the main fluid. Selected data was applied to

modified hyperbolic DCA to get DCA parameters such as decline rate (),

decline exponent () and EUR. Random forest models were trained using input

and output data set. Input data set for random forest consists of static data
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such as reservoir properties, well completion, and initial 12 months production

rate. Output data set were EUR, decline rate, and decline exponent respectively.

After training random forest model, confidence interval were calculated using

predicted value to analyze uncertainty of the models. Also, cumulative

production profile and EUR can be calculated using predicted  and . and

compared with real EUR.

From the result of this study, it was possible to predict DCA parameters for

estimation EUR of shale gas wells and to estimate EUR using predicted DCA

parameters. It is expected that more reliable result can be obtained by

improving input data. The results in this study it can be used as the basis for

developing EUR prediction model with the production profile.
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제1장 서론

4차 산업혁명의 핵심기술인 머신러닝 기법은 모든 산업분야에서 활발히 활용되

고 있다. 머신러닝은 인공지능의 한 분야로, 경험적 데이터를 기반으로 학습을 하

고 예측을 수행하고 스스로의 성능을 향상시키는 시스템과 이를 위한 알고리즘을

연구하고 구축하는 기술이라 할 수 있다. 머신러닝의 알고리즘들은 입력 데이터를

기반으로 예측이나 결정을 이끌어내기 위해 특정한 모델을 구축하는 방식을 취한

다. 석유개발분야에서도 많은 연구가 진행되고 있으며, 특히 유·가스정 생산의 감퇴

경향 분석 및 궁극가채량 등을 예측하기 위해 인공신경망(artificial neural

network), 랜덤 포레스트(random forest), 서포트 벡터 머신(support vector

machine), 딥러닝(deep learning) 등의 기술이 활용되고 있다.

석유·가스 저류층에서 생산 프로파일(production profile)과 궁극가채량(estimated

ultimate recovery, EUR) 예측은 생산 계획 수립에 있어 매우 중요하다. 생산 프로

파일과 궁극가채량을 예측하는 기본적인 방법은 생산감퇴곡선법(decine curve

analysis, DCA)이다. 전통적으로 많이 사용되는 방법인 Arp's 감퇴곡선법은 실제

생산 데이터를 기반으로 감퇴방정식의 변수인 초기생산량(), 생산 감퇴율(decline

rate, )를 구하고, 생산 감퇴지수(decline exponenet, )을 조정하여 실제 생산 감

퇴 추이를 곡선식에 맞춘 뒤 이를 근거로 미래 생산 거동을 계산하여 궁극가채량

을 도출하는 방법이다.

그러나 제한적인 생산 데이터와 노이즈가 많은 생산 자료에 Arp's 생산감퇴곡선

법을 적용하면 불확실성이 증가하는 경향이 있다. 따라서 석유개발분야에서도 생산

프로파일과 궁극가채량 예측을 위해 머신러닝을 활용하여 다양한 연구가 진행되고

있다.

Vyas 등(2017)은 Eagle Ford에서 수집한 유정완결데이터와 생산 데이터를 머신

러닝 기법인 랜덤 포레스트, 소프트 벡터 머신, 다변량 적응회귀 스플라인

(multivariate adaptive regression splines)에 학습시켜 생산감퇴곡선 변수를 예측하

는 모델을 개발하였고, 개발된 모델을 통해 예측한 생산감퇴곡선 변수를 사용하여

개발 예정인 생산정의 감퇴곡선과 궁극가채량을 빠르고 정확하게 예측하였다.

Ramgulam 등(2007)은 입력 데이터로 생산 압력, 저류층 유체투과도, 공극률, 저

류층 두께를 사용하여 인공신경망을 학습시켰고 저류층 수치 시뮬레이션의 양을

줄이고 향상된 히스토리 매칭을 수행하는 모델을 개발하였다.

Amr 등(2018)은 머신러닝 기술과 알고리즘을 사용하여 비전통 수평정의 월 생산
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량을 예측하는 데이터 기반 모델을 제안하였다. 베이지안 정규화 신경망(baysian

regularization neural network), 서포트 벡터 머신, 랜덤 포레스트, 일반화 선형 모

형(generalized linear model) 등을 사용하여 생산정의 피처(feature)를 조합한 데이

터를 입력자료, EUR, , 를 출력자료로 설정하여 모델을 학습시켰다. 학습 결과

는 Arp's 감퇴 곡선 모델과 비교하여 정확성을 측정하였고, 입력 데이터의 중요도

를 측정하여 정확도 향상에 기인하는 변수를 확인하였다.

Anderson 등(2016)은 지질조사, 저류층 모델링, 시추, 수압파쇄에 이르는 데이터

들의 속성 리스트를 만들고 이를 이용해 오일과 가스의 생산을 시간이 지남에 따

라 예측하는 Petroleum Analysis Learning Machine을 개발하였다. 입력 데이터
내의 변수의 수를 단계적으로 늘려가며 학습시킨 뒤 중요성을 비교하여 생산량 예

측에 중요한 변수를 파악하고, 생산량 예측을 수행하여 정확도를 측정하였다. 개발

한 PALM을 이용한 생산량 예측을 통해 생산이 이루어지지 않은 생산정의 생산량

예측에 유용한 정보를 제공할 수 있다고 하였다.

Sun 등(2018)은 생산감퇴곡선법(DCA)을 비전통 저류층에 적용하였을 때 발생하

는 불확실성을 줄이기 위해 오일, 가스, 물의 생산량 데이터와 정두압력(tubing

head pressure) 데이터를 장단기 메모리(Long-Short-Term Memory network,

LSTM)에 학습시킨 뒤 실제 생산량과의 비교를 통해 정확성을 측정하였다. 개발된

모델과 전통적인 감퇴곡선 기법인 Arp's DCA, Duong DCA, Stretched

Exponential Decline(SEPD) 등을 사용해 생산 히스토리 매칭 및 미래 생산량 예측

을 수행한 결과 개발된 모델의 예측 성능이 전통적인 감퇴곡선 기법에 비해 더 뛰

어나다는 것을 확인하였다.

Sagheer 등(2018)은 기존의 예측 기법의 한계를 극복하고 정확한 예측을 보여주

기 위해 Deep long-short term memory(DLSTM) 모델을 사용하여 시계열 데이터

인 생산 히스토리를 예측하는 모델을 개발하였다. 개발된 모델은 기존의 순환신경

망(recurrent neural network, RNN)을 사용해 개발한 모델을 능가하는 예측성능을

보여주었다.

Jia 등(2016)은 Barnett Shale Field에 위치한 생산정의 생산 히스토리 매칭과 예

측을 위해 가스정에서 취득한 생산데이터를 사용하여 시간을 입력 데이터, 각 시간

에 해당하는 생산량을 출력 데이터로 설정하여 신경망(neural network)에 학습시켰

다. 학습된 신경망 모델의 히스토리 매칭 예측 결과와 Arp's 감퇴 곡선 모델을 사

용한 예측결과를 비교하였고, Arp's 감퇴 곡선 모델에 비해 신경망 모델이 더 뛰어

난 히스토리 매칭 결과를 나타내는 것을 확인하였다. 또한, 시간만으로는 생산, 저

류층 완결, 생산정 운용조건에 영향을 미치는 가장 중요한 인자들과의 상관성을 찾

을 수 없기 때문에 시간만을 입력 데이터로 사용하는 것은 충분하지 않다고 판단
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하였다. 따라서 입력 데이터에 생산정 운용에 있어 중요한 변수 중 하나인 공저압

력(bottom hole pressure)를 추가하여 신경망 모델을 학습시켰다. 입력 데이터를 추

가한 신경망 모델과 Arp's 감퇴 곡선 모델의 생산 히스토리 매칭 예측을 비교한

결과 신경망 모델이 Arp's 모델에 비해 더 나은 예측을 보여주는 것을 확인하였고,

공저압력 이외에도 생산량과 관계가 있는 다른 운용 변수를 입력 데이터에 추가시

켜 신경망 모델의 예측 성능을 향상시킬 수 있다는 것을 확인하였다.

기존의 연구에서는 저류층의 물성, 유정완결 조건 등의 정적 데이터(static data)

만을 사용하거나 생산량 데이터만을 입력 데이터로 활용하여 머신 러닝 모델을 학

습시켜 궁극가채량 예측과 생산 프로파일 예측 등을 수행하였다.

이 연구에서는 정적 데이터 또는 생산량 데이터만을 사용하지 않고, 저류층의 물

성, 유정완결 조건 등의 정적 데이터에 초기 12개월 생산량 데이터를 추가하여 입

력 데이터로 활용하여 생산감퇴곡선법의 변수를 예측하는 랜덤 포레스트 모델을

제안하고자 한다. 학습된 랜덤 포레스트 모델의 출력 값에 신뢰구간을 적용하여 예

측모델의 신뢰성을 분석하였고, 생산량 데이터 추가에 따른 모델의 예측 결과의 변

화를 비교 분석하였다. 또한, 실제 생산 프로파일과 예측된 생산감퇴곡선법 변수를

사용하여 계산한 생산 프로파일을 비교 분석하였다.
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제2장 이론적 배경

제1절 머신 러닝(machine Learning)

머신러닝은 데이터를 학습시켜 모델을 만드는 기법으로, 명시적 프로그래밍

(explicit programing) 없이 컴퓨터 스스로 학습하는 능력을 부여하는 것이다

(Samuel, 1959). 명시적 프로그래밍은 개발자가 규칙을 정해놓고 그에 맞게 반응하

도록 하는 프로그래밍 기법이다. 명시적 프로그래밍은 간단하게 수행할 수 있지만,

데이터가 많아지고 복잡해지면 문제를 해결하기 어렵다는 단점이 있다. 따라서 이

러한 명시적 프로그래밍의 한계를 극복하기 위해 적용되는 방법이 컴퓨터가 스스

로 학습하도록 하는 머신러닝이다(윤대웅 등, 2018).

머신러닝 기법 중 하나인 지도학습(supervised learning)은 학습 데이터(training

data)가 입력 데이터(input data)와 출력 데이터(output data)의 쌍으로 구성되어야

하는 기법으로, 입력에 대한 머신러닝 모델의 출력과 학습 데이터의 출력의 차이가

최소화되도록 하는 기법이다. 지도학습은 모델의 쓰임새에 따라 분류(classification)

와 회귀(regression) 문제로 나눌 수 있다. 분류 문제는 학습 데이터의 출력 데이터

로 범주를 학습시켜 입력 데이터가 어떠한 범주에 속하는지 찾아내는 모델이다. 회

귀 문제는 입력 데이터와 예측하려고 하는 값을 출력 데이터로 모델을 학습시켜

입력 데이터에 해당하는 어떤 값을 예측하는 모델이다(김성필, 2016).

지도 학습에 사용되는 머신러닝 기법은 분류 문제와 회귀 문제에 모두 적용할

수 있고, 대표적으로 인공 신경망(artificial neural network), 랜덤 포레스트(random

forest), 서포트 벡터 머신(support vector machine) 등이 있다.

1. 인공 신경망(artificial neural network, ANN)

인공 신경망은 동물의 뇌의 신경망에서 영감을 얻은 학습 알고리즘이다. Figure

2.1은 동물의 뉴런을 그림으로 나타낸 것이다. 동물의 뉴런에서 모든 뉴런은 가지

돌기(dendrite)에서 축삭(axon)을 거쳐 축삭말단(axon terminal)까지 전기 신호를

전송하며, 이러한 방식으로 신호를 하나의 뉴런에서 다른 뉴런으로 계속해서 전달

한다. 이러한 과정을 통해 동물은 다양한 감각을 인지할 수 있게 된다(송교석,

2017).
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Figure 2.1 Biological neural network (Raschka, 2015).

인공신경망은 인간의 신경계와 비슷한 성능과 특성을 갖는 정보처리 시스템의

하나이다. 인공신경망은 인간의 뇌가 대량의 데이터를 효율적이고 병렬적으로 학습

하고 처리할 수 있다는 사실을 기반으로 인간의 신경세포를 컴퓨터를 통해 모델링

하여 구현하는 방식으로 네트워크 구조 내에서 서로 연결된 처리항목을 가진 대량

의 병렬 처리 소프트웨어 시뮬레이션에 사용된다(Fausett, 1994).

Figure 2.2는 인공 신경망 모델의 뉴런을 나타낸 것이다. 인공 신경망 모델에서

각 뉴런들은 다른 뉴런들로부터 입력을 받아 일련의 계산과정을 거쳐 하나의 출력

을 생성한다. 각 뉴런들의 출력 값은 뉴런 간의 상호 연결 정도를 나타내는 가중치

(weights, )의 합, 임계치(threshold), 활성함수(activation function)의 값에 의해

결정된다. 이러한 과정은 원하는 출력 값이 도출될 때 까지 반복되며, 원하는 출력

값을 도출하기 위해 가중치가 조절된다(강현정, 2018).
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Figure 2.2 Neuron of artificial neural network.

인공 신경망은 Figure 2.3과 같이 입력층(input layer), 은닉층(hidden layer), 출

력층(output layer)으로 구성되어 있다. 인공 신경망에서는 각각의 층에 존재하는

인공 뉴런을 노드(node)라고 칭한다. 노드를 연결하는 선은 동물의 뉴런의 가지돌

기와 같고, 가중치를 가지고 있다. 입력층은 외부에서 입력 받은 신호를 은닉층으

로 전달하는 역할을 수행한다. 입력층과 출력층 사이에는 하나 이상의 은닉층이 존

재하고 있으며, 은닉층은 입력층으로부터 전달받은 데이터를 처리하여 출력값을 결

정하고 이를 출력층으로 전달하는 역할을 수행한다. 즉, 인공 신경망은 외부에서

받은 입력 데이터에 대해 가중치( , )를 곱한 합을 내부 활성함수를 거쳐 출

력하여 은닉층 노드( ,  , )와 출력층 노드( , )의 출력 값을 출력한다

(Olivares, 2012).

인공 신경망은 첫 학습 모델을 정규화 한 뒤 일반적으로 오차 역전파법

(backpropagation)을 이용하여 가중치에 대한 평가를 수행한다. 인공 신경망 모델

의 출력 값과 실제 값의 차이를 비교하여 평균 제곱 오차 또는 설정한 반복 횟수

에 도달할 때 까지 학습을 반복 수행한다(강현정, 2018).
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Figure 2.3 Neural network general scheme (Oilvares 등, 2012).
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2. 심층 신경망(deep neural network, DNN)

단순한 데이터가 아닌 수 만개의 데이터를 학습시키기 위해서는 하나 또는 두

개의 은닉층이 있는 인공 신경망으로는 학습이 불가능하다. 따라서 은닉층의 개수

를 수십 개 이상으로 늘린 복잡한 구조를 가진 신경망을 사용해야한다. 이와 같이

깊고 복잡한 신경망을 이용하는 머신 러닝 기법을 딥러닝(deep learning)이라 한다.

심층 신경망은 딥러닝 기법 중 하나로 앞에서 설명한 인공 신경망에서 은닉층 2개

이상으로 늘려 깊어진 구조를 말한다(윤대웅 등, 2018). Figure 2.4는 심층 신경망

의 구조를 나타낸 것이다.

인공 신경망을 여러 층으로 겹치는 것은 인공 신경망의 선형성(linearity)에 의해

하나의 층을 사용하는 것과 차이가 없다. 여러 개의 층을 사용할 때, 이를 의미 있

게 하기 위해서는 각 층을 지날 때 마다 비선형 활성화 함수(nonlinear activation

function)을 적용해야 한다. 비선형 활성화 함수로는 시그모이드(sigmoid) 함수와

ReLU(Rectified Linear Unit) 함수 등이 주로 사용된다. 식 (1)은 번째 층에서 이

전 층의 출력  이 입력 데이터로 주어질 때 출력 데이터 을 계산하는 과정을

나타낸 것이다. 여기서 는 활성화 함수를 의미한다(윤기무, 2020).

   



- 9 -

Figure 2.4 Deep neural network general scheme (윤기무, 2020).
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3. 서포트 벡터 머신(support vector machine, SVM)

서포트 벡터 머신은 매우 강력하고 선형, 비선형 회귀와 분류 모두에 사용될 수

있는 다목적 머신러닝 알고리즘이다. 기본 원리는 분류해야 할 2개의 데이터 세트

에서 각각의 데이터 간 거리를 측정하여 2개의 데이터 사이의 중심을 구한 뒤 이

를 결정 경계라 하고 이 가운데서 최적의 초평면(hyperplane)을 구해 2개의 데이터

세트를 분류하는 방법이다. 데이터 세트를 직선으로 나눌 수 있는 경우 선형 모델

을 사용하고 그렇지 않을 경우 비선형 모델을 사용한다. 데이터 세트를 분류하는

초평면은 이차원 데이터는 직선, 3차원에서는 평면, N차원에서는 N-1 차원의 초평

면이다(오윤태, 2019). Figure 2.5는 2개의 다른 집단을 갖는 자료를 이용하여 초평

면을 결정하는 과정을 나타낸 것이다. Figure 2.4의 각 포인트들은 데이터 에 해

당하고, 가중치 벡터 와 상수 를 사용해 두 개의 집단을 구분하는 초평면을 구

하게 된다. 여기서, ∙ ± 직선 위에 위치하는 데이터들을 서포트 벡터라

고 하며, 두 직선의 직선거리를 마진(margin)이라 한다(장진수, 2019).

Figure 2.5 Scheme of Support Vector Machine (장진수, 2019).

서포트 벡터 머신 회귀 모델의 기본 원리는 분류 모델과 반대로 마진 안에서 가
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능한 많은 데이터가 들어가도록 하는 원리이다. Figure 2.6은 서포트 벡터 머신 회

귀모델의 과정을 나타낸 것이다. 회귀 모델에서의 소프트 마진 목적함수는 식(2)와

같다.

  ∥∥  


 

subject to,  ≤∙  ≤


for,   

는 마진의 폭을 조절하는 하이퍼파라미터(hyperparameter)이다. 하이퍼파라미터

가 클 경우 하드 마진에 가까워지고, 작은 경우 유연한 마진을 만든다. 따라서 

를 조절하여 과대적합을 방지할 수 있다(윤대웅 등, 2018). 와 는 여유 변수

(slack variable)로 보다 편차가 큰 점을 포함시키기 위해 사용된다(Cortes 등,

1995).

Figure 2.6 Support Vector Machine for regression (Smola 등, 2004).



- 12 -

4. 랜덤 포레스트(random forest, RF)

트리 기반 모델들은 성능이 뛰어나 가장 많이 사용되는 지도 학습 알고리즘 중

의 하나이다. 이들은 분류와 회귀 문제에 모두 사용이 가능하고, 선형 데이터뿐만

아니라 비선형 데이터에도 쉽게 적용이 가능한 모델이다. 대표적인 트리 기반 모델

에는 결정 트리(decision trees), 랜덤 포레스트, 그래디언트 부스팅(gradient

boosting) 등의 기법이 있고 결정 트리는 다른 트리 기반 모델의 기본 모델이 된

다. Figure 2.4와 같이 결정 트리는 일반적으로 루트 노드(root node)가 가장 위에

있고, 가지가 아래로 향하는 형태로 나타낸다. 노드가 더 이상 분할되지 않는 경우

이를 리프 노드(leaf node)라고 하며, 루트 노드 아래에서 다시 분할되는 노드를 중

간 노드(internal node)라고 한다(윤대웅 등, 2018).

Figure 2.7 Example scheme of decision trees.

결정 트리에 사용되는 알고리즘 중 가장 대표적인 알고리즘은 CART

(classification and regression trees)로 다른 알고리즘에 비해 뛰어난 것으로 알려

져 있어 많이 사용된다(오윤학 등, 2014). CART는 분류와 회귀 문제 모두에 사용

될 수 있다. 분류 문제에서 각 노드에서의 최적의 분할을 하는 질문을 선택하기 위

한 분할의 적합성을 측정하는 기준이 필요하다. CART 알고리즘을 사용하는 결정
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트리에서 일반적으로 사용되는 기준은 지니 불순도(gini impurity)가 있다. 지니 불

순도는 데이터 샘플에 서로 다른 것이 얼마나 섞였는지를 측정하는 지표이다. 즉,

노드에서 모든 데이터 샘플이 하나의 클래스로 이루어져 있으면 지니 불순도는 0

이 되고, 모두 다른 클래스로 이루어져 있으면 지니 불순도는 1이 된다. 총  개의

클래스가 있을 때 번째 노드에서의 지니 불순도 는 식(3)을 사용해 계산된다.

 
  




 

  ratio of the sample belonging to  among the samples of the  node.

지니 불순도를 사용하여 분할의 적합성을 측정하는 기준을 결정한 뒤 탐욕 알고

리즘(greedy algorithm)을 사용하여 최적의 질문을 선택한다. 탐욕 알고리즘은 최

적의 해를 구하기 위해 사용되는 근사적인 방법으로, 각 노드에서 최선이라고 생각

되는 것을 선택하여 최종 해답에 도달하게 하는 방식이다. 학습 데이터 세트가 특

성 의 임계값 를 사용해 두 개의 서브 세트로 분할된다고 할 때, 현재 노드에서

의 CART 비용함수는 식(4)와 같이 계산된다.







 

  number of samples in current node

  number of samples in left sub set

  number of samples in right sub set

  Gini impurity in left sub set

  Gini impurity in right sub set

현재 노드에서 최적의 특성 와 임계값 는 모든 특성의 가능한 임계값에서 비

용함수가 최소가 되는 값을 선택한다. 지니 불순도를 측정하고 이를 사용해 탐욕

알고리즘을 계산하는 과정을 반복하여 더 이상 분할되지 않거나 중지기준에 부합

하게 되면 학습이 종료되고 모델이 완성된다. 중지기준은 매개변수를 설정하여 조

정할 수 있으며, 매개변수로는 결정 트리의 최대 깊이, 리프 노드의 최대 수, 각 노

드의 분할에 사용할 특성의 최대 수, 각 노드에서 분할에 사용할 최소 샘플 수, 리

프 노드의 최소 샘플 수, 각 노드에서 분할에 사용할 최소 샘플 비율이다. 중지기
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준을 설정하지 않으면 학습 데이터에 완벽하게 맞추기 위해 복잡한 트리가 생성되

고, 과대적합을 야기한다. 따라서 학습 전 매개변수를 설정하여 과대적합을 최소화

한다(윤대웅 등, 2018).

출력 값이 연속 값인 경우, 회귀에 적합하며, 잔차제곱합(residual sum of square,

RSS)를 비용함수로 사용한다. 회귀 결정 트리에서는 각 노드의 잔차제곱합을 감소

시키는 형태로 재귀적 분할이 일어난다(Breiman 등, 1984). 선택된 피처를 통해 데

이터를 분리했을 때 결과 값을 바탕으로 다음에 사용할 피처를 선택한다. 출력되는

값은 상수이며, 각 리프 노드에 놓인 값의 평균값이다(강전형, 2016).

랜덤 포레스트는 많은 개수의 서로 상관되지 않은 결정 트리(uncorrelated

decision tree)들로 구성된 앙상블 기반 머신러닝 알고리즘이다(Breiman, 2001). 앙

상블 학습(ensemble learning)은 머신 러닝에서 여러 개의 모델을 학습 시킨 뒤 그

모델들의 예측 결과들을 이용해 하나의 모델보다 더 나은 결과를 예측하는 것을

말한다. 랜덤 포레스트는 CART 알고리즘을 기반으로 구성되어 입력 데이터와 출

력 데이터의 종류에 제약이 거의 없다. 랜덤 포레스트는 다양한 분야에서 적용되어

왔고, 최근 기계학습 분야의 많은 알고리즘 중 성능이 뛰어난 모델 중 하나로 평

가되고 있다(이예지, 2019).

랜덤 포레스트 모델 내의 각각의 트리는 학습 데이터(training data)의 부트스트

랩(bootstrap) 서브 샘플(subsample)과 예측 변수의 서브샘플로 모델링된다. 테스트

데이터(test data)의 최종 예측은 분류 문제(classification)의 경우 직접 투표

(majority vote), 회귀 문제(regression)의 경우 평균 응답(averaged response)으로

도출된다. 직접 투표는 다수결의 원리와 같이 각 트리 모델의 결과 중 가장 많은

수의 결과를 최종 예측 값으로 선정하는 방법이고, 평균 응답은 각 트리 모델의 결

과의 평균을 최종 예측 값으로 선택하는 방법이다(Vyas 등, 2017). Figure 2.8은 랜

덤 포레스트의 일반적인 구조를 나타낸 것이다(이형주 등, 2019).
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Figure 2.8 Example scheme of Random forest (이형주 등, 2019).

회귀 트리를 모델링하기 위해서는 데이터의 부트스트랩 샘플을 학습데이터로부

터 복원추출 하여야한다. 이를 이용하여 트리 를 학습시키는데, 입력 변수 총 

개에서 무작위로  개의 변수를 선택하고 이 중 하위 노드에서의 출력 변수의 잔

차제곱합(residual sum of square, RSS)이 최소가 되도록 하는 분기점을 찾아 이를

기준으로 데이터를 분할하는 두 하위 노드를 형성한다. 잔차제곱합은 식(5)를 통해

계산되고, 각 노드마다 이러한 분할 과정을 거쳐 단말 노드의 크기가 최솟값에 도

달하면 트리 의 학습이 완료된다. 위의 과정을 부터 까지 반복하여 트리 앙상블

이 형성되면 새로운 데이터 에 대한 예측 값은 식(6)과 같이 앙상블을 이루고 있는

트리들의 평균값을 계산해 도출된다(정성훈, 2020).

 
 




  




 

 



 



 

  number of nodes

  number of data points in a node

  observed or actual response value
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랜덤 포레스트에서의 학습은 위와 같이 여러 개의 트리 모델을 형성하여 하나의

숲과 같은 형태의 모델을 만드는 것이며, 이를 위해 설정해야 하는 하이퍼파라미터

는 트리의 개수와 노드 분할 시 무작위로 선택하는 변수의 개수이다. 랜덤 포레스

트에 사용되는 하이퍼파라미터는 경험을 통해 도출된 것으로, 모델링에 사용되는

데이터의 특성에 따라 최적의 하이퍼파라미터 값이 달라질 가능성이 있다(Heaton,

2008).
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제2절 생산감퇴곡선법(decline curve analysis)

석유 및 천연가스 저류층에 대한 미래 생산 계획 수립 및 경제성을 평가하는데

있어 가장 중요한 인자 중 하나는 현재 생산되지 않은 석유 및 천연가스의 양과

생산 기간이며, 이를 결정하기 위해 가장 많이 사용되는 방법은 생산감퇴곡선법

(DCA)이다. 생산감퇴곡선법은 과거부터 현재까지 생산된 생산 자료를 이용하여 감

퇴곡선을 분석한 후 미래의 생산량 예측과 궁극가채량(EUR)을 예측하는 방법이다.

이는 현재 생산되고 있는 생산정 자료만으로 간편하게 감퇴곡선을 분석하여 미래

의 생산량을 외삽(extrapolation)하는 형태로 수행된다(송진호, 2012).

생산감퇴곡선법은 저류층과 유정완결에 관련한 많은 데이터를 요구하는 저류층

시뮬레이션을 대체하기 위해 많이 사용되는 방법이다. 저류층 시뮬레이션에 비해

생산감퇴곡선법은 더 빠르고 사용하기 쉽다. 생산감퇴곡선법은 현재 존재하는 생산

량 데이터만으로 분석에 필요한 변수를 얻을 수 있다. 여러 생산감퇴곡선법이 다양

한 저류층 조건에 따라 사용되고 있으며, 이 중 가장 많이 사용되는 기법은 Arp's

생산감퇴곡선법이다(Vyas et al., 2017).

Arp's 생산감퇴곡선법은 1945년 Arps에 의해 고안된 방법으로 Arp's 감퇴 방정식

은 식(7)과 같다.











  rate at a time t, STB/D

  initial rate, STB/D

  initial decline rate, 
 

  hyperbolic decline coefficient, dimensionless

 time, months

Arp's 생산감퇴곡선은 감퇴지수(exponent, )의 값에 따라 다른 감퇴 경향을 보

이며, 이는 Table 2.1과 같이 세 가지 유형으로 구분된다.
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Table 2.1 Arp's decline type based on b value.

Decline Type  value

Exponential   

Hyperbolic   

Harmonic   

하지만 셰일 가스 생산의 경우 수압파쇄 등의 유정 완결 기술을 적용하여 초기

생산량이 증가한 뒤 급격하게 감소하는 감퇴현상을 보인다. 따라서 초기 감퇴율

(initial decline rate, )이 크고 저류층 경계까지 도달하는데 오랜 시간이 걸려 천

이유동구간이 길어져 감퇴지수() 값이 1을 초과하는 특징을 나타낸다. 감퇴지수의

값이 1을 넘는 생산 자료를 감퇴지수의 값이 1을 넘지 않는 것을 가정한 Arp's 감

퇴곡선법에 적용할 경우 궁극가채량을 과대 산정하거나 실제 생산 프로파일을 반

영하지 못하는 한계가 있다(신효진, 2013). 따라서 이를 해결하기 위해 초기 감퇴율

이 높은 생산 프로파일의 특징을 반영한 수정된 쌍곡선법(Robertson, 1988)을 사용

하였다(Table 2.2). 수정된 쌍곡선법은 아래와 같은 방법을 통해 적용한다.

1. 최소 감퇴율(minimum decline rate, min)을 설정한다. 일반적으로 5%/year이

다.

2. 생산정의 초기 감퇴율 가 최소 감퇴율 min이 되는 시간 min을 식(8)을 통

해 계산한다.

min min


 







3. 생산정의 감퇴율이 최소 감퇴율 되기 직전인 min 시간까지 Table 2.2의 쌍

곡선감퇴(hyperbolic) 공식을 사용하여 생산량 를 계산한다.

4. 생산정의 감퇴율이 최소 감퇴율이 되는 min 시간부터는 Table 2.2의 지수감퇴

(exponential) 공식을 사용하여 생산량 를 계산한다.
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위 과정을 통해 수정된 쌍곡선법을 적용한 결과와 기존의 Arp's 감퇴곡선법을

비교한 결과, Figure 2.9와 같이 생산 프로파일을 예측함에 있어 차이가 나타나는

것을 확인할 수 있다.

Table 2.2 Equation of Modified Hyperbolic Decline.

 Rate()

Hyperbolic min  




Exponential ≤min   expmin

  time   decline exponent

  decline rate   initial production rate

  initial decline rate   production rate at time 

min  minimum decline rate

Figure 2.9 Comparison of production trend between Arp's Hyperbolic and

Modified decline.
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제3장 셰일가스 생산 프로파일 예측을 위한 머신러

닝 모델 구축 연구

제1절 대상 광구

이 연구에서는 미국 텍사스 Fort Worth 분지의 북부 지역에 위치한 Newark

East Field의 Barnett Shale Gas Play에서 취득한 셰일 가스 생산 데이터를 사용하

여 연구를 수행하였다. Barnett Shale Gas Play는 세계 최대의 비전통 천연가스가

부존되어 있는 지역 중 하나로, 2010년까지 미국 최대의 셰일 가스 생산 지역이었

다.

Fort Worth 분지는 주로 고생대 석탄기인 미시시피기(Mississippian)와 펜실베니

아기(Pennsylvanian)에 형성되었다(Figure 3.1). Barnett Shale Gas Play는 Figure

3.2와 같이 상부(upper) Barnett Shale과 하부(lower) Barnett Shale로 나누어지며,

상부 층과 하부 층은 Forestburg 석회암 층에 의해 분리되어 있다. 하부 층은 평균

300 ft의 두께를 가지고 있으며, Ellenburger Group과 Viloa 석회암층 사이에 형성

된 경사 부정합 위에 위치한다. 상부 층의 두께는 평균 150 ft이며, 미시시피기에

형성된 Marble Falls 석회암층이 덮여 있다(Bowker, 2007).

Barnett Shale Gas Play는 낮은 공극률과 낮은 유체투과도를 가진 블랙셰일이다

(Mortis, 2004). Barnett Shale의 심도는 최소 6,500 ft에서 8,500ft에 이르며 평균

두께는 약 350 ft이다. 두께는 최소 50 ft에서 1,000 ft의 범위를 가지고 있다

(Pollastro 등, 2003; Montgomery 등, 2005). Barnett Shale의 셰일 가스 생산정은

전통 저류층에 비해 보통 수준의 가스가 생산된다. Barnett Shale에 저장된 가스는

주로 자유가스이며 보다 적은 양의 흡착 가스도 존재한다. 가스는 열과 압력에 의

한 케로젠의 크래킹과 셰일 저류층 내의 잔류오일(retained oil)의 크래킹에 의해

형성된다(Jarvie 등, 2003; Montgomery 등, 2005). Barnett Shale Gas Play에서 생

산이 가장 잘 되는 지역은 45%의 석영과 27%의 점토로 이루어진 지역이며

Barnett Shale의 공극목(pore throat) 크기는 100 nm 이하이다(Bowker, 2003).

Barnett Shale 가스 저류층은 상부의 석회암에 의해 밀폐되어 있으며 몇몇 지역은

셰일층 아래에 위치한다. 석회암은 일반적으로 셰일 가스 저류층보다 높은 균열 한
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계(fracture thresholds)를 가져 수압파쇄 시 방벽(barrier)을 제공하여 수압파쇄에

의한 자극을 최적화 할 수 있다(Martineau, 2001). Barnett Shale Gas Play는 총

유기탄소가 3% 이상으로 유기물이 풍부하며, 비트리나이트 반사율이 1.1% 이상으

로 열에 의한 성숙과정을 거쳤으며(Montgomery 등, 2009), 약 30 tcf의 천연 가스

가 부존되어 있다(Jarvie 등, 2007).
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Figure 3.1 Location of Barnett Shale Play (US Energy Information

Administration).
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Figure 3.2 A section of the stratigraphic in the northern portion of the Fort

Worth basin (Bowker, 2007).
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제2절 데이터 전처리(data preprocessing)

1. 입력 데이터 세트(input data set)

이 연구에서 사용한 데이터는 Barnett Shale에서 취득한 생산정(well) 데이터와

저류층(reservoir) 데이터, Well logging 데이터를 사용하였으며, 정확한 머신 러닝

예측모델을 개발하기 위해서 전처리(preprocessing)를 수행하였다. 데이터 전처리를

위한 조건은 아래와 같다.

1. 최소 60개월 이상의 생산량 자료가 있는 생산정

2. 월 생산량이 최소 1,000 Mscf 이상인 생산정

3. Lower Barnett 저류층에서 생산하는 생산정

4. 주 생산유체가 가스인 생산정

5. 수평정(horizontal well)을 통해 생산되는 생산정

위와 같은 과정을 통해 선별된 생산정 데이터를 머신 러닝 모델의 입력 데이터

로 사용하였다. 입력 데이터 세트는 생산정의 위도(latitude)와 경도(longitude), 수

평정의 길이(lateral length), 생산정의 수직 심도(true vertical depth), 수압 파쇄에

사용되는 Proppant의 양, 파쇄수(fluid)의 양, 저류층의 두께, 온도, 생산정의 방위각

(azimuth), 생산정의 초기 생산량 데이터 등을 사용하였다. Table 3.1에 머신 러닝

모델의 입력 데이터 세트로 사용된 생산정, 저류층, 완결 데이터를 나타내었다.
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Table 3.1 Input data set for Machine learning.

INPUT Data

Well Data

Azimuth

Longitude

Latitude

Lateral length (ft)

True vertical depth (ft)

Production rate (1~12 month)

Completion Data

Total fluid (bbl)

Proppant concentration (lbs/bbl)

Total Proppant (lbs)

Lower perforation depth (ft)

Upper perforation depth (ft)

Horizontal length (ft)

Footage in landing zone (ft)

Reservoir Data
Formation thickness mean (ft)

Temperature mean

Figure 3.3은 입력 데이터로 사용된 생산정의 수평정 길이를 히스토그램

(histogram)으로 나타낸 것이다. 수평정의 길이는 최소 767 ft에서 최대 8,052 ft의

범위를 가지고 있다. Figure 3.4는 각 생산정의 수압 파쇄에 사용된 파쇄수의 양을

히스토그램으로 나타낸 것이다. 파쇄수의 양은 각 생산정마다 최소 14,522 bbl에서

최대 4,175,136 bbl이 사용되었다. Figure 3.5는 각 생산정의 수압 파쇄에 사용된

Proppant의 양을 히스토그램으로 나타낸 것이다. 사용된 Proppant의 양은 각 생산

정마다 최소 81 lbs에서 최대 16,496,750 lbs가 사용되었다. Figure 3.6은 수압 파쇄

시 파쇄수에 첨가된 Proppant의 양의 비율을 히스토그램으로 나타낸 것이다. 파쇄

수에 첨가된 Proppant의 양은 최소 0 lbs/bbl에서 최대 96 lbs/bbl의 범위를 가지고
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있다. Figure 3.7은 생산정의 수평구간의 길이를 히스토그램으로 나타낸 것으로 범

위는 최소 1,249 ft에서 8,937 ft이다.

Figure 3.3 Histogram of Lateral length used as Input data.

Figure 3.4 Histogram of Total fluid used as Input data.
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Figure 3.5 Histogram of Total proppant used as Input data.

Figure 3.6 Histogram of Propannt concentration used as Input data.

Figure 3.7 Histogram of Horizontal length used as Input data.
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2. 출력 데이터 세트(output data set)

입력 데이터 세트와 동일한 생산정의 생산량 데이터에 수정된 쌍곡선법을 사용

하여 감퇴지수(), 감퇴율(), 궁극가채량(EUR)을 계산하였다. 수정된 쌍곡선법 적

용 시 감퇴지수 값의 최대값을 3으로 제한하였고, 생산 기간(production period)을

600 개월로 설정하였다. 또한, 수정된 쌍곡선법 적용에 필요한 최소 감퇴율은

5%/year로 설정하였다. 설정된 조건을 사용한 수정된 쌍곡선법에 의해 계산된 감

퇴지수, 감퇴율과 궁극가채량을 각각을 예측하는 머신 러닝 모델 구축 시 출력 데

이터 세트로 사용하였다. Table 3.2에 머신 러닝 모델의 출력 데이터 세트로 사용

된 수정된 쌍곡선법 변수를 나타내었다.

Table 3.2 Output data set for Machine learning.

OUTPUT Data

Modified DCA Data

Decline exponent, 

Decline rate, 

Estimated ultimate recovery, EUR
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제3절 랜덤 포레스트 모델 구축

이 연구에서 머신 러닝 학습은 MATLAB을 사용하여 실시하였으며, 머신 러닝

기법은 랜덤 포레스트를 사용하였다. 궁극가채량(EUR), 감퇴율(), 감퇴지수()를

각각 예측하는 모델을 개발하였다. 예측모델 개발은 데이터 전처리를 통해 선별된

758개의 생산정 데이터를 사용하였다. 758개의 생산정 데이터 중 100개의 생산정

데이터를 테스트 데이터 세트(test data set)로 사용하기 위해 추출한 뒤 658개의

생산정 데이터를 학습 데이터 세트(training data set)로 하여 랜덤 포레스트에 학

습시켰다. 랜덤 포레스트의 무작위 샘플링 방식은 중복을 허용하여 샘플링하는 배

깅(bagging) 방식을 사용하였고, 트리 개수는 200개로 설정하여 랜덤 포레스트 내

에서 200개의 서브 샘플을 샘플링하여 모델을 학습시키도록 하였다. 랜덤 포레스트

모델의 학습 결과는 각 서브 샘플의 결과의 평균값으로 결정하는 평균 응답

(averaged response)을 사용하였다.

이 연구에서는 랜덤 포레스트 모델의 성능을 측정하는 지표로 RMSE(root mean

square error)를 사용하였다. RMSE는 일반적으로 회귀 모델의 성능을 측정할 때

사용하며 식(9)와 같다.








 



  




   번째 실제 값

   번째 모델 예측 값

1. 궁극가채량 예측모델 구축

궁극가채량(EUR) 예측모델 구축을 위한 랜덤 포레스트 학습에 사용한 입력 데

이터는 입력 데이터의 구성에 따른 결과 분석을 위해 각각 다른 4개의 Case를 정

의하였고, Table 3.3에 각 Case 별 입력 데이터를 정리하였다. Case 1은 생산량 데

이터를 제외한 생산정의 유정 완결 데이터와 수압파쇄 데이터, 저류층 데이터를 사

용하였고, 이를 Static data로 정의하였다. Case 2는 Static data에 Peak 생산량

()을 추가하였고, Case 3에는 Static data에 부터 까지 총 6개월의 생산

량 데이터를 추가하였다. Case 4는 Static data에 부터 까지 총 12개월의 생
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산량 데이터를 추가하였다. 출력 데이터는 예측하고자 하는 궁극가채량으로 설정하

였다.

Table 3.3 Training Data set for EUR_Pred1 model prediction.

Case 1 Case 2 Case 3 Case 4

Input data Static data

Static data

+



Static data

+

∼

Static data

+

∼

Output data EUR

Table 3.3의 입력 데이터와 출력 데이터를 랜덤 포레스트에 학습시켰으며, 테스

트 데이터의 복원 추출 과정을 5번 반복하여 총 5번의 학습을 수행하였다. 위 과정

을 통해 학습된 모델을 EUR_Pred1으로 정의하였다. 학습된 랜덤 포레스트 5개 모

델은 각각 Model 1, Model 2, Model 3, Model 4, Model 5로 정의하였으며, Model

1의 학습 결과와 테스트 결과를 Case 별로 Figure 3.8, 3.9, 3.10, 3.11에 나타내었

다.

Figure 3.8은 Model 1의 Case 1의 학습 결과와 테스트 결과를 나타낸 것으로 학

습 결과의 RMSE는 ×, 테스트 결과의 RMSE는 ×이다. Figure 3.9

는 Model 1의 Case 2의 학습 결과와 테스트 결과를 나타낸 것으로 RMSE는 Case

1에 비해 감소하여 각각 ×, ×이다. Figure 3.10은 Model 1의 Case

3의 학습 결과와 테스트 결과를 나타낸 것으로 학습 결과의 RMSE는 ×,

테스트 결과의 RMSE는 ×이며 각각 Case 2에 비해 감소한 것을 확인할 수

있다. Figure 3.11은 Model 1의 Case 4의 학습 결과와 테스트 결과를 나타낸 것으

로 학습 결과의 RMSE는 ×, 테스트 결과의 RMSE는 ×로 Case 3

에 비해 감소한 것을 확인할 수 있다. RMSE 측정을 통해 Static data만 사용한

Case 1에 비해 생산량 데이터를 추가한 Case 2의 예측 결과가 더 향상 되었다는

것을 확인할 수 있고, Case 3, Case 4 로 갈수록 생산량 데이터의 추가가 더 많아
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짐에 따라 예측 결과가 점차 향상되는 것을 확인할 수 있다.

Figure 3.8 Training and Test result of EUR prediction Model 1, Case 1.

Figure 3.9 Training and Test result of EUR prediction Model 1, Case 2.
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Figure 3.10 Training and Test result of EUR prediction Model 1, Case 3.

Figure 3.11 Training and Test result of EUR prediction Model 1, Case 4.

랜덤포레스트 모델을 통해 예측한 결과를 사용하여 구한 P10, P50, P90은 모델을

통해 예측된 값이 실제 값보다 크게 나타날 확률이 최소 10%, 50%, 90%라는 것을

의미하며, 대푯값으로는 P50 혹은  값을 사용한다. 이 연구에서는 학습된 랜

덤 포레스트 모델을 통해 예측한 결과의 P10, P50, P90을 구하였으며 P10과 P90사

이의 차이인 신뢰구간(confidence interval)(불확실성구간)을 구하였다. 대푯값으로

는 P50을 사용하였고 이를 실제 값과 비교하여 상대오차(relative error)를 계산하

였다.

EUR_Pred1 모델의 예측 결과를 Table 3.4에 나타내었다. 학습된 5개의 랜덤 포

레스트 모델의 결과를 Case 별로 분석하였다. 신뢰구간은 P10과 P90의 차이를 의
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미하며 100개의 테스트 데이터에 대해 계산한 각각의 신뢰구간의 평균을 사용하였

다. 불확실성구간이 작을수록 불확실성이 감소하여 모델의 예측성능이 더 향상된

것이라고 할 수 있다. Table 3.4를 통해 EUR_Pred1 모델의 Case 별 불확실성구간

은 입력 데이터에 생산량 데이터가 추가될수록 감소하는 것을 확인할 수 있다. P50

과 실제 값 사이의 상대오차는 100개의 테스트 데이터에 대해 계산한 값의 평균을

사용하였다. 상대오차는 Static Data만 사용한 Case 1에 비해 Case 4로 갈수록 생

산량 데이터가 추가됨에 따라 감소하는 것을 확인할 수 있다. 이 연구에서는 신뢰

구간 내에 존재하는 실제 값의 비율이 최소 80% 이상인 모델을 신뢰할 수 있다고

판단하였다. Static data만 사용한 Case 1의 경우 신뢰구간 내에 포함되는 실제 값

의 비율이 80% 이하인 경우가 있지만 생산량 데이터를 추가한 Case 2, Case 3,

Case 4 경우 모두 80% 이상이 포함되는 것을 확인할 수 있다.

Figure 3.12와 3.13은 5개의 EUR_Pred1 모델 중 Model1의 예측 결과의 P10,

P50, P90을 나타낸 그래프이다. Figure 3.12는 Case 1과 Case 2를, Figure 3.13은

Case 3과 Case 4를 나타내었다. 앞서 언급한 것처럼 입력 데이터에 생산량 데이터

를 추가하지 않은 Case 1에 비해 Case 4로 갈수록 P10과 P90사이의 불확실성구간

이 감소하는 것을 확인할 수 있다.
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Table 3.4 Summary of EUR prediction model (EUR_Pred1).

EUR

Pred1

Case 1 Case 2 Case 3 Case 4
Rate of

data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Model 1 81 2,769,207 31.6 81 2,415,951 24.03 81 1,894,653 19.8 81 1,747,886 15.8

Model 2 83 2,818,009 33.9 83 2,435,225 24.4 82 1,954,249 17.6 85 1,717,708 14.4

Model 3 75 2,793,725 26.2 81 2,417,977 23 84
1,979,8

29
17.4 83 1,734,630 15.1

Model 4 85 2,915,311 25.6 89 2,490,510 20.3 85 1,970,177 17.1 85 1,822,274 15.8

Model 5 81 2,805,826 29.9 84 2,440,545 21.6 89 1,964,249 17.7 84 1,647,838 16.8

Mean3) 81 2,820,416 29.4 83.6 2,440,042 22.7 84.2 1,952,631 17.92 83.6 1,734,067 15.6

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) Mean : Average of 5 Models.



- 35 -

Figure 3.12 Confidence interval of test data (EUR_Pred1 Model1), (a) Case 1 (b) Case 2.
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Figure 3.13 Confidence interval of test data (EUR_Pred1 Model1), (a) Case 3 (b) Case 4.
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EUR_Pred1 모델의 Case 1과 Case 4 모델을 학습시키기 위해 입력 데이터에 각

각 6개월, 12개월간의 생산량 데이터를 추가하여 학습을 진행하여 궁극가채량 예측

을 수행하였다. 랜덤 포레스트 모델인 EUR_Pred1 모델의 예측 값에 비해 6개월,

12개월의 생산량 데이터를 수정된 쌍곡선법에 적용하여 계산한 궁극가채량의 오차

가 더 작을 경우 수정된 쌍곡선법을 사용하여 궁극가채량 예측을 수행하는 것이

더 정확하다. 따라서 이 연구에서 구축한 EUR_Pred1 모델의 궁극가채량 예측 값

과 실제 값의 상대오차, 6개월, 12개월 생산량을 수정된 쌍곡선법에 적용하여 계산

한 궁극가채량 값과 실제 값의 상대오차를 계산하여 비교하여 Table 3.5에 나타내

었다. 6개월간의 생산량 데이터를 입력 데이터에 추가한 Case 3 모델의 예측 값과

실제 값의 상대오차는 17,92%이고, 6개월간의 생산량 데이터를 수정된 쌍곡선법에

적용하여 계산한 궁극가채량과 실제 값의 상대오차는 52.78%로 Cse 3 모델을 사용

하여 예측하는 것이 더 정확한 것을 확인하였다. 12개월간의 생산량 데이터를 입력

데이터에 추가한 Case 4 모델의 예측 값과 실제 값의 상대오차는 평균 15.6%이고,

12개월간의 생산량 데이터를 수정된 쌍곡선법에 적용하여 계산한 궁극가채량과 실

제 값의 상대오차는 37.46%로 Case 4 모델을 사용하여 예측하는 것이 더 정확한

것을 확인하였다. 따라서 6개월 또는 12개월 미만의 생산량 데이터가 존재하는 생

산정의 경우 수정된 쌍곡선법을 이용하여 궁극가채량을 예측하는 것보다 이 연구

를 통해 구축한 EUR_Pred1 모델을 사용하여 예측하는 것이 더 정확하다고 판단할

수 있다.
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Table 3.5 Comparison between prediction value and real EUR.

Real EUR

VS

Case 3 6 month () Case 4 12 month ()

Relative Error

(%)1)
Relative Error

(%)

Relative Error

(%)

Relative Error

(%)

Model 1 19.8 53.72 15.8 36.21

Model 2 17.6 51.37 14.4 35.91

Model 3 17.4 50.7 15.1 37.83

Model 4 17.1 50.88 15.8 37.24

Model 5 17.7 57.22 16.8 40.11

Mean3) 17.92 52.78 15.6 37.46

1) Relative Error(%) : Relative error between Prediction value and Real value.
2) Mean : Average of 5 Models.
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2. 궁극가채량 예측모델 성능 개선

궁극가채량(EUR) 예측모델의 성능을 향상시키기 위해 학습에 사용할 입력 데이

터에 3.1 절에서 정의한 EUR_Pred1 모델의 예측 값을 추가하여 랜덤 포레스트 모

델을 학습시켰다. Figure 3.14는 EUR_Pred1 모델을 사용한 궁극가채량 예측모델의

구축 과정을 나타낸 것이다. Table 3.5에 각 Case 별 입력 데이터를 정리하였다.

각 Case 별로 Static data와 생산량 데이터가 동일하게 사용되었으며 EUR_Pred1의

예측 결과가 각각 추가되었다. 출력 데이터는 예측하고자 하는 궁극가채량으로 설

정하였다.

Figure 3.14 Process for training EUR_Pred2 model.
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Table 3.6 Training Data set for EUR_Pred2 model.

Case 1 Case 2 Case 3 Case 4

Input data

Static data

+

EUR_Pred1

Static data

+



+

EUR_Pred1

Static data

+

∼

+

EUR_Pred1

Static data

+

∼

+

EUR_Pred1

Output data EUR

Table 3.6의 입력 데이터와 출력 데이터를 랜덤 포레스트에 학습시켰으며, 테스

트 데이터의 복원 추출 과정을 5번 반복하여 총 5번의 학습을 수행하였다. 위 과정

을 통해 학습된 모델을 EUR_Pred2으로 정의하였다. 학습된 랜덤 포레스트 5개 모

델은 각각 Model 1, Model 2, Model 3, Model 4, Model 5로 정의하였으며, Model

1의 학습 결과와 테스트 결과를 Case 별로 Figure 3.15, 3.16, 3.17, 3.18에 나타내었

다.

Figure 3.15는 Model 1의 Case 1의 학습 결과와 테스트 결과를 나타낸 것으로

학습 결과의 RMSE는 ×, 테스트 결과의 RMSE는 ×이다. Figure

3.16은 Model 1의 Case 2의 학습 결과와 테스트 결과를 나타낸 것으로 RMSE는

Case 1에 비해 감소하여 각각 ×, ×이다. Figure 3.17은 Model 1의

Case 3의 학습 결과와 테스트 결과를 나타낸 것으로 학습 결과의 RMSE는

×, 테스트 결과의 RMSE는 ×이며 각각 Case 2에 비해 감소한 것

을 확인할 수 있다. Figure 3.18은 Model 1의 Case 4의 학습 결과와 테스트 결과를

나타낸 것으로 학습 결과의 RMSE는 ×, 테스트 결과의 RMSE는 ×

로 Case 3에 비해 감소한 것을 확인할 수 있다. RMSE 측정을 통해 Static data

만 사용한 Case 1에 비해 생산량 데이터를 추가한 Case 2의 예측 성능이 더 향상

되었다는 것을 확인할 수 있고, Case 3, Case 4 로 갈수록 생산량 데이터의 추가가

더 많아짐에 따라 예측 성능이 점차 향상되는 것을 확인할 수 있다.
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Figure 3.15 Training and Test result of EUR prediction 2 Model 1, Case 1.

Figure 3.16 Training and Test result of EUR prediction 2 Model 1, Case 2.



- 42 -

Figure 3.17 Training and Test result of EUR prediction 2 Model 1, Case 3.

Figure 3.18 Training and Test result of EUR prediction 2 Model 1, Case 4.

랜덤포레스트 모델을 통해 예측한 결과를 사용하여 구한 P10, P50, P90은 모델을

통해 예측된 값이 실제 값보다 크게 나타날 확률이 최소 10%, 50%, 90%라는 것을

의미하며, 대푯값으로는 P50 혹은  값을 사용한다. 이 연구에서는 학습된 랜

덤 포레스트 모델을 통해 예측한 결과의 P10, P50, P90을 구하였으며 P10과 P90사

이의 차이인 신뢰구간(불확실성구간)을 구하였다. 대푯값으로는 P50을 사용하였고

이를 실제 값과 비교하여 상대오차를 계산하였다.

EUR_Pred2 모델의 예측 결과를 Table 3.7에 나타내었다. 학습된 5개의 랜덤 포

레스트 모델의 결과를 Case 별로 분석하였다. 신뢰구간은 P10과 P90의 차이를 의

미하며 100개의 테스트 데이터에 대해 계산한 각각의 신뢰구간의 평균을 사용하였
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다. 불확실성구간이 작을수록 불확실성이 감소하여 모델의 예측성능이 더 향상된

것이라고 할 수 있다. Table 3.7을 통해 EUR_Pred2 모델의 Case 별 불확실성구간

은 입력 데이터에 생산량 데이터가 추가될수록 감소하는 것을 확인할 수 있다. P50

과 실제 값 사이의 상대오차는 100개의 테스트 데이터에 대해 계산한 값의 평균을

사용하였다. 상대오차는 Static Data만 사용한 Case 1에 비해 Case 4로 갈수록 생

산량 데이터가 추가됨에 따라 감소하는 것을 확인할 수 있다. 이 연구에서는 신뢰

구간 내에 존재하는 실제 값의 비율이 최소 80% 이상인 모델을 신뢰할 수 있다고

판단하였다. EUR_Pred2 모델의 경우 입력 데이터에 추가한 EUR_Pred1 예측 값의

영향으로 신뢰구간이 급격하게 감소하였다. 신뢰구간이 감소할수록 신뢰도가 향상

되는 것으로 판단할 수 있지만, 신뢰구간의 급격한 감소로 인해 신뢰구간 내에 포

함되는 실제 값의 비율이 80% 이하로 줄어들어 신뢰할 수 있는 결과로 보기 어렵

다.

Figure 3.19와 3.20은 5개의 EUR_Pred2 모델 중 Model1의 예측 결과의 P10,

P50, P90을 나타낸 그래프이다. Figure 3.19는 Case 1과 Case 2를, Figure 3.20은

Case 3과 Case 4를 나타내었다. 앞서 언급한 것처럼 입력 데이터에 생산량 데이터

를 추가하지 않은 Case 1에 비해 Case 4로 갈수록 P10과 P90사이의 불확실성구간

이 감소하는 것을 확인할 수 있다.
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Table 3.7 Summary of EUR prediction model (EUR_Pred2).

EUR

Pred2

Case 1 Case 2 Case 3 Case 4
Rate of

data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Model 1 60 1,685,375 31 59 1,432,997 23.7 59 1,215,336 20 67 1,140,487 15.4

Model 2 58 1,725,189 34.7 67 1,457,192 23.3 66 1,256,557 17.4 71 1,100,453 14.5

Model 3 63 1,707,703 26.2 55 1,433,063 23.6 65 1,277,834 16.9 62 1,125,348 15.3

Model 4 68 1,738,606 24.7 65 1,460,336 19.7 69 1,259,252 17.1 64 1,177,549 15.9

Model 5 64 1,676,390 29 61 1,416,994 21.8 67 1,255,656 17.4 63 1,084,622 16.6

Mean3) 62.6 1,706,653 29.12 61.4 1,440,116 22.42 65.2 1,252,927 17.76 65.4 1,125,692 15.54

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) Mean : Average of 5 Models.
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Figure 3.19 Confidence interval of test data (EUR_Pred2 Model1), (a) Case 1 (b) Case 2.
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Figure 3.20 Confidence interval of test data (EUR_Pred2 Model1), (a) Case 3 (b) Case 4.



- 47 -

Table 3.8은 EUR_Pred1의 5개의 모델 결과의 평균과 EUR_Pred2의 5개 모델 결

과의 평균을 비교한 것이다. 신뢰구간(불확실성구간)의 경우 EUR_Pred1 모델에 비

해 EUR_Pred2 모델에서 감소한 것을 확인할 수 있다. 이와 반대로 신뢰구간 내에

포함되는 실제 값의 비율은 EUR_Pred1 모델에 비해 EUR_Pred2 모델에서 감소한

것을 확인할 수 있다.

Table 3.8 Compare result between EUR_Pred1 and EUR_Pred2.

Case 1 Case 2 Case 3 Case 4

Rate of

data

within the

confidence

interval

(%)

Confidence

interval
1)

Rate of

data

within the

confidence

interval

(%)

Confidence

interval

Rate of

data

within the

confidence

interval

(%)

Confidence

interval

Rate of

data

within the

confidence

interval

(%)

Confidence

interval

EUR

Pred1

Mean2)
81 2,820,416 83.6 2,440,042 84.2 1,952,631 83.6 1,734,067

EUR

Pred2

Mean3)
62.6 1,706,653 61.4 1,440,116 65.2 1,252,927 65.4 1,125,692

1) Confidence Interval : Interval between P90 and P10.
2) EUR Pred1 Mean : Average of EUR_Pred1 5 Models.
3) EUR Pred2 Mean : Average of EUR_Pred2 5 Models.

EUR_Pred2 모델의 결과는 3.1에서 정의한 EUR_Pred1 모델의 결과에 비해 신뢰

구간이 크게 감소하였지만, 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이하로

감소하여 신뢰도의 향상이 이루어졌다고 보기 어렵다. 따라서 EUR_Pred2의 신뢰

구간 범위를 확장(extension)하여 신뢰구간 내에 포함되는 실제 값의 비율을 증가

시키고, EUR_Pred1 모델보다 불확실성구간이 감소하는 범위를 찾아내기 위한 분

석을 수행하였다. 신뢰구간의 범위 확장은 아래와 같은 방법으로 수행하였다.
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1. 신뢰구간의 확장 범위( %)를 설정한다.

2. P90 값을  %만큼 감소시킨다.

3. P10 값을  %만큼 증가시킨다.

4. (증가된 P10)–(감소된 P90)을 계산하여 새로운 신뢰구간으로 한다.

EUR_Pred2 모델의 신뢰구간 확장 범위는 5 %부터 10 %까지 1 %단위로 증가

시키며 수행하였다. Model 1부터 Model 5까지 5개 모델의 신뢰구간 확장 결과를

각각 Table 3.9, 3.10, 3.11, 3.12, 3.13에 나타내었다. EUR_Pred1과 EUR_Pred2 모

델의 예측 결과를 비교하였고 확장 범위에 따라 확장된 EUR_Pred2 모델의 신뢰구

간의 범위와 신뢰구간 내에 포함되는 실제 값의 비율을 나타내었다.

Table 3.9는 Model 1의 신뢰구간 확장 결과를 나타낸 것이다. Static data를 입력

데이터로 사용한 Case 1과 Static data에  데이터를 추가한 Case 2의 경우, 신

뢰구간을 10 %까지 확장하여도 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이

상으로 증가하지 않았다. 입력 데이터로 Static data와 ∼를 사용한 Case 3

은 8 % 이상 확장하였을 때 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상

으로 증가하였다. 생산량 데이터를 ∼까지 사용한 Case 4는 6 %이상 확장

하였을 때 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상으로 증가하였으나

10 % 확장할 경우 EUR_Pred2 모델의 불확실성구간의 범위가 EUR_Pred1 모델에

비해 3.5 % 증가하게 되므로 신뢰도가 향상되었다고 보기 어렵다.

Table 3.10은 Model 2의 신뢰구간 확장 결과를 나타낸 것이다. Case 1과 Case 2

의 경우 신뢰구간을 10 %까지 확장하여도 신뢰구간 내에 존재하는 실제 값의 비

율이 80% 이상으로 증가하지 않았다. Case 3의 경우 7 % 이상 확장 하였을 때 신

뢰구간 내에 포함되는 실제 값의 비율이 80% 이상으로 증가하고 불확실성구간의

범위 또한 감소한 것을 확인할 수 있다. Case 4는 5 % 이상 확장하였을 때 신뢰구

간 내에 포함되는 실제 값의 비율이 80% 이상으로 증가하였으나 10 % 확장하였을

때의 신뢰구간의 범위가 EUR_Pred1 모델에 비해 2.4 % 증가한 것을 확인할 수 있

다.

Table 3.11은 Model 3의 신뢰구간 확장 결과를 나타낸 것이다. Case 1의 경우

신뢰구간을 10 % 증가시켰을 때 신뢰구간 내에 포함되는 실제 값의 비율이 80%로

증가하였다. Case 2는 신뢰구간을 10 %까지 확장하여도 신뢰구간 내에 포함되는
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실제 값의 비율이 80% 이상으로 증가하지 않았다. Case 3는 8 % 이상 확장하였을

때 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상으로 증가하였다. Case 4의

경우 6 % 이상 확장하였을 때 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이

상으로 증가하였으나 10 % 확장하였을 때의 불확실성구간의 범위가 EUR_Pred1

모델에 비해 5 % 증가한 것을 확인할 수 있다.

Table 3.12는 Model 4의 신뢰구간 확장결과를 나타낸 것이다. Case 1은 7 % 이

상, Case 2의 경우 5 %이상 확장하였을 때 신뢰구간 내에 포함되는 실제 값의 비

율이 80% 이상으로 증가하였다. Case 3와 Case 4의 경우 7 % 이상 확장하였을

때 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상으로 증가하였으나 Case 4

의 신뢰구간을 10 % 확장 하였을 때의 불확실성구간의 범위가 EUR_Pred1 모델에

비해 2.4 % 증가한 것을 확인할 수 있다.

Table 3.13은 Model 5의 신뢰구간 확장 결과를 나타낸 것이다. Case 1의 경우 9

% 이상 확장하였을 때 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상으로

증가하였으며, Case 2의 경우 6 % 이상 확장하였을 때 80% 이상으로 증가한 것을

확인할 수 있다. Case 3은 5 % 이상 확장하였을 때 신뢰구간 내에 포함되는 실제

값의 비율이 80% 이상으로 증가하였다. Case 4의 경우 7 % 이상 확장하였을 때

신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상으로 증가하였으나 9 % 이상

확장할 경우 불확실성구간의 범위가 EUR_Pred1 모델에 비해 증가하는 것을 확인

할 수 있다.

Model 1부터 Model 5까지 5개의 모델을 비교한 결과 Case 1과 Case 2의 경우

신뢰구간을 10% 까지 확장하여도 신뢰구간 내에 포함되는 실제 값의 비율이 80%

이상이 되지 않는 모델이 있어 EUR_Pred2 모델의 신뢰도가 향상되었다고 보기 어

렵다. 하지만 Case 3와 Case 4의 경우 5개의 모델에서 신뢰구간을 8 % 확장하였

을 때 신뢰구간 내에 존재하는 실제 값의 비율이 80% 이상으로 증가하고, 불확실

성구간 또한 감소하여 EUR_Pred1 모델에 비해 EUR_Pred2 모델의 신뢰도가 더

향상되었다고 판단할 수 있다.
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Table 3.9 Confidence interval extension result (Model 1).

Model 1

Case 1 Case 2 Case 3 Case 4
Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

EUR_

Pred1
81 2,769,207 81 2,415,951 81 1,894,653 81 1,747,886

EUR_

Pred2
60 1,685,375 59 1,432,997 59 1,215,336 67 1,140,487

Extension1)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)2)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

5 % 67 2,006,846 -27.5 69 1,758,481 -27.2 74 1,549,191 -18.2 80 1,474,338 -15.7

6 % 68 2,071,140 -25.2 72 1,823,577 -24.5 74 1,615,962 -14.7 82 1,541,109 -11.8

7 % 70 2,135,434 -22.9 74 1,888,674 -21.8 77 1,682,733 -11.2 85 1,607,879 -8.0

8 % 73 2,199,728 -20.6 76 1,953,771 -19.1 82 1,749,504 -7.7 87 1,674,649 -4.2

9 % 74 2,264,022 -18.2 78 2,018,868 -16.4 83 1,816,275 -4.1 87 1,741,420 -0.4

10 % 75 2,328,316 -15.9 78 2,083,964 -13.7 83 1,883,046 -0.6 88 1,808,190 +3.5

1) Extension : range of the extension of the confidence interval.
2) Rate of change : percentage of the decrease or increase Confidence interval of EUR_Pred2 compared to the EUR_Pred1.
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Table 3.10 Confidence interval extension result (Model 2).

Model 2

Case 1 Case 2 Case 3 Case 4
Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

EUR_

Pred1
81 2,818,009 83 2,435,225 82 1,954,249 85 1,717,708

EUR_

Pred2
60 1,725,189 67 1,457,192 66 1,256,557 71 1,100,453

Extension1)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)2)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

5 % 64 2,060,937 -26.9 74 1,792,575 -26.4 76 1,589,032 -18.7 83 1,429,781 -16.8

6 % 66 2,128,086 -24.5 74 1,859,651 -23.6 78 1,655,527 -15.3 84 1,495,647 -12.9

7 % 67 2,195,236 -22.1 74 1,926,728 -20.9 80 1,722,022 -11.9 86 1,561,512 -9.1

8 % 72 2,262,385 -19.7 74 1,993,804 -18.1 82 1,788,517 -8.5 86 1,627,378 -5.3

9 % 74 2,329,535 -17.3 76 2,060,881 -15.4 83 1,855,012 -5.1 86 1,693,243 -1.4

10 % 74 2,396,684 -15.0 77 2,127,957 -12.6 86 1,921,506 -1.7 86 1,759,109 +2.4

1) Extension : range of the extension of the confidence interval.
2) Rate of change : percentage of the decrease or increase Confidence interval of EUR_Pred2 compared to the EUR_Pred1.
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Table 3.11 Confidence interval extension result (Model 3).

Model 3

Case 1 Case 2 Case 3 Case 4
Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

EUR_

Pred1
75 2,793,725 81 2,417,977 84 1,979,829 83 1,734,630

EUR_

Pred2
63 1,707,703 55 1,433,063 65 1,277,834 62 1,125,348

Extension1)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)2)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

5 % 74 2,058,175 -26.3 65 1,783,397 -26.2 75 1,625,611 -17.9 77 1,473,105 -15.1

6 % 76 2,128,269 -23.8 68 1,853,463 -23.3 77 1,695,167 -14.4 80 1,542,656 -11.1

7 % 76 2,198,363 -21.3 70 1,923,530 -20.4 77 1,764,723 -10.9 80 1,612,207 -7.1

8 % 78 2,268,458 -18.8 74 1,993,597 -17.6 85 1,834,278 -7.4 82 1,681,758 -3.0

9 % 79 2,338,552 -16.3 74 2,063,663 -14.7 86 1,903,834 -3.8 83 1,751,310 +1.0

10 % 80 2,408,646 -13.8 74 2,133,730 -11.8 87 1,973,389 -0.3 84 1,820,861 +5.0

1) Extension : range of the extension of the confidence interval.
2) Rate of change : percentage of the decrease or increase Confidence interval of EUR_Pred2 compared to the EUR_Pred1.



- 53 -

Table 3.12 Confidence interval extension result (Model 4).

Model 4

Case 1 Case 2 Case 3 Case 4
Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

EUR_

Pred1
85 2,915,311 89 2,490,510 85 1,970,177 85 1,822,274

EUR_

Pred2
68 1,738,606 65 1,460,336 69 1,259,252 64 1,177,549

Extension1)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)2)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

5 % 75 2,076,574 -28.8 80 1,802,847 -27.6 77 1,599,479 -18.8 78 1,521,998 -16.5

6 % 79 2,144,168 -26.5 85 1,871,349 -24.9 79 1,667,525 -15.4 79 1,590,888 -12.7

7 % 80 2,211,761 -24.1 87 1,939,852 -22.1 81 1,735,570 -11.9 81 1,659,777 -8.9

8 % 80 2,279,355 -21.8 88 2,008,354 -19.4 81 1,803,616 -8.5 81 1,728,667 -5.1

9 % 80 2,346,948 -19.5 89 2,076,856 -16.6 82 1,871,661 -5.0 82 1,797,557 -1.4

10 % 82 2,414,542 -17.2 89 2,145,358 -13.9 83 1,939,706 -1.5 86 1,866,447 +2.4

1) Extension : range of the extension of the confidence interval.
2) Rate of change : percentage of the decrease or increase Confidence interval of EUR_Pred2 compared to the EUR_Pred1.
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Table 3.13 Confidence interval extension result (Model 5).

Model 5

Case 1 Case 2 Case 3 Case 4
Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

Rate of data

within the

confidence

interval(%)

Confidence

interval

EUR_

Pred1
81 2,805,826 84 2,440,545 89 1,964,249 84 1,647,838

EUR_

Pred2
64 1,676,390 61 1,416,994 67 1,255,656 63 1,084,622

Extension1)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)2)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

Rate of

data

within the

confidence

interval

Confidence

interval

Rate of

change

(%)

5 % 70 2,008,650 -28.4 75 1,749,797 -28.3 80 1,585,829 -19.3 75 1,418,188 -13.9

6 % 74 2,075,103 -26.0 81 1,816,358 -25.6 82 1,651,863 -15.9 79 1,484,901 -9.9

7 % 76 2,141,555 -23.7 83 1,882,919 -22.8 84 1,717,898 -12.5 80 1,551,614 -5.8

8 % 79 2,208,007 -21.3 84 1,949,479 -20.1 85 1,783,933 -9.2 83 1,618,327 -1.8

9 % 80 2,274,459 -18.9 86 2,016,040 -17.4 85 1,849,967 -5.8 83 1,685,040 +2.3

10 % 81 2,340,911 -16.6 87 2,082,601 -14.7 85 1,916,002 -2.5 85 1,751,753 +6.3

1) Extension : range of the extension of the confidence interval.
2) Rate of change : percentage of the decrease or increase Confidence interval of EUR_Pred2 compared to the EUR_Pred1.
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3. 감퇴율 예측모델 구축

감퇴율() 예측모델 구축을 위한 랜덤 포레스트 학습에 사용한 입력 데이터는

입력 데이터의 구성에 따른 결과 분석을 위해 각각 다른 4개의 Case를 정의하였고,

Table 3.13에 각 Case 별 입력 데이터를 정리하였다. Case 1은 생산량 데이터를

제외한 생산정의 유정 완결 데이터와 수압파쇄 데이터, 저류층 데이터를 사용하였

고, 이를 Static data로 정의하였다. Case 2는 Static data에 peak 생산량()을

추가하였고, Case 3에는 Static data에 부터 까지 총 6개월의 생산량 데이터

를 추가하였다. Case 4는 Static data에 부터 까지 총 12개월의 생산량 데이

터를 추가하였다. 출력 데이터는 예측하고자 하는 감퇴율로 설정하였다.

Table 3.14 Training Data set for _Pred1 model prediction.

Case 1 Case 2 Case 3 Case 4

Input data Static data

Static data

+



Static data

+

∼

Static data

+

∼

Output data 

Table 3.14의 입력 데이터와 출력 데이터를 랜덤 포레스트에 학습시켰으며, 테스

트 데이터의 복원 추출 과정을 5번 반복하여 총 5번의 학습을 수행하였다. 위 과정

을 통해 학습된 모델을 _Pred1로 정의하였다. 학습된 랜덤 포레스트 5개 모델은

각각 Model 1, Model 2, Model 3, Model 4, Model 5로 정의하였으며, Model 1의

학습 결과와 테스트 결과를 Case 별로 Figure 3.21, 3.22, 3.23, 3.24에 나타내었다.

Figure 3.21은 Model 1의 Case 1의 학습 결과와 테스트 결과를 나타낸 것으로

학습 결과의 RMSE는 0.127, 테스트 결과의 RMSE는 0.195이다. Figure 3.22는

Model 1의 Case 2의 학습 결과와 테스트 결과를 나타낸 것으로 학습 결과의

RMSE는 Case 1과 동일한 0.127이며, 테스트 결과의 RMSE는 0.194로 Case 1에
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비해 감소하였다. Figure 3.23은 Model 1의 Case 3의 학습 결과와 테스트 결과를

나타낸 것으로 학습 결과의 RMSE는 0.105, 테스트 결과의 RMSE는 0.161이며 각

각 Case 2에 비해 감소한 것을 확인할 수 있다. Figure 3.24는 Model 1의 Case 4

의 학습 결과와 테스트 결과를 나타낸 것으로 학습 결과의 RMSE는 0.097, 테스트

결과의 RMSE는 0.148로 Case 3에 비해 감소한 것을 확인할 수 있다. RMSE 측

정을 통해 비교한 결과 Static data만 사용한 Case 1과 Static data에  생산량

데이터를 추가한 Case 2의 예측 결과는 차이가 거의 없다는 것을 확인할 수 있고,

6개월간의 생산량 데이터를 추가한 Case 3과 12개월간의 생산량 데이터를 추가한

Case 4로 갈수록 생산량 데이터의 추가가 더 많아짐에 따라 예측 결과가 점차 향

상되는 것을 확인할 수 있다.

Figure 3.21 Training and Test result of  prediction Model 1, Case 1.
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Figure 3.22 Training and Test result of  prediction Model 1, Case 2.

Figure 3.23 Training and Test result of  prediction Model 1, Case 3.
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Figure 3.24 Training and Test result of  prediction Model 1, Case 4.

랜덤포레스트 모델을 통해 예측한 결과를 사용하여 구한 P10, P50, P90은 모델을

통해 예측된 값이 실제 값보다 크게 나타날 확률이 최소 10%, 50%, 90%라는 것을

의미하며, 대푯값으로는 P50 혹은  값을 사용한다. 이 연구에서는 학습된 랜

덤 포레스트 모델을 통해 예측한 결과의 P10, P50, P90을 구하였으며 P10과 P90사

이의 차이인 신뢰구간(불확실성구간)을 구하였다. 대푯값으로는 P50을 사용하였고

이를 실제 값과 비교하여 상대오차를 계산하였다.

_Pred1 모델의 예측 결과를 Table 3.15에 나타내었다. 학습된 5개의 랜덤 포레

스트 모델의 결과를 Case 별로 분석하였다. 신뢰구간은 P10과 P90의 차이를 의미

하며 100개의 테스트 데이터에 대해 계산한 각각의 신뢰구간의 평균을 사용하였다.

신뢰구간이 작을수록 불확실성이 감소하여 모델의 예측성능이 더 향상된 것이라고

할 수 있다. Table 3.15를 통해 _Pred1 모델의 Case 별 신뢰구간을 분석한 결과

입력 데이터로 Static data를 사용한 Case 1에 비해 Static data에  생산량 데

이터를 추가한 Case 2의 경우 입력 데이터에 생산량 데이터가 추가되더라도 불확

실성구간의 감소 수치가 매우 작거나 오히려 증가하는 모델이 있어  생산량

데이터의 추가가 예측성능에 큰 영향을 주지 않는다는 것을 확인할 수 있다. 입력

데이터에 6개월간의 생산량 데이터를 추가한 Case 3과 12개월간의 생산량 데이터

를 추가한 Case 4의 경우 생산량 데이터가 더 추가됨에 따라 불확실성구간이 감소

하는 것을 확인할 수 있다. P50과 실제 값 사이의 상대오차는 100개의 테스트 데이

터에 대해 계산한 값의 평균을 사용하였다. 상대오차를 분석한 결과 Case 1에 비해
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Case 2에서 상대오차의 감소 수치가 매우 작고, Model 2의 경우는 오히려 상대오

차가 증가하여  생산량 데이터를 입력 데이터에 추가하여도 모델의 예측 성능

에 큰 영향을 주지 않는다는 것을 확인할 수 있다. Case 3과 Case 4의 경우 생산

량 데이터의 추가가 많아질수록 상대오차가 감소하는 것을 확인할 수 있다. 이 연

구에서는 신뢰구간 내에 존재하는 실제 값의 비율이 최소 80% 이상인 모델을 신

뢰할 수 있다고 판단하였다. Static data만 사용한 Case 1과 Static data에  생

산량 데이터를 추가한 Case 2의 경우 신뢰구간 내에 포함되는 실제 값의 비율이

80% 이하인 경우가 있지만 각각 6개월, 12개월의 생산량 데이터를 추가한 Case 3,

Case 4 경우 Model 3의 Case 3을 제외하고 모두 80% 이상이 포함되는 것을 확인

할 수 있다.

Figure 3.25와 3.26은 5개의 _Pred1 모델 중 Model 1의 예측 결과의 P10, P50,

P90을 나타낸 그래프이다. Figure 3.25는 Case 1과 Case 2를, Figure 3.26은 Case

3과 Case 4를 나타내었다. 앞서 언급한 것처럼 Case 1과 Case 2에 비해 Case 3,

Case 4로 갈수록 P10과 P90사이의 불확실성구간이 감소하는 것을 확인할 수 있다.
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Table 3.15 Summary of  prediction model (_Pred1).



Pred1

Case 1 Case 2 Case 3 Case 4
Rate of

data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Model 1 77 0.368 53.9 78 0.368 53 87 0.343 37.5 89 0.315 28.6

Model 2 78 0.323 49.5 80 0.329 50.9 86 0.341 39.1 88 0.311 33.8

Model 3 72 0.341 61.5 70 0.339 58.2 77 0.313 47.2 80 0.301 40.8

Model 4 73 0.367 67.6 75 0.362 67 81 0.367 51.8 86 0.339 43.5

Model 5 83 0.362 54.8 83 0.362 53.3 80 0.311 43.7 85 0.308 36.7

Mean3) 76.6 0.352 57.5 77.2 0.352 56.5 82.2 0.335 43.9 85.6 0.315 36.7

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) Mean : Average of 5 Models.
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Figure 3.25 Confidence interval of test data (_Pred1 Model1), (a) Case 1 (b) Case 2.
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Figure 3.26 Confidence interval of test data (_Pred1 Model1), (a) Case 3 (b) Case 4.
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4. 감퇴율 예측모델 성능 개선

감퇴율() 예측모델의 성능을 향상시키기 위해 입력 데이터를 추가하여 모델링

을 진행 하였다. 입력 데이터의 추가는 생산량 데이터를 입력 데이터로 사용하는

Case 3, Case 4에만 적용하였으며 Table 3.15에 각 Case 별 입력 데이터를 정리하

였다. 부터 까지 총 6개월의 생산량 데이터를 수정된 쌍곡선법에 적용하여

구한 감퇴지수()를 , 감퇴율을 , 궁극가채량(EUR)을 로 정의하였고, 이

를 Case 3의 입력 데이터에 추가하였다. 부터 까지 총 12개월의 생산량 데

이터를 수정된 쌍곡선법에 적용하여 구한 감퇴지수를 , 감퇴율을 , 궁극가

채량을 로 정의하였고, 이를 Case 4의 입력 데이터에 추가하였다. 출력 데

이터는 3.3절에서 정의한 _Pred1 모델과 동일하게 감퇴율을 사용하였다.

Table 3.16 Training Data set for _Pred2 model prediction.

Case 1 Case 2 Case 3 Case 4

Input data Static data

Static data

+



Static data

+

∼

+

  

Static data

+

∼

+

  

Output data 

Table 3.16의 입력 데이터와 출력 데이터를 랜덤 포레스트에 학습시켰으며, 테스

트 데이터의 복원 추출 과정을 5번 반복하여 총 5번의 학습을 수행하였다. 위 과정

을 통해 학습된 모델을 _Pred2으로 정의하였다. 학습된 랜덤 포레스트 5개 모델

은 각각 Model 1, Model 2, Model 3, Model 4, Model 5로 정의하였다. Model 1의

학습 결과와 테스트 결과를 Case 별로 Figure 3.27, 3.28, 3.29, 3.30에 나타내었다.

Figure 3.27과 Figure 3.28은 Model 1의 Case 1과 Case 2의 학습 결과와 테스트
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결과를 나타낸 것으로, _Pred2 모델의 Case 1과 Case 2의 입력 데이터가 

_Pred1 모델의 입력 데이터와 동일하기 때문에 _Pred1 모델과 같은 결과를 보인

다. 따라서 입력 데이터가 추가된 Case 3와 Case 4에 대해 분석을 수행하였다.

Figure 3.29는 Model 1의 Case 3의 학습 결과와 테스트 결과를 나타낸 것으로 학

습 결과의 RMSE는 0.084, 테스트 결과의 RMSE는 0.13이며 각각 Case 2에 비해

감소한 것을 확인할 수 있다. Figure 3.30은 Model 1의 Case 4의 학습 결과와 테스

트 결과를 나타낸 것으로 학습 결과의 RMSE는 0.079, 테스트 결과의 RMSE는

0.121로 Case 3에 비해 감소한 것을 확인할 수 있다.

Figure 3.27 Training and Test result of  prediction 2 Model 1, Case 1.

Figure 3.28 Training and Test result of  prediction 2 Model 1, Case 2.
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Figure 3.29 Training and Test result of  prediction 2 Model 1, Case 3.

Figure 3.30 Training and Test result of  prediction 2 Model 1, Case 4.

랜덤포레스트 모델을 통해 예측한 결과를 사용하여 구한 P10, P50, P90은 모델을

통해 예측된 값이 실제 값보다 크게 나타날 확률이 최소 10%, 50%, 90%라는 것을

의미하며, 대푯값으로는 P50 혹은  값을 사용한다. 이 연구에서는 학습된 랜

덤 포레스트 모델을 통해 예측한 결과의 P10, P50, P90을 구하였으며 P10과 P90사

이의 차이인 신뢰구간(불확실성구간)을 구하였다. 대푯값으로는 P50을 사용하였고

이를 실제 값과 비교하여 상대오차를 계산하였다.

_Pred2 모델의 예측 결과를 Table 3.17에 나타내었다. 학습된 5개의 랜덤 포레

스트 모델의 결과를 Case 별로 분석하였다. 신뢰구간은 P10과 P90의 차이를 의미
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하며 100개의 테스트 데이터에 대해 계산한 각각의 신뢰구간의 평균을 사용하였다.

신뢰구간이 작을수록 불확실성이 감소하여 모델의 예측성능이 더 향상된 것이라고

할 수 있다. 6개월간의 생산량 데이터와 이를 사용해 구한 감퇴지수 , 감퇴율

, 궁극가채량 을 추가한 Case 3와 12개월간의 생산량 데이터와 이를 사용

해 구한 감퇴지수 , 감퇴율 , 궁극가채량 를 추가한 Case 4의 경우

생산량 데이터가 더 추가됨에 따란 불확실성구간이 감소하는 것을 확인할 수 있다.

P50과 실제 값 사이의 상대오차는 100개의 테스트 데이터에 대해 계산한 값의 평

균을 사용하였다. Case 3과 Case 4의 경우 생산량 데이터의 추가가 많아질수록 상

대오차가 감소하는 것을 확인할 수 있다. 이 연구에서는 신뢰구간 내에 존재하는

실제 값의 비율이 최소 80% 이상인 모델을 신뢰할 수 있다고 판단하였다. 모든 모

델의 Case 3과 Case 4에서 신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상인

것을 확인할 수 있다.

Figure 3.31과 3.32는 5개의 _Pred2 모델 중 Model1의 예측 결과의 P10, P50,

P90을 나타낸 그래프이다. Figure 3.31에 Case 1과 Case 2를, Figure 3.32에 Case

3과 Case 4를 나타내었다. 앞서 언급한 것처럼 Case 1과 Case 2에 비해 Case 3,

Case 4로 갈수록 P10과 P90사이의 불확실성구간이 감소하는 것을 확인할 수 있다.
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Table 3.17 Summary of  prediction model (_Pred2).



Pred2

Case 1 Case 2 Case 3 Case 4
Rate of

data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Model 1 77 0.368 53.9 78 0.368 53 85 0.267 29.6 89 0.256 23.9

Model 2 78 0.323 49.5 80 0.329 50.9 80 0.308 35.3 85 0.295 28.1

Model 3 72 0.341 61.5 70 0.339 58.2 82 0.258 36.5 85 0.243 27.6

Model 4 73 0.367 67.6 75 0.362 67 85 0.291 46.1 90 0.279 33.6

Model 5 83 0.362 54.8 83 0.362 53.3 80 0.258 40.4 86 0.252 30.1

Mean3) 76.6 0.352 57.5 77.2 0.352 56.5 82.4 0.276 37.6 87 0.265 28.7

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) Mean : Average of 5 Models.
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Figure 3.31 Confidence interval of test data (_Pred2 Model1), (a) Case 1 (b) Case 2.
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Figure 3.32 Confidence interval of test data (_Pred2 Model1), (a) Case 3 (b) Case 4.
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Table 3.18은 _Pred1의 5개 모델 결과의 평균과 _Pred2의 5개 모델 결과의

평균을 비교한 것으로 동일한 입력 데이터를 사용한 Case 1과 Case 2를 제외하고

Case 3과 Case 4를 비교하여 나타낸 것이다. 불확실성구간의 경우 _Pred1 모델

에 비해 _Pred2 모델에서 감소한 것을 확인할 수 있다. Case 3의 경우 평균

0.335에서 0.276으로 감소하였으며, Case 4에서는 평균 0.315에서 0.265로 감소하였

다. 상대오차 또한 Case 3에서 43.86 %에서 37.58 %로 감소하였으며, Case 4에서

36.68 %에서 28.66 %로 감소한 것을 확인할 수 있다. 신뢰구간 내에 포함되는 실

제 값의 비율은 두 모델 모두 평균 80% 이상이며 _Pred1 모델에서 77%였던

Model 3의 Case 3의 경우 _Pred2 모델에서는 82%로 증가하였다. 이 연구에서는

신뢰구간 내에 포함되는 실제 값의 비율이 80% 이상인 모델과 불확실성구간이 작

을수록 불확실성이 감소하여 신뢰도가 높다고 판단하였다. 따라서 Case 3과 Case

4에서 _Pred2 모델이 _Pred1 모델보다 더 신뢰할 수 있는 모델이라고 할 수

있다.

Table 3.18 Compare result between _Pred1 and _Pred2.

Case 3 Case 4

Rate of data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)



Pred1

Mean3)
82.2 0.335 43.86 85.6 0.315 36.68



Pred2

Mean4)
82.4 0.276 37.58 87 0.265 28.66

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) _Pred1 Mean : Average of _Pred1 5 Models.

4)  Pred2 Mean : Average of _Pred2 5 Models.
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감퇴율 예측모델을 개선하기 위해 앞서 구축한 _Pred2 모델 이외에도 입력 데

이터에 여러 데이터를 추가하여 랜덤 포레스트 모델을 학습시켰다. Table 3.19는

감퇴율 예측모델을 개선하기 위해 입력 데이터에 추가한 데이터와 모델의 개선 여

부를 나타낸 것이다. 첫 번째로 3.5절에서 정의한 감퇴지수 예측모델인 _Pred1의

예측 값을 추가하였지만 예측모델의 성능이 개선되지 않았다. 두 번째로 3.2절에서

정의한 EUR_Pred2 모델의 예측 값을 추가하였지만 예측 성능이 개선되지 않았다.

세 번째로 3.1절에서 정의한 EUR_Pred1 모델의 예측 값, 3.5절에서 정의한 

_Pred1 모델의 예측 값, 3.3절에서 정의한 _Pred1 모델의 예측 값과 _Pred1 예

측 값에 _Pred1 예측 값을 곱한 데이터를 추가하였지만 감퇴율 예측모델의 성능

이 개선되지 않았다. 네 번째로 3.4절에서 정의한 _Pred2 모델은 6개월간의 생산

량 데이터를 수정된 쌍곡선법에 적용하여 계산한 , , 를 Case 3에 추가

하고, 12개월간의 생산량 데이터를 수정된 쌍곡선법에 적용하여 계산한 , ,

를 Case 4에 추가하여 학습하였고 Case 3와 Case 4의 경우에서 예측 성능

이 개선된 것을 확인할 수 있다.

Table 3.19 Trials and errors to improve decline rate predict capability.

No. Added data Improvement

1 _Pred1 X

2 EUR_Pred2 X

3 EUR_Pred1, _Pred1, _Pred1, _Pred1×_Pred1 X

4       O
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5. 감퇴지수 예측모델 구축

감퇴지수() 예측모델 구축을 위한 랜덤 포레스트 학습에 사용한 입력 데이터는

입력 데이터의 구성에 따른 결과 분석을 위해 각각 다른 4개의 Case를 정의하였고,

Table 3.18에 각 Case 별 입력 데이터를 정리하였다. Case 1은 생산량 데이터를

제외한 생산정의 유정 완결 데이터와 수압파쇄 데이터, 저류층 데이터를 사용하였

고, 이를 Static data로 정의하였다. Case 2는 Static data에 peak 생산량()을

추가하였고, Case 3에는 Static data에 부터 까지 총 6개월의 생산량 데이터

를 추가하였다. Case 4는 Static data에 부터 까지 총 12개월의 생산량 데이

터를 추가하였다. 출력 데이터는 예측하고자 하는 감퇴지수로 설정하였다.

Table 3.20 Training Data set for _Pred1 model prediction.

Case 1 Case 2 Case 3 Case 4

Input data Static data

Static data

+



Static data

+

∼

Static data

+

∼

Output data 

Table 3.20의 입력 데이터와 출력 데이터를 랜덤 포레스트에 학습시켰으며, 테스

트 데이터의 복원 추출 과정을 5번 반복하여 총 5번의 학습을 수행하였다. 위 과정

을 통해 학습된 모델을 _Pred1으로 정의하였다. 학습된 랜덤 포레스트 5개 모델은

각각 Model 1, Model 2, Model 3, Model 4, Model 5로 정의하였으며, Model 1의

학습 결과와 테스트 결과를 Case 별로 Figure 3.33, 3.34, 3.35, 3.36에 나타내었다.

Figure 3.33은 Model 1의 Case 1의 학습 결과와 테스트 결과를 나타낸 것으로

학습 결과의 RMSE는 0.2640, 테스트 결과의 RMSE는 0.3545이다. Figure 3.34는

Model 1의 Case 2의 학습 결과와 테스트 결과를 나타낸 것으로 RMSE는 각각

0.575, 0.3447이다. Figure 3.35는 Model 1의 Case 3의 학습결과와 테스트 결과를

나타낸 것으로 RMSE는 각각 0.239, 0.3275이다. Figure 3.36은 Model 1의 Case 3
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의 학습 결과와 테스트 결과를 나타낸 것으로 RMSE는 각각 0.234, 0.3236이다. 입

력 데이터에 생산량 데이터를 추가할수록 RMSE가 감소하지만 그 수치가 매우 작

아 예측성능에 큰 영향이 있다고 볼 수 없다.

Figure 3.33 Training and Test result of  prediction Model 1, Case 1.

Figure 3.34 Training and Test result of  prediction Model 1, Case 2.
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Figure 3.35 Training and Test result of  prediction Model 1, Case 3.

Figure 3.36 Training and Test result of  prediction Model 1, Case 4.

랜덤포레스트 모델을 통해 예측한 결과를 사용하여 구한 P10, P50, P90은 모델을

통해 예측된 값이 실제 값보다 크게 나타날 확률이 최소 10%, 50%, 90%라는 것을

의미하며, 대푯값으로는 P50 혹은  값을 사용한다. 이 연구에서는 학습된 랜

덤 포레스트 모델을 통해 예측한 결과의 P10, P50, P90을 구하였으며 P10과 P90사

이의 차이인 신뢰구간(불확실성구간)을 구하였다. 대푯값으로는 P50을 사용하였고

이를 실제 값과 비교하여 상대오차를 계산하였다.

_Pred1 모델의 예측 결과를 Table 3.21에 나타내었다. 학습된 5개의 랜덤 포레

스트 모델의 결과를 Case 별로 분석하였다. 신뢰구간은 P10과 P90의 차이를 의미

하며 100개의 테스트 데이터에 대해 계산한 각각의 신뢰구간의 평균을 사용하였다.
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신뢰구간이 작을수록 불확실성이 감소하여 모델의 예측성능이 더 향상된 것이라고

할 수 있다. Table 3.21를 통해 _Pred1 모델의 Case 별 불확실성구간을 분석한 결

과 입력 데이터에 생산량 데이터가 추가되더라도 불확실성구간의 감소 수치가 매

우 작거나 오히려 증가하는 모델을 확인할 수 있다. P50과 실제 값 사이의 상대오

차는 100개의 테스트 데이터에 대해 계산한 값의 평균을 사용하였다. 상대오차를

분석한 결과 신뢰구간 분석과 마찬가지로 입력 데이터에 생산량 데이터가 추가되

더라도 상대오차의 감소수치가 매우 작거나 증가하는 모델을 확인할 수 있었다. 신

뢰구간 내에 포함되는 실제 값의 비율은 최소 80%에서 최대 88%의 범위를 보였

다. Figure 3.37과 Figure 3.38은 5개의 _Pred1 모델 중 Model 1의 예측 결과의

P10, P50, P90을 나타낸 그래프이다. Figure 3.37은 Case 1과 Case 2를, Figure

3.38은 Case 3과 Case 4를 나타내었다. 신뢰구간, 상대오차 등의 분석을 통해 궁극

가채량과 감퇴율 예측모델과 달리 감퇴지수 예측모델은 입력 데이터에 생산량 데

이터를 추가하더라도 예측성능에 큰 영향을 주지 않는다는 것을 확인할 수 있다.
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Table 3.21 Summary of  prediction model (_Pred1).



Pred1

Case 1 Case 2 Case 3 Case 4
Rate of

data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Model 1 87 1.091 16.4 88 1.11 15.7 84 1.07 15.3 85 1.071 14.6

Model 2 83 1.11 17.6 80 1.11 17.5 84 1.09 16.2 85 1.09 16.5

Model 3 76 1.048 20.6 78 1.063 19.6 80 1.046 18.9 78 1.055 18.6

Model 4 78 1.063 21.5 77 1.055 20.2 81 1.048 19.2 80 1.044 19.5

Model 5 81 1.046 20 81 1.046 20.3 82 1.003 19.2 79 0.992 19.5

Mean3) 81 1.072 19.2 80.8 1.077 18.7 82.2 1.051 17.8 81.4 1.05 17.7

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) Mean : Average of 5 Models.
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Figure 3.37 Confidence interval of test data (_Pred1 Model1), (a) Case 1 (b) Case 2.
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Figure 3.38 Confidence interval of test data (_Pred1 Model1), (a) Case 3 (b) Case 4.
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6. 감퇴지수 예측모델 성능 개선

감퇴지수() 예측모델의 성능을 향상시키기 위해 입력 데이터를 추가하여 모델링

을 진행 하였다. 입력 데이터의 추가는 생산량 데이터를 입력 데이터로 사용하는

Case 3, Case 4에만 적용하였으며 Table 3.15에 각 Case 별 입력 데이터를 정리하

였다. 부터 까지 총 6개월의 생산량 데이터를 수정된 쌍곡선법에 적용하여

구한 감퇴지수()를 , 감퇴율을 , 궁극가채량(EUR)을 로 정의하였고, 이

를 Case 3의 입력 데이터에 추가하였다. 부터 까지 총 12개월의 생산량 데

이터를 수정된 쌍곡선법에 적용하여 구한 감퇴지수를 , 감퇴율을 , 궁극가

채량을 로 정의하였고, 이를 Case 4의 입력 데이터에 추가하였다. 출력 데

이터는 3.5절에서 정의한 _Pred1 모델과 동일하게 감퇴지수를 사용하였다.

Table 3.22 Training Data set for _Pred2 model prediction.

Case 1 Case 2 Case 3 Case 4

Input data Static data

Static data

+



Static data

+

∼

+

  

Static data

+

∼

+

  

Output data 

Table 3.22의 입력 데이터와 출력 데이터를 랜덤 포레스트에 학습시켰으며, 테스

트 데이터의 복원 추출 과정을 5번 반복하여 총 5번의 학습을 수행하였다. 위 과정

을 통해 학습된 모델을 _Pred2으로 정의하였다. 학습된 랜덤 포레스트 5개 모델은

각각 Model 1, Model 2, Model 3, Model 4, Model 5로 정의하였다. Model 1의 학

습결과와 테스트 결과를 Case 별로 Figure 3.39, 3.40, 3.41, 3.42에 나타내었다.

Figure 3.39와 Figure 3.40은 Model 1의 Case 1과 Case 2의 학습 결과와 테스트

결과를 나타낸 것으로, _Pred2 모델의 Case 1과 Case 2의 입력 데이터가 _Pred1
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모델의 입력 데이터와 동일하기 때문에 _Pred1 모델과 같은 결과를 보인다. 따라

서 입력 데이터가 추가된 Case 3와 Case 4에 대해 분석을 수행하였다. Figure 3.41

는 Model 1의 Case 3의 학습 결과와 테스트 결과를 나타낸 것으로 학습 결과의

RMSE는 0.2316, 테스트 결과의 RMSE는 0.3355이며 각각 Case 2에 비해 증가한

것을 확인할 수 있다. Figure 3.42는 Model 1의 Case 4의 학습 결과와 테스트 결과

를 나타낸 것으로 학습 결과의 RMSE는 0.2274, 테스트 결과의 RMSE는 0.3315로

Case 3에 비해 감소하였지만 그 수치가 매우 작아 예측 성능이 향상되었다고 보기

어렵다.

Figure 3.39 Training and Test result of  prediction 2 Model 1, Case 1.
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Figure 3.40 Training and Test result of  prediction 2 Model 1, Case 2.

Figure 3.41 Training and Test result of  prediction 2 Model 1, Case 3.

Figure 3.42 Training and Test result of  prediction 2 Model 1, Case 4.

랜덤포레스트 모델을 통해 예측한 결과를 사용하여 구한 P10, P50, P90은 모델을

통해 예측된 값이 실제 값보다 크게 나타날 확률이 최소 10%, 50%, 90%라는 것을

의미하며, 대푯값으로는 P50 혹은  값을 사용한다. 이 연구에서는 학습된 랜

덤 포레스트 모델을 통해 예측한 결과의 P10, P50, P90을 구하였으며 P10과 P90사

이의 차이인 신뢰구간(불확실성구간)을 구하였다. 대푯값으로는 P50을 사용하였고

이를 실제 값과 비교하여 상대오차를 계산하였다.
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_Pred2 모델의 예측 결과를 Table 3.23에 나타내었다. 학습된 5개의 랜덤 포레

스트 모델의 결과를 Case 별로 분석하였다. 신뢰구간은 P10과 P90의 차이를 의미

하며 100개의 테스트 데이터에 대해 계산한 각각의 신뢰구간의 평균을 사용하였다.

신뢰구간이 작을수록 불확실성이 감소하여 모델의 예측성능이 더 향상된 것이라고

할 수 있다. Table 3.23을 통해 _Pred2 모델의 Case 별 불확실성구간을 분석한 결

과 입력 데이터에 생산량 데이터가 추가되더라도 불확실성구간의 감소 수치가 매

우 작거나 오히려 증가하는 모델을 확인할 수 있다. P50과 실제 값 사이의 상대오

차는 100개의 테스트 데이터에 대해 계산한 값의 평균을 사용하였다. 상대오차를

분석한 결과 신뢰구간 분석과 마찬가지로 입력 데이터에 생산량 데이터가 추가되

더라도 상대오차의 감소수치가 매우 작거나 증가하는 모델을 확인할 수 있었다. 신

뢰구간 내에 포함되는 실제 값의 비율은 최소 76%에서 최대 88%의 범위를 보였

다. Figure 3.43과 Figure 3.44은 5개의 _Pred2 모델 중 Model 1의 예측 결과의

P10, P50, P90을 나타낸 그래프이다. Figure 3.43은 Case 1과 Case 2를, Figure

3.44는 Case 3과 Case 4를 나타내었다. 신뢰구간, 상대오차 등의 분석을 통해 감퇴

율 예측과 달리 감퇴지수 예측모델은 입력 데이터에 생산량 데이터를 추가하더라

도 예측성능에 큰 영향을 주지 않는다는 것을 확인할 수 있다.
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Table 3.23 Summary of  prediction model (_Pred2).



Pred2

Case 1 Case 2 Case 3 Case 4
Rate of

data

within the

confidence

interval(%)

Confidence

interval
1)

Relative

Error
2)

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Rate of

data

within the

confidence

interval(%)

Confidence

interval

Relative

Error

(%)

Model 1 87 1.091 16.4 88 1.11 15.7 83 1.06 15.6 84 1.049 15.3

Model 2 83 1.11 17.6 80 1.11 17.5 86 1.08 16.1 86 1.07 16.5

Model 3 76 1.048 20.6 78 1.063 19.6 80 1.045 18.9 84 1.033 17.8

Model 4 78 1.063 21.5 77 1.055 20.2 81 1.056 19.5 81 1.059 19.4

Model 5 81 1.046 20 81 1.046 20.3 82 1.007 18.7 79 1.008 19.6

Mean3) 81 1.072 19.2 80.8 1.077 18.7 82.4 1.05 17.8 82.8 1.04 17.7

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) Mean : Average of 5 Models.
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Figure 3.43 Confidence interval of test data (_Pred2 Model1), (a) Case 1 (b) Case 2.
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Figure 3.44 Confidence interval of test data (_Pred2 Model1), (a) Case 3 (b) Case 4.
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Table 3.24는 _Pred1의 5개 모델 결과의 평균과 _Pred2의 5개 모델 결과의 평

균을 비교한 것으로 동일한 입력 데이터를 사용한 Case 1과 Case 2를 제외하고

Case 3과 Case 4를 비교하여 나타낸 것이다. 3.4절에서 정의한 감퇴율 예측모델

_Pred2 모델과 달리 감퇴지수 예측모델의 입력 데이터에 6개월과 12개월의 생산

량을 사용해 계산한 감퇴지수, 감퇴율, 궁극가채량을 추가하여도 예측 성능이 개선

되지 않았다.

Table 3.24 Compare result between _Pred1 and _Pred2.

Case 3 Case 4

Number of

data within

the confidence

interval

Confidence

interval
1)

Relative

Error
2)

(%)

Number of

data within

the confidence

interval

Confidence

interval

Relative

Error

(%)



Pred1

Mean3)
82.2 1.051 17.8 81.4 1.05 17.7



Pred2

Mean4)
82.4 1.049 17.8 82.8 1.04 17.7

1) Confidence Interval : Interval between P90 and P10.
2) Relative Error(%) : Relative error between P50 and Real value.
3) _Pred1 Mean : Average of _Pred1 5 Models.
4)  Pred2 Mean : Average of _Pred2 5 Models.

감퇴지수 예측모델을 개선하기 위해 입력 데이터에 여러 데이터를 추가하여 랜

덤 포레스트 모델을 학습시켰다. Table 3.25는 감퇴지수 예측모델을 개선하기 위해

입력 데이터에 추가한 데이터와 모델의 개선 여부를 나타낸 것이다. 첫 번째로 3.3

절에서 정의한 감퇴지수 예측모델인 _Pred1의 예측 값을 추가하였지만 예측모델

의 성능이 개선되지 않았다. 두 번째로 3.2절에서 정의한 EUR_Pred2 모델의 예측

값을 추가하였지만 예측 성능이 개선되지 않았다. 세 번째로 3.1절에서 정의한
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EUR_Pred1 모델의 예측 값, 3.5절에서 정의한 _Pred1 모델의 예측 값, 3.3절에서

정의한 _Pred1 모델의 예측 값과 _Pred1 예측 값에 _Pred1 예측 값을 곱한

데이터를 추가하였지만 감퇴율 예측모델의 성능이 개선되지 않았다. 네 번째로 

_Pred2 모델은 6개월간의 생산량 데이터를 수정된 쌍곡선법에 적용하여 계산한 ,

, 를 Case 3에 추가하고, 12개월간의 생산량 데이터를 수정된 쌍곡선법에

적용하여 계산한 , , 를 Case 4에 추가하여 학습하였지만 예측 성능

이 개선된 않은 것을 확인할 수 있다.

Table 3.25 Trials and errors to improve decline exponent predict capability.

No. Added data Improvement

1 _Pred1 X

2 EUR_Pred2 X

3 EUR_Pred1, _Pred1, _Pred1, _Pred1×_Pred1 X

4       X

생산감퇴곡선법에서 감퇴율은 생산 초반에 큰 영향을 주는 변수이고 감퇴지수는

생산 후반에 영향을 주는 변수이다. 이는 Figure 3.45와 Figure 3.46을 통해 확인할

수 있다. Figure 3.45는 감퇴율이 변화하였을 때 생산감퇴곡선의 변화를 나타낸 것

이다. Figure 3.45 (a)는 생산데이터를 기반으로 작성된 생산감퇴곡선으로 이때의

감퇴지수는 1.6, 감퇴율은 0.1이다. Figure 3.45 (b)는 감퇴율을 0.1에서 0.3으로 증

가시킨 것으로 감퇴율 상승의 영향으로 생산 초기 감퇴경향이 심해지는 것을 확인

할 수 있다. Figure 3.45 (c)는 감퇴율을 0.1에서 0.06으로 감소시킨 것이다. 감퇴율

감소의 영향으로 생산 초기의 감퇴경향이 줄어든 것을 확인할 수 있다. Figure
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3.46은 감퇴지수가 변화하였을 때 생산감퇴곡선의 변화를 나타낸 것이다. Figure

3.46 (a)는 생산데이터를 기반으로 작성된 생산감퇴곡선으로 이때의 감퇴지수는

1.6, 감퇴율은 0.1이다. Figure 3.46 (b)는 감퇴지수를 1.6에서 3으로 증가시킨 것으

로 감퇴지수 상승의 영향으로 생산 후반의 감퇴경향이 줄어든 것을 확인할 수 있

다. Figure 3.46 (c)는 감퇴지수를 1.6에서 1로 감소시킨 것으로 감퇴지수 감소의

영향으로 생산 후반의 감퇴경향이 심해지는 것을 확인할 수 있다. 이를 통해 감퇴

지수 예측모델 학습에 생산 초기인 6개월과 12개월의 데이터를 추가하여 학습하더

라도 머신러닝 모델에서 감퇴지수와 초기 생산량간의 상관관계를 찾기 어려워 감

퇴지수 예측모델의 예측 성능이 개선되지 않는 것으로 판단할 수 있다.



- 89 -

Figure 3.45 Decline curves with decline rate changes.

(a) Normal (b)  increase (c)  decrease.
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Figure 3.46 Decline curves with decline exponent changes.

(a) Normal (b)  increase (c)  decrease.
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제4절 생산 프로파일 예측

제 3절에서 수행한 랜덤 포레스트 모델 구축을 통해 궁극가채량(EUR), 감퇴율

(), 감퇴지수()를 예측하는 모델을 구축하였다. 궁극가채량을 예측하는 모델 중

가장 좋은 예측성능을 가진 모델은 3.2절에서 정의한 EUR_Pred2 모델이고, 감퇴율

을 예측하는 모델 중 가장 좋은 예측성능을 가진 모델은 3.4절에서 정의한 

_Pred2 모델이다. 감퇴지수를 예측하는 모델은 3.5절에서 정의한 _Pred1 모델이다.

앞서 언급한 예측모델들은 입력 데이터에 따라 Case 1부터 Case 4까지 정의되어

있으며, Static data 와 12개월간의 생산량 데이터를 입력 데이터로 사용한 Case 4

모델의 예측 성능이 가장 좋았다. 따라서 각 랜덤 포레스트 모델의 Case 4모델을

사용하여 생산 프로파일 예측을 수행하였다. 무작위로 각 변수를 추출하여 생산 프

로파일을 작성하고, 생산 프로파일의 예상 분포와 누적확률분포를 확인하기 위해

확률론적 기법인 몬테카를로 시뮬레이션(Monte Carlo simulation)을 사용하였다.

몬테카를로 시뮬레이션은 예측에 필요한 입력 변수들의 가능한 모든 범위를 확률

분포로 나타내고, 확률론적 의미를 가질 만큼 여러 번 무작위로 각 변수 값을 추출

하여 예측의 예상 분포 범위와 확률을 계산하는 방법이다(Fanchi, 2012). 몬테카를

로 시뮬레이션 기법을 사용한 생산 프로파일 예측은 아래와 같은 방법으로 수행하

였다.

1. 0과 1사이의 난수를 10,000 개 생성하여 _Pred1의 Case 4 모델을 사용해 난

수에 해당하는 분위수를 취득하고 이 데이터 세트를 _Quant로 정의한다.

2. 0과 1사이의 난수를 10,000 개 생성하여 _Pred2의 Case 4 모델을 사용해 난

수에 해당하는 분위수를 취득하고 이 데이터 세트를 _Quant로 정의한다.

3. 1과 2에서 취득한 _Quant와 _Quant를 사용하여 600 개월간의 누적 생산

프로파일과 궁극가채량을 계산한다.

4. 계산된 10,000 개의 궁극가채량 중 EUR_Pred2의 Case 4 모델의 P10, P50,

P90과 오차가 가장 적은 누적 생산 프로파일과 궁극가채량을 선택한다

(Figure 4.1).

5. 1부터 4까지의 과정을 100개의 테스트 데이터에 대해 반복 수행한다.
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Figure 4.1 Monte Carlo simulation applied for forecasting production profile.

위의 과정을 통해 EUR_Pred2의 Case 4 모델을 통해 예측한 궁극가채량의 P90,

P50, P10에 대한 생산 프로파일을 작성할 수 있다(Figure 4.1~4.10). 실제 생산 프

로파일이 P10과 P90의 생산 프로파일 사이에 포함되는 확률은 80 % 이상으로 신

뢰성 있는 결과로 판단할 수 있다.
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Figure 4.2 Cumulative production profile (Well #1).

Figure 4.3 Cumulative production profile (Well #10).
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Figure 4.4 Cumulative production profile (Well #20).

Figure 4.5 Cumulative production profile (Well #30).
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Figure 4.6 Cumulative production profile (Well #43).

Figure 4.7 Cumulative production profile (Well #52).
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Figure 4.8 Cumulative production profile (Well #60).

Figure 4.9 Cumulative production profile (Well #75).
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Figure 4.10 Cumulative production profile (Well #80).

Figure 4.11 Cumulative production profile (Well #90).
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제4장 결론

이 연구에서는 미국 텍사스 주에 위치한 Fort Wort 분지의 Barnett 셰일 층에서

취득한 셰일 가스 생산 데이터를 바탕으로 생산감퇴곡선 변수인 감퇴율(), 감퇴

지수(), 궁극가채량(EUR)을 예측하는 모델을 구축하였다. 모델 구축에 사용한 머

신 러닝 기법은 랜덤 포레스트이며, 입력 데이터로 저류층의 물성, 유정완결 조건,

생산량 데이터를 사용하였다. 입력 데이터는 저류층, 유정완결, 수압파쇄 데이터로

구성된 Static data와 Peak 생산량인 부터 까지 총 12개월의 생산량 데이터

를 사용하였다. 입력 데이터는 Case 1부터 Case 4까지 총 4가지로 구성하였다. 출

력 데이터는 예측하고자 하는 변수로 구성하였으며 각각 감퇴지수, 감퇴율, 궁극가

채량으로 구성하였다. 랜덤 포레스트 학습은 테스트 데이터의 복원 추출 과정을 5

번 반복하여 총 5개의 모델을 학습시켰다. 학습된 랜덤 포레스트 모델을 통해 예측

된 값을 실제 값과 비교하여 불확실성을 분석하였다. 예측 결과의 P10, P50, P90을

구해 예측된 값의 신뢰도를 분석하였으며 P50과 실제 값의 오차를 분석하였다.

1. 랜덤 포레스트 기법을 사용하여 궁극가채량을 예측하는 모델(EUR_Pred1)을

구축하였다. 모델을 사용한 예측 결과는 입력데이터에 생산량데이터를 추가할수록

향상되었다. 불확실성구간은 Case 1에서 Case 4로 갈수록 감소하였고 P50과 실제

값의 상대오차 또한 감소하였다. 이를 통해 입력 데이터에 생산량 데이터를 추가할

수록 궁극가채량 예측의 불확실성이 감소하는 것을 확인할 수 있었다. 또한 신뢰구

간 내에 포함되는 실제 값의 비율은 평균 80% 이상으로 이 모델의 예측은 신뢰할

수 있다고 판단하였다.

2. EUR_Pred1 모델의 예측 성능을 향상시키기 위해 입력 데이터에 EUR_Pred1

모델의 예측 결과를 추가하여 랜덤 포레스트에 학습시켜 모델(EUR_Pred2)을 구축

하였다. EUR_Pred1 모델의 예측 결과와 마찬가지로 Case 1에 비해 생산량 데이터

가 추가될수록 신뢰구간이 감소하였고 P50과 실제 값의 상대오차 또한 감소하였다.

하지만, EUR_Pred1 모델의 예측 값을 추가함에 따라 신뢰구간이 급격하게 감소하

여 신뢰구간 내에 포함되는 실제 값의 비율이 80% 미만으로 감소하였다.
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3. 신뢰구간 내에 포함되는 실제 값의 비율이 80% 미만일 경우 신뢰할 수 있는

모델로 보기 어렵다. 따라서 EUR_Pred2 모델의 신뢰구간의 확장을 통해 신뢰구간

내에 포함되는 실제 값의 개수를 증가시키고 EUR_Pred1 모델보다 불확실성구간이

감소하는 범위를 찾아내기 위한 분석을 수행하였다. 신뢰구간을 8% 확장한 결과

Case 3와 Case 4에서 EUR_Pred1 모델에 비해 불확실성구간이 감소하였으며, 신뢰

구간 내에 포함되는 실제 값의 비율이 80% 이상이 되어 EUR_Pred1 모델에 비해

신뢰도가 더 향상되었다고 판단할 수 있었다.

4. 랜덤 포레스트 기법을 사용하여 감퇴율을 예측하는 모델(_Pred1)을 구축하

였다. Static data만 사용한 Case 1에 비해 입력 데이터에 생산량 데이터를 추가할

수록 불확실성구간이 감소하고 P50과 실제 값의 상대오차 또한 감소하는 것을 확

인할 수 있었다.

5. _Pred1 모델의 예측 성능을 향상시키기 위해 Case 3과 Case 4에 입력 데이

터를 추가하여 랜덤 포레스트를 학습시켜 모델(_Pred2)을 구축하였다. Case 3와

Case 4에 각각 6개월, 12개월 생산량을 수정된 쌍곡선법에 적용시켜 계산한 감퇴지

수, 감퇴율, 궁극가채량을 추가하여 입력 데이터를 구성하였다. 입력 데이터를 추가

한 Case 3와 Case 4에서 _Pred1 모델에 비해 _Pred2 모델의 불확실성구간이

감소하였고 P50과 실제 값의 상대오차 또한 감소한 것을 확인할 수 있었다. 신뢰구

간 내에 포함되는 실제 값의 개수가 _Pred1에 비해 모두 증가하였고 이를 통해

Case 3과 Case 4의 경우 _Pred2 모델이 _Pred1 모델보다 더 신뢰할 수 있는

모델이라고 할 수 있다.

6. 랜덤 포레스트 기법을 사용하여 감퇴지수를 예측하는 모델(_Pred1)을 구축하

였다. 감퇴지수 예측모델의 경우 입력 데이터에 생산량 데이터를 추가하더라도 불

확실성구간이 감소하지 않았으며, P50과 실제 값의 상대오차 또한 생산량 데이터가

추가됨에 따라 감소하지 않고 오히려 증가하거나 변동이 없는 경우가 있었다. 궁극

가채량과 감퇴율 예측모델과 달리 감퇴지수 예측모델은 입력 데이터에 생산량 데

이터를 추가하더라도 예측 성능에 큰 영향을 주지 않는다는 것을 확인하였다. 이는

감퇴지수가 생산 후반에 영향을 미치는 변수이기 때문에 학습 데이터에 초기 생산
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량 데이터를 추가하더라도 머신러닝 모델에서 감퇴지수와 초기 생산량 사이의 상

관관계를 찾기 어렵기 때문인 것으로 판단할 수 있다.

7. 몬테카를로 시뮬레이션 기법을 적용하여 생산 프로파일의 신뢰도를 분석하였

다. 생산 프로파일 작성에 필요한 감퇴율과 감퇴지수를 난수로 발생시켰다. 발생된

감퇴지수와 감퇴율을 사용하여 생산프로파일을 작성하고 궁극가채량을 계산하였다.

작성된 생산 프로파일 중 EUR_Pred2의 Case 4 모델의 P10, P50, P90에 해당하는

생산 프로파일을 선택하고 불확실성을 분석하였다. 실제 생산 프로파일이 P10과

P90의 생산 프로파일 사이에 포함되는 확률은 80 % 이상이다.

이 연구를 수행한 결과로부터 셰일 가스 생산정의 궁극가채량 추정을 위한 생산

감퇴곡선법 변수를 예측할 수 있으며, 예측된 생산감퇴곡선법 변수를 사용하여 궁

극가채량 추정을 수행할 수 있었다. 향후 입력 데이터의 수정을 통해 보다 신뢰성

있는 결과를 얻을 수 있을 것으로 예상되며, 연구 결과를 통해 현장에서도 쉽게 궁

극가채량을 예측하는 모델 개발의 기초자료로 활용 될 수 있다.



- 101 -

참고문헌

강전형, 2016, “알고리즘 중심의 머신러닝 가이드 제2판”, 제이펍, pp. 303-305.

강현정, 2018, 인공지능기법을 이용한 다생산정 위치선정 연구, 석사학위논문.

김성필, 2016, “딥러닝 첫걸음”, 한빛미디어(주), pp. 17-26.

송교석, 2017, “신경망 첫걸음”, 한빛미디어(주), pp. 59-70.

송진호, 2012, 감퇴곡선 분석법을 이용한 다중 치밀 가스 저류층에서의 혼합생산

유정의 생산거동 예측, 석사학위논문.

신효진, 2013, 신개발기법자산에서의 석유생산감퇴곡선분석을 이용한 궁극가채량

추정 및 현금흐름분석, 석사학위논문.

오윤태, 2018, 로지스틱 회귀와 서포트벡터머신의 머신러닝 성능 비교 실험, 석사학

위논문.

오윤학, 김한, 윤재섭, 이종석, 2014, 데이터마이닝을 활용한 한국프로야구 승패예측

모형 수립에 관한 연구. 대한산업공학회지, 40(4), pp. 8-17.

윤기무, 2020, 심층 신경망 기법을 이용한 잡음 환경에 강인한 음성 키워드 인식기,

석사학위논문.

윤대웅, 김성민, 김진수, 박계순, 박희원, 변중무, 서장원, 이창원, 장일식, 조성준, 최

요순, 2018, “자원개발 머신러닝 입문”, 도서출판 씨아이알, pp. 127-135.

이예지, 2020, 랜덤포레스트 모델링기법을 이용한 한강유역 지류의 저서동물지수

예측에 관한 연구, 석사학위논문.



- 102 -

이형주, 정건희, 2019, 랜덤포레스트를 이용한 대설피해액에 대한 범주형 예측 및

개선방안 검토, 한국습지학회지, 21권(2호).

정성훈, 2020, 머신 러닝 방법을 이용한 오피스 임대료 산정 –랜덤 포레스트, 인공

신경망, 서포트 벡터 머신 활용을 중심으로-, 석사학위논문.

조정근, 2017, 무응답 상황에서 서포트 벡터 머신과 커널 로지스틱 회귀를 이용한

응답성향 가중 값 성능 비교, 석사학위논문.

Anderson, R, N., Xie, B., Wu, L., Kressner, A, A., Frantz, J, H., Ockree, Jr., M,

A., and Brown, K, G., 2016, “Petroleum Analytics Learning Machine to

Forecast Production in the Wel Gas Marcellus Shale”, presented at the

Unconventional Resources Technology Conference held in San Antonio,

Texas, USA, 1-3 August 2016.

Amr, S., Ashhab, H. E., El-Saban, M., Shietinger, P., Caile, C., Kaheel, A., and

Rodriguez, L., 2018, A Large-Scale Study for a Multi-Basin Machine

Learning Model Predicting Horizontal Well Production”, SPE-191538-MS,

presented at the 2018 SPE Annual Technical Conference and Exhibition held

in Dallas, Texas, 24-26 September 2018.

Bowker, K. A., 2003, “Recent development of the Barnett Shale play, Fort

Worth Basin”, West Texas Geological Society Bulletin, v. 42, no. 6, pp. 1-11.

Bowker, K. A., 2007, “Development of the Barnett Shale Play, Fort Worth

Basin”, Search and Discovery Article #10126 Posted April 18, 2007.

Breiman, L., Friedman, J. H., Olshen, R. A., and Stone, C. J., 1984, Classification

and regression trees. Wadsworth CA, USA.

Breiman, L., 2001, Random forest, Machine Learning, 45(1), pp. 5-32.



- 103 -

Cortes, C., and Vapnik, V., 1995, “Support vector networks”, Machine Learning

20, pp. 273-297.

Fanchi, R., 2012, “Forecasting Shale Gas Recovery using Monte Carlo Analysis

of Decline Curves.”

Heaton, J., 2008 Introduction to Neural Networks with Java, 2nd Edition, Heaton

Research.

Jarvie, D. M., R. J. Hill, R. M. Pollastro, D. A. Wavrek, K. A. Bowker, B. L.

Claxton, and M. H. Tobey, 2003, “Evaluation of unconventional natural gas

prospects: The Barnett Shale fractured shale gas model”, 21st International

Meeting on Organic Geochemistry, September 8.12, 2003, Krakow, Poland,

Book of Abstracts, Part II, pp. 3-4.

Jarvie, D. M., Hill, R. J., Ruble, T. E., and Pollastro, R, M., 2007,

“Unconventional Shale-gas system: The Mississippian Barnett Shale of

north-central Texas as one model for thermogenic shale-gas assessment”,

AAPG BULLETIN V.91 NO.4, April 2007, pp. 475-499.

Jia, X., and Zhang, F., 2016, “Applying Data-Driven Method to Production

Decline Analysis and Forecasting”, SPE-181616-MS, presented at the SPE

Annual Technical Conference and Exhibition held in Dubai, UAE, 26-28

September 2016.

Martineau, D. F., 2001, “Newark East, Barnett Shale field, Wise and Denton

counties, Texas; Barnett Shale frac-gradient variances“, AAPG Southwest

Section Meeting, March 1.4, 2003, Fort Worth, Texas.

Mortis, G., 2004, “Horizontal wells show promise in Barnett Shale”, Oil & Gas

journal, Jauary 19, 2004, pp. 58.



- 104 -

Montgomery, S. L., Jarvie, D. M., Bowker, K. A., and Pollastro, R. M., 2007,

“Mississippian Barnett Shale, Fort Worth basin, north-central Texas:

Gas-shale play with multi-trillion cubic foot potential”, AAPG BULLETIN, v.

89, No. 2, February, 2005, pp. 155-175.

Montgomery, S. L., D. M. Jarvie, K. A. Bowker, and R. M. Pollastro, 2005,

“Mississippian Barnett Shale, Fort Worth Basin, northcentral Texas:

Gas-shale play with multi.trillion cubic foot potential”, AAPG Bulletin, v. 89,

no. 2, pp. 155-175.

Oilvares, G., Escalona, C., and Gimenez, E., 2012, “Production Monitoring Using

Artificial Inteligence, APLT Asset”, SPE 149594, presented at SPE Intelligent

Energy International held in Utrecht, The Netherlands, 27-29 March 2012..

Pollastro, R. M., 2003, “Geologic and production Characteristics utilized in

assessing the Barnett Shale continuous(unconventional) gas accumulation,

Barnett-Paleozoic total petroleum system, Fort Worth Basin, Texas”, Paper

distributed at Barnett Shale Symposium I, Ellison Miles Geotechnology

Institute at Brookhaven College, Dallas, Texas, November 12-13, 2003, pp. 6.

Ragulam, A., Ertekin, T., and Flemings, P. B., 2007, “An Artificial Neurla

Network Utility for the Optimization of History Macthing Process”, presented

at the 2007 SPE Latin America and Caribbean Petroleum Engineering

Conference.

Raschka, R., 2015, Single-Layer Neural Networks and Gradient Descent.

Robertson, S., 1988, “Generalized Hyperbolic Equation”, Manuscript of

SPE(USMS) 18731.

Sagheer, A., and Kotb, M., 2019, “TIme series forecasting of petroleum



- 105 -

production using deep LSTM recurrent networks”, Elsevier journal

Neurocomputing vol. 323, pp. 203-213

Samuel, A. L., 1959, Some studies in machine learning using the game of

checkers. IBM Journal of research and development, 3(3), pp. 210-229.

Smola, A. J., and Sch-lkopf, B., 2004, “A tutorial on support vector regression”,

Statistics and Computing, vol. 14, no. 3, pp. 199-222.

Sun, J., Ma, X., and Kazi, M., 2018, “Comparison of Decline Curve Analysis

DCA with Recursive Neural Networks RNN for Production Forecast of

Multiple Wells”, SPE-190104-MS, presented at the SPE Western Regional

Meeting held in Gardon Grove, California, USA, 22-27 Aprill 2018.

Vyas, A., and Datta-Gupta, A., 2017, “Modeling Early Time Rate Decline in

Unconventional Reservoirs Using Machine Learning Techniques”,

SPE-188231-MS, presented at the Abu Dhabi International Petroleum

Exhibition & Conference held in Abu Dhabi, UAE, 13-16 November 2017.


	제1장 서론
	제2장 이론적 배경
	제1절 머신 러닝(machine Learning)
	제2절 생산감퇴곡선법(decline curve analysis)

	제3장 셰일가스 생산 프로파일 예측을 위한 머신러닝 모델 구축 연구
	제1절 대상 광구
	제2절 데이터 전처리(data preprocessing)
	제3절 랜덤 포레스트 모델 구축
	제4절 생산 프로파일 예측

	제4장 결론
	참고문헌


<startpage>14
제1장 서론 1
제2장 이론적 배경 4
 제1절 머신 러닝(machine Learning) 4
 제2절 생산감퇴곡선법(decline curve analysis) 17
제3장 셰일가스 생산 프로파일 예측을 위한 머신러닝 모델 구축 연구 20
 제1절 대상 광구 20
 제2절 데이터 전처리(data preprocessing) 24
 제3절 랜덤 포레스트 모델 구축 29
 제4절 생산 프로파일 예측 91
제4장 결론 98
참고문헌 101
</body>

