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ABSTRACT

Prediction of Hydrogen Concentration in Containment Under Severe 

Accidents Using Deep Learning 

Yun So Hun

Advisor : Prof. Na Man Gyun, Ph.D.

Department of Nuclear Engineering,

Graduate School of Chosun University

In the severe accidents in nuclear power plants (NPPs), the hydrogen combustion 

phenomenon occurs by oxidation of the fuel cladding and molten corium-concrete 

Interaction (MCCI) causes damage to the equipment. More than 4% of the hydrogen in the 

containment is considered to be a threat to the integrity of the NPPs. Besides, it is 

difficult for operators to make accurate judgments and actions, because major safety 

parameters that need to be monitored in NPPs change very quickly in the early stages of 

accidents. In order to effectively manage severe accidents, it is essential to identify key 

variables for a very short time leading up to the accidents. Therefore, the purpose of this 

paper is to accurately predict the concentration of hydrogen in containment buildings to 

prevent further accidents and to manage the incident more efficiently.

In this thesis, a deep learning model of data-based artificial intelligence(AI) methods is 

developed to predict the hydrogen concentration inside containment after a reactor trip in 

an event of severe accidents. The Deep Neural Network (DNN) algorithm used as a 

predictive model is trained and verified using a large amount of data obtained by the 

simulation of optimized power reactor 1000 (OPR1000). Because applying the accident data 

of actual NPPs is limited, the data were acquired using the Modular Accidents Analysis 
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Program (MAAP). The loss of coolant accident (LOCA) situations were simulated and 

various data were obtained by considering the behavior of the passive auto-catalytic 

recombiner (PAR), which affects the concentration of hydrogen in containment buildings. 

There have been several studies to predict the hydrogen concentration by using fuzzy 

neural network (FNN) and cascaded fuzzy neural network (CFNN). Through the comparison 

of their models and the proposed DNN model, the accuracy of DNN model is verified.
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제1장 서론

원자로의 냉각수 공급이 중단되고 비상노심냉각시스템이 작동하지 않는 중대사고 현

상이 발생하는 경우는 극히 드물지만 사고가 진행될 경우 노심의 열화와 용융을 포함

한 사고로 진행 되어 막대한 피해를 동반한다[1]. 1979년 TMI 2호기 사고에선 노심의

일부가 녹으며 핵연료 피복관과 고온의 증기가 산화되는 결과로 다량의 수소가 생성되

었고 격납건물 내로 방출되는 피해가 발생했다. 전체적으로 약 40-50%의 피복관이 산

화되고 8-10%의 수소와 불활성기체가 주변으로 배출되었다[2]. 방출된 수소로 인한 격

납건물 내부의 기기들과 격납건물 자체의 건전성을 위협하는 충분한 계기가 되었다.

일부 누설로 인해 원자로 격납건물에 축적된 수소는 화염 가속 및 폭발 전이의 가능성

을 배제할 수 없기 때문에 중대사고시 발생된 수소는 원전의 궁극적인 안전성 제고를

위해 주의 깊은 감시가 필요한 요소라고 판단하였다[3].

기존의 발전소의 주제어실에선 압력, 온도 등의 주요 변수들을 실시간으로 감시하며

발전소의 정상상태의 감시 및 제어를 통해 안전성을 유지하고 있다. 이러한 변수들은

원전 내에서 항시 감시해야 하는 필수 감시 변수들이다. 그러나 중대사고 상황 시 계

측 기기의 상태는 모순된 신호를 나타낼 수 있으며 운전원들은 정확한 사고를 인지하

는 부분에서 어려움에 노출된다. 계측 기기의 신뢰성 저하로 인해 신속하고 정확한 정

보가 제공될 수 없다면 적절한 후속 조치가 이루어지지 못하여 더 큰 사고로 이어질

수 있다. 따라서 원자력발전소에서 사고 발생 시 원전의 안전성을 확보하기 위해 수소

와 관련된 변수에 대한 정확한 감시 및 제어가 필요하다.

본 연구에서는 사고 시 운전원들에게 정확한 정보를 제공하여 중대사고 대응능력을

확보하기 위해 인공지능 방법인 딥러닝을 이용하여 발전소 상태 파악을 위한 필수 안

전변수를 선제적으로 예측하는 연구를 수행하였다. 중대사고시 필수 안전변수인 수소

농도의 추이를 예측하기 위해서 딥러닝 모델 중 Deep Neural Networks(DNN)[4] 모델

을 사용하였다. DNN 모델은 양이 많은 데이터를 처리할 때 유용한 기법으로 주목받

고 있는 모델이다. 이전에 수행되었던 Fuzzy Neural Networks(FNN)[5]과 Cascaded

Fuzzy Neural Networks(CFNN)[6]를 이용하여 중대사고 시 격납건물 내 수소농도를

예측한 연구의 결과와 비교하였을 때 DNN 모델이 훨씬 정확한 예측 성능을 가졌다.

개발된 DNN 모델의 성능 향상을 위해 해당 모델이 가지는 한계를 이해하고 성능을

개선시킬 수 있는 다양한 최적화 기법을 사용하였다.
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데이터기반의 딥러닝 모델은 중대사고 시뮬레이션 프로그램인 Modular Accident

Analysis Program(MAAP)[7]에서 획득한 사고 데이터를 이용하였다. 냉각재상실사고

(LOCA; Loss of Coolant Accident)와 모든 안전주입시스템이 작동하지 않은 상황을

가정하여 고온관(Hot-leg), 저온관(Cold-leg), 증기발생기 세관(SGT)의 각 위치에 대하

여 파단크기의 범위를 지정하고 시뮬레이션 데이터를 획득하였다. 또한 수소 폭발을

방지하기 위해 수소를 제거하는 피동형수소재결합기(PAR; Passive Auto-catalytic

Recombiner)[8] 장치의 작동여부를 구분하여 데이터를 확보하고 비교하였다.
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제2장 Deep Learning 모델

딥러닝 모델은 인공신경망 기반의 기계 학습 방법으로 인공신경망을 여러 겹으로 깊

게 쌓은 구조이다. 다중 계층으로 구성된 계산 모델을 사용하여 빅데이터를 학습하는

데 유용하며, 데이터에 내재된 복잡한 구조를 발견하는데 매우 탁월하여 넓은 범위의

분야에 적용이 가능한 기술이다.

제1절 DNN(Deep Neural Networks) 모델

인공신경망은 인간의 신경체계와 유사한 특성을 가진다. 신경체계가 단순한 신경세

포들의 연결로 이루어져 있듯이, 인공신경망도 그림 1과 같은 인공뉴런으로 이루어져

있다[9]. 는 입력 값이며, 는 입력 값에 곱해지는 가중치를 의미한다. 인공신경망에

서 인공 뉴런이라고 불리는 노드들은 외부로부터 값을 받으면 가중치를 이용해 개의

입력 값들을 합산하게 되며, 그 결과들은 활성화함수를 통해 최종결과를 전달하는 기

능을 수행한다. 각 입력 값에는 고유한 가중치가 부여되며 가중치가 클수록 해당 신호

가 중요한 값이라고 볼 수 있다. 입력 값과 가중치의 연산에 해당하는 결과 값은 활성

화함수를 통해 특정 임계값에 대한 함수를 정의하는 학습과정을 거친다.

학습 초기에는 임의로 설정된 가중치 값으로 시작하여 학습 데이터를 인공신경망 모

형에 입력하며 가중치 값을 개선해 나간다. 모든 학습 데이터를 정확히 예측할 때까지

학습이 반복적으로 진행되며 가중치가 조정된다[10].

Inputs

Output

· · · · ·

Activation 
Function

i i
i
w x b+å

iw

1w

0 0w x0x

1x

ix

0w

i iw x

1 1w x

그림 1. 인공 뉴런의 구조
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단일 인공신경망 구조의 한계는 출력 값이 1 또는 0이 되는 선형 분류만 가능하며

비선형 분류는 불가능하다는 점이다. 따라서 입력층(Input layer), 출력층(Output

layer), 그리고 한 개 이상의 은닉층(Hidden layer)을 가진 다층 인공신경망을 만들어

기존 모형의 한계를 극복하려는 새로운 모델들이 제안되었다[11]. 그림 2는 수많은 은

닉층이 겹겹이 쌓인 구조를 가지는 DNN 모델이다. 각 층은 다수의 노드로 이루어져

있으며, 특정 층을 이루고 있는 각각의 노드는 이전 층의 모든 노드와 연결되어 있다.

입력층으로 들어온 함수 신호는 노드 사이의 연결을 통해 깊은 은닉층을 거쳐 출력층

까지 전방향(Feed-forward)으로 전파되는 학습과정을 가진다.

이러한 DNN 모델을 학습시키는 것을 딥러닝이라고 하며 기존의 머신러닝 알고리즘

들은 데이터의 양이 방대해질수록 모델의 성능에 한계가 생기지만 딥러닝 모델은 다량

의 데이터에 대하여 성능이 선형적으로 증가한다.

Input layer Hidden layer Output layer

· · · ·

그림 2. DNN의 구조

이러한 대부분의 다층구조의 인공신경망에선 주어진 입력에 대해 원하는 출력결과

를 학습시키고자 할 때 역전파 알고리즘을 사용하여 수행된다[12]. 그림 3은 역전파 알

고리즘의 수행 과정을 나타낸다. 입력층을 통해 입력 값이 들어오는 방향으로 출력층

의 각 노드에서 결과 값이 출력된다. 결과 값은 오차(Error)를 가지게 되는데 이 오차

는 다시 역방향으로 입력층까지 적용되어 나가면서 가중치가 업데이트된다.
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Error

Feedforward

Backpropagation

Input layer Hidden layer Output layer

Input layer Hidden layer Output layer
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2a

(1)
1a

(1)
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그림 3. 역전파 알고리즘(Back-propagation)의 수행 처리 과정

오차를 역전파하여 계속 업데이트 하는 이유는 신경망을 통해 더 나은 결과 값을 내

기 위해서 가중치를 조정하는데 오차가 영향을 주기 때문이다. 수십, 수백 개의 노드가

연결되어 수많은 가중치의 조합으로 구성된 DNN 모델은 특정 노드의 가중치를 계산

하기 위해 효율적인 방법이 필요하다.

확률론적 경사하강법(SGD; Stochastic Gradient Descent)은 수많은 신경망 내의 가

중치 조합의 계산을 효율적으로 처리하기 위해 고안되었다. 그림 4는 확률론적 경사하

강법을 통해 매개변수를 평가하고 값을 조정하면서 손실함수(Loss Function)를 최소화

하는 값을 구하는 접근 방법이다. 해당 그래프에서 기울기가 최소가 되는 점을 찾아가

기 위해 x축의 오른쪽으로 조금씩 이동해 나간다. 임의의 한 점에서 가중치 값이 시작

하여 오차함수의 낮은 지점을 찾아가기 위해 현재의 위치에서 미분하여 기울기를 구한

다. 확률론적 경사하강법은 모든 훈련 데이터에 대해 값을 평가하고 매개변수 업데이

트를 진행한다.
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Cost

Ww

Learning step

Minimum

그림 4. 확률론적 경사하강법(Stochastic Gradient Descent)

모델의 결과 값을 비교할 수 있는 표현인 손실 함수는 식 1과 같이 표현되며, 값은

목표 값, 는 출력 값으로 정의된다.

2

1

ˆcos ( ) ( )
n

i i
i

t W E y y
=

= = -å
(1)

확률론적 경사하강법은 식 2를 통해 최소의 손실 값을 찾기 위해 갱신되는 가중치

값을 찾아낸다. 이 알고리즘을 반복하면서 DNN 모델의 최적의 가중치를 찾게 되며

가중치를 갱신하는 단계는 전체적인 모델의 성능에 깊은 기여를 한다. 이때, 학습률

(learning rate)을 의미하는 는 0과 1 범위 사이의 값을 가진다. 이때 만약 학습률이

너무 크면 overshooting이 발생하여 학습이 제대로 수행되지 않을 수 있고, 학습률이

너무 작다면, 학습 시간이 매우 오래 걸린다는 문제가 발생한다. 따라서 손실함수의 임

의의 한 점에서 학습을 시작하여 최소값에 도달할 때까지의 학습률을 조정하는 것은

필수적이다. 본 연구에서 너무 크지도 않고 작지도 않은 최적의 학습률은 0.1로 정의하였

다.

new old
ij ij

ij

dEw w
dw

a= -
(2)
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DNN 모델에서 입력 신호는 여러 계층을 지나며 데이터가 가지는 특정한 패턴을 학

습해나간다. 은닉층이 깊게 쌓일수록 모델의 성능은 향상되지만 과도한 은닉층 수의

증가는 오히려 기울기 소실(Vanishing Gradient) 문제에 취약할 수 있다[13]. 이 문제

는 가중치를 갱신하기 위한 활성화 함수의 기울기 값이 0이 되어 제대로 학습이 수행

되지 않는 문제이다. 모델이 복잡해질수록 학습시간이 증가하며, 기울기 소실 문제는

딥러닝 모델에서 흔히 발생한다.

이 문제는 활성화함수를 조절하였다. 대표적인 활성화함수로 사용되는 sigmoid 함수

와 bipolar sigmoid 함수를 DNN 모델에 고려하였다. 그림 5와 같은 sigmoid 활성화함

수는 0과 1 사이의 출력 범위를 가진다. 식 3, 4는 sigmoid 함수의 관계식과 미분식이

다. 이러한 비선형적인 sigmoid 함수를 사용하였을 때 여러 은닉층을 거치면서 값이

현저하게 줄어드는 문제가 발생한다.

그림 5. Sigmoid 함수

1( )
1 xx
e

s -=
+ (3)

1 1( ) 1
1 1x xx
e e

s - -
æ ö= -ç ÷+ +è ø (4)
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이는 그림 6에서 보여주는 bipoalr sigmoid 활성화함수의 적용을 통해 완화시켰다.

Bipolar sigmoid 함수는 hypublic-tanh 함수라고도 하며, 출력 범위가 0과 1 사이인

sigmoid 함수에서 크기와 위치를 조절하여 출력 범위가 –1과 1로 확장된 형태이다.

Bipolar sigmoid 함수의 관계식과 미분식은 식 5, 6과 같다[14].

그림 6. Bipolar sigmoid 함수

( )
x x

x x
e ex
e e

s
-

-

-
=

+ (5)

2

( ) 1
x x

x x
e ex
e e

s
-

-

æ ö-
= - ç ÷+è ø (6)

두 함수를 비교했을 때 bipolar sigmoid 함수의 출력 범위가 넓고 더 큰 기울기를

가지기 때문에 학습을 하는 동안 결과 값에 수렴하는 속도가 더 빨랐다. 또한 이는 결

과적으로 기울기 소실 문제에서 sigmoid의 한계를 개선시켰다. 제안된 DNN 모델에서

사용한 활성화함수로는 sigmoid 함수 대비 회귀(Regression) 문제에 대하여 훨씬 좋은 성

능을 보여준 bipolar sigmoid 함수를 채택하였다.
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제2절 DNN 모델의 최적화

개발된 DNN 모델이 최적의 해를 찾아가기 위해 모델을 계속적으로 최적화해주는

과정은 필수적이다. 최적화는 신경망 분야에서 손실함수의 값을 최소화하는

hyper-parameter의 값을 찾는 것이다. 딥러닝은 수많은 모듈의 조합으로 이루어져 있

으며, 모듈과 함수가 많은 만큼 각각에 대한 hyper-parameter가 존재한다. 학습 알고

리즘을 데이터 셋에 적용시킬 때 작동하는 대표적인 값은 정해진 것이 없으며 모델의

성능에 가장 좋은 변수는 각 작업과 데이터 집합에 따라 다르다. 해당 모델을 학습시

킬 때 최적의 성능을 출력하기 위해 적절한 hyper-parameter 값을 찾아내는 것은 딥

러닝 모델 최적화의 중요한 목표이다.

본 연구에서는 오차를 분석하는 방법을 통해 여러 시행착오를 거치며 적절한

hyper-parameter를 찾아가는 방식을 사용했으며, 표 1에서 개발된 DNN 모델에 사용

된 최적의 hyper-parameter를 정리하였다. 이러한 방법은 오차 최소화를 기대할 수 있

으며 결론적으로는 최적의 조합을 구성하여 모델의 성능에 긍정적인 영향을 제공하였

다.

표 1. DNN 모델의 최적의 성능을 위해 고려되는 hyper-parameters

Hyper-parameter 설정 값 혹은 방법

학습률(Learning Rate) 0.1

활성화함수 Bipolar sigmoid 함수

일반화(Generalization) 교차검증법(Cross Validation)

학습 반복 횟수(Epoch) 100회

은닉층의 개수 유전자 알고리즘에 의해 선택

은닉노드의 개수 유전자 알고리즘에 의해 선택
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다층의 인공신경망 구조인 DNN 모델은 높은 복잡성(Complexity)을 가진다. 모델이

복잡해질수록 훈련 데이터에 대해서는 더 정확히 예측할 수 있다. 그러나 너무 복잡해

진 모델에 대해서는 훈련 세트의 각 데이터 포인트에 너무 민감해져 새로운 데이터에

잘 일반화되지 못한다. 개발된 DNN 모델이 입력된 데이터에 대해서 학습이 잘 이루

어졌지만 학습엔 사용되지 않았던 새로운 데이터에 대해서도 잘 작동하는지 모델을 검

증하는 것이 필요하다. 훈련 데이터로 모델을 학습시킬 때 가능한 정확하게 일반화를

해야 좋은 모델과 적용이 가능하다. 따라서 본 연구에서는 과적합(Overfitting) 문제를

해결하기 위해 특정한 데이터 셋에 대해서만 과적합이 발생하지 않도록 다양한 데이터

셋을 지정하여 모델을 검증하는 교차검증법(Cross Validation)을 이용하였으며, 이는

그림 7에서 개략적으로 보여준다.

그림 7. 교차검증법(Cross Validation)

전체 데이터 셋을 개발 데이터(Development Data)와 테스트 데이터(Test Data)로

분류하여 학습하였다. 훈련(Training) 및 검증(Verification)데이터 셋은 개발 데이터 셋

이라고도 하며 학습을 위해 사용된 데이터이고, 테스트 데이터 셋은 학습에는 사용되

지 않은 별도의 데이터이며 훈련을 통해 학습된 모델의 성능을 검증하는 지표로 이용

하였다. 훈련 데이터에서 측정한 error를 training error라고 하며 학습하지 않은 새로

운 입력 값에 대한 error의 기댓값은 test error라고 정의한다. 이 때, test error를 최소

화하는 것이 딥러닝의 궁극적인 목적이다.
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학습 반복 횟수인 Epoch은 한 번의 epoch은 인공신경망에서 전체 데이터 셋에 대하

여 전방향 및 역방향 알고리즘을 통해 한 번의 학습을 완료할 때를 의미한다. 모델을

설계할 때 과소적합(Underfitting)과 과적합을 방지하기 위해 적절한 epoch을 100으로

설정하였다.

또한 성공적인 예측 모델을 위한 DNN 모델의 적용은 은닉층의 개수 및 은닉노드의

개수인 네트워크 구조에 따라 큰 영향을 받는다. 은닉층과 은닉노드의 수를 최적화 시

켜주는 것이 중요한데, 이는 유전자알고리즘(Genetic Algorithm)을 이용하여 선택되도

록 정의하였다. 유전자알고리즘은 인간 유전자의 변천과정을 본뜬 AI 기법으로 인간

유전자의 선택, 교차 및 돌연변이 과정을 거친다는 과정에서 착안하여 설계되었으며,

각 개체의 환경에 대한 적합의 비율을 평가하는 값인 적합도함수(Fitness Function)를

이용하여 최적화 하는 기법이다[15]. 그림 6은 유전자알고리즘의 작동 과정을 단계별로

도식화하였다.

그림 8. 유전자 알고리즘의 단일 개체 구조

유전자알고리즘은 한 세대의 개별적인 집합을 무작위로 초기화한다. 그런 다음 각

개별 셋은 사전에 결정된 적합도함수에 의해 정의된 기준에 따라 평가되며, 선택된 개

체는 선택, 교차 및 변이 연산자를 통해 차세대로 진화한다. 이러한 과정의 반복이 종

료되는 시점은 정의한 횟수이거나 유전자알고리즘 자체에서 원하는 기준을 만족하는

평과 결과에 도달할 때 이며, 최종적으로는 최적화된 결과 값을 출력한다.
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유전자 알고리즘을 설계할 때, 최적해의 정확한 값이나 패턴을 알지 못하기 때문에

목표 적합도를 추정해야하며, 적절한 목표 적합도가 설정되지 않는 경우는 알고리즘이

계속 반복되기 때문에, 매우 복잡한 문제를 풀 때는 목표 적합도뿐만 아니라 최대 반

복 횟수도 같이 설정해주었다. 모델링된 DNN에 적용된 유전자알고리즘 조건은 다음

과 같이 설정하였다. 최대 세대 반복 수(Max Generation)는 10번, 교차 확률

(Crossover Probability)은 100 %, 돌연변이 확률(Mutation Probability)은 5 %, 파라미

터 최적화를 위한 개체의 크기는 20이다.

유전자알고리즘에 의해 선택된 DNN 모델의 은닉층과 은닉노드의 개수는 다음 표 2

에서 보여준다. PAR가 작동하였을 때와 작동하지 않았을 때를 구분하여 각 파단 위치

및 파단 사이즈에 대한 은닉층의 개수와 각 층에 대한 은닉노드의 개수이다.

표 2. 유전자알고리즘에 의해 선택된 최적의 은닉층 및 은닉노드의 개수

LOCA 파단

위치

LOCA

파단 크기

최적의

은닉층의

개수

최적의 은닉노드의 개수

PAR가 작동하지 않은 경우

저온관
소형 6 16-16-20-17-5-15

대형 10 12-18-9-12-7-20-11-16-11-20

고온관
소형 5 20-19-8-19-6

대형 7 7-7-19-19-10-15-19

증기발생기 세관
소형 5 20-8-15-6-12

대형 8 13-16-15-15-16-13-12-15

PAR가 작동한 경우

저온관
소형 6 8-20-15-10-5-6

대형 10 16-15-12-16-18-7-20-18-16-6

고온관
소형 6 8-11-19-20-13-9

대형 10 17-16-20-7-16-18-18-6-16-15

증기발생기 세관
소형 4 12-13-9-13

대형 9 19-12-8-12-16-12-13-6-8
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제3장 수소농도 예측을 위한 Deep Learning 예측

모델 적용

제1절 Simulation을 통해 획득한 데이터

제안된 DNN 모델은 중대사고 상황 시 격납건물 내 수소농도를 예측하기 위해 적용

되었다. 예측 모델을 학습시키기 위해서는 원전 중대사고 관련 데이터가 필요하다. 하

지만 중대사고 상황에 대한 원전 데이터를 사용하는 것은 불가능하며, 실제 데이터를

획득하기 어렵다는 한계가 존재한다. 본 연구에서는 원하는 사고 조건을 만족하면서

최적의 결과를 얻기 위하여 제안된 모델에 대한 훈련 및 테스트 데이터는 중대사고 해

석 코드인 MAAP을 이용하였다. MAAP 코드에서 설정한 시뮬레이션 조건은 다음 표

3과 같다.

표 3. MAAP 시뮬레이션 조건

Event

Initiatebreak(LOCA) intheprimarysystem

Open the valves on the lines connecting the bottoms of the

tanks to the downcomer

Open the valves on the lines connecting the tops of the

tanks to cold legs

Motor-driven AFW is locked off or automatically controlled

Upper and lower compartment sprays are forced on, locked

off, or automatically controlled

Safety Injection HPI forced OFF/LPI forced OFF

Break Position

Cold-leg

Break Size(600)

Small break (30)

Large break (170)

Hot-leg
Small break (30)

Large break (170)

SGT
Small break (100)

Large break (100)

Operation Status Passive Autocatalytic Recombiner(PAR) ON/OFF
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노심 노출 등의 상황이 발생 시 지르코늄 피복관의 산화 반응에 의해 발생된 수소는

1차 압력경계에서의 누설로 인해 격납건물 내에 축적되기 때문에 OPR1000 발전소 노

형에 대한 일부 LOCA 상황을 모사하였다. 또한 노심 손상 및 수소 발생을 가속화하

기 위해 중대사고로 진행될 LOCA를 모델링하도록 능동 안전 주입 시스템을 포함한

안전 시스템들은 작동하지 않는 조건을 가정하였다. LOCA가 발생된 파단 위치는 저

온관, 고온관, 증기발생기 세관으로 구분하였다.

해당 위치에서 모사된 배관의 크기는 저온관 내부 지름은 0.762m, 고온관 내부 지름

은 1.0668m, 증기발생기 세관 내부의 지름은 0.0169m이다. 저온관과 고온관의 경우에

절단된 크기는 1/5000부터 최대 절단크기의 1/2까지 범위 내에서 크기를 나누어 설정

하였고 증기발생기 세관의 파단 크기는 11부터 210까지를 범위로 설정하였다. 각 파단

위치에서 200가지씩 총 600가지의 사고 시나리오 데이터를 획득하였다. 파단 크기는

대형파단사고와 소형파단사고로 분류하여 고온관 및 저온관은 소형 파단크기 데이터는

30개, 대형 파단크기 데이터는 170개로 구분하였고 증기발생기 세관은 소형 및 대형

파단크기를 각각 100개씩으로 구분하였다.

원자력발전소에는 설계기준사고 이후 격납건물 내에는 지르코늄과 물과의 반응, 건

설자재의 부식, 노심과 배수조내 수용액의 방사화에 의해 생성되는 수소기체의 축적을

제어하기 위해 설치되는 가연성기체제어계통이 존재한다. 그 중 피동형촉매재결합기

(PAR)의 작동 여부를 추가적으로 고려하여 PAR가 작동했을 때와 하지 않았을 때의

수소농도에 대한 데이터를 각각 획득하였다.

PAR는 별도의 에너지원의 공급 없이 자동으로 구동이 가능한 시스템이며 산소, 질

소, 기타 습분과 5% 정도까지의 수소를 포함하는 기체를 처리할 수 있다. 격납건물 내

수소농도를 최소 연소 제한치인 체적분율 4% 미만으로 유지하도록 제어하는 역할을

수행한다. 결과적으로 격납건물 대기에서 산소를 이용한 수소의 촉매 산화에 기반하여

수소 농축으로 인한 폭발을 억제하기 위해 원자력발전소를 보호하고 중대사고 상황을

완화하기 위해 사용된다. PAR를 고려하여 가정된 시나리오를 통해 획득한 중대사고

데이터는 수소 농도를 예측하기 위한 입력 및 출력 데이터로 사용되었다.

MAAP을 통해 획득한 데이터를 기반으로 DNN 모델의 학습에 사용된 입력 신호와

출력 신호는 다음과 같다. 입력 신호로 원자로 정지 이후 경과된 시간, LOCA 파단 크

기, 격납건물 압력을 이용하였고 출력 신호는 수소 농도를 이용하였다. 중대사고 조건

에서 원전 내 계측기들은 외부적인 영향을 받아 해당 기기의 건전성을 신뢰할 수 없기

때문에 불확실성을 고려하여 제한된 신호만을 입력 데이터로 사용한다고 가정하였다.
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LOCA 관련 사고는 LOCA 발생 위치 및 크기에 대한 값은 정확하게 감지되지 않기

때문에 식별되고 예측해야 한다. 따라서 DNN 모델의 입력 신호로 사용된 LOCA의 파

단 크기에 대한 데이터는 이전 연구에서 얻은 것이다. 선행된 연구[16, 17]에서 LOCA

의 각 파단 위치에 대한 크기는 0.4% 이내의 RMS 오차가 발생하므로 정확하게 예측

할 수 있음을 확립했다. 이러한 이유로 LOCA 파단 크기는 격납건물에서 수소 농도를

예측하기 위한 입력 변수로 사용되었다.

제2절 DNN 모델 성능 결과

개발된 DNN모델의 예측 정확도는 DNN 모델이 학습할 때 사용하지 않은 새로운

데이터를 얼마나 잘 맞추는지에 대한 여부로 결정하기 때문에 테스트 데이터로 정확도

를 평가하였다.

수치예측 모델을 평가하기 위한 지표로 평균 제곱근 오차(Root Mean Square Error)

의 방법을 사용하였다. 식 5는 RMS 오차에 대한 식이다. 예측값과 실제 값의 차이를

계산하여 모델 간의 잔차를 비교하는데 사용되었다. DNN 모델이 실제 데이터에 대해

예측한 결과가 어느 정도의 오차가 존재하는 가늠할 수 있는 척도로 제곱 오차의 값이

작을수록 해당 모델이 좋은 성능을 보인다는 것으로 판단할 수 있다.

2

1

1 ˆ( )
n

i
i

RMSE y y
n =

= -å (5)
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개발된 DNN 모델을 이용하여 중대사고 시 격납건물 내 수소농도를 예측한 결과는

다음과 같다. 각 파단 위치에서 PAR의 작동 여부에 따라 데이터를 얻었다. 표 3은 저

온관 LOCA 사고시 DNN 모델을 수행한 결과이다. PAR가 작동하지 않았을 때 개발

데이터에 대한 RMS 오차는 각각 소형과 대형 파단에 대하여 약 0.20%, 0.15%이며,

테스트 데이터에 대한 RMS오차는 약 0.25%, 0.18%이다. PAR가 작동했을 때는 개발

데이터에 대한 RMS 오차는 각각 약 0.19%, 0.13%이며, 테스트 데이터에 대한 RMS

오차는 약 0.26%, 0.08%이다. 그림 9는 저온관 소형 LOCA 사고시 격납건물 압력에

대한 수소농도 그래프이고 그림 10은 저온관 대형 LOCA 사고시 격납건물 압력에 대

한 수소농도 그래프이다. 수소농도는 약 6%까지 증가하였고 PAR가 작동하지 않았을

때 더 높은 수소농도를 가진다. MAAP을 시뮬레이션하여 얻은 목표 값(Target Value)

과 DNN 모델을 통해 예측된 값(Predicted Value)을 동시에 보여주고 있으며, 예측된

값이 목표 값을 잘 따라는 것으로 보아 DNN 모델이 수소농도 예측 값을 정확하게 예

측한 것을 알 수 있다.

표 4. 저온관 LOCA 사고시 DNN 모델의 수행결과

PAR
LOCA

파단 크기

Development 데이터 Test 데이터

RMS

오차(%)

최대 RMS

오차(%)

RMS

오차(%)

최대 RMS

오차(%)

작동

안함

소형 0.2060 3.2882 0.2514 0.9973

대형 0.1493 3.0534 0.1811 0.4929

작동
소형 0.1927 2.9367 0.2629 0.7274

대형 0.1317 0.4438 0.0801 0.5266
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(a) PAR가 작동했을 때 Test 데이터에 대한 수소농도 예측

(b) PAR가 작동하지 않았을 때 Test 데이터에 대한 수소농도 예측

그림 9. 저온관 소형 LOCA 사고시 격납건물 압력에 대한 수소농도
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(a) PAR가 작동했을 때 Test 데이터에 대한 수소농도 예측

(b) PAR가 작동하지 않았을 때 Test 데이터에 대한 수소농도 예측

그림 10. 저온관 대형 LOCA 사고시 격납건물 압력에 대한 수소농도
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표 4는 고온관 LOCA 사고시 DNN 모델을 수행한 결과이다. PAR가 작동하지 않았

을 때 개발 데이터에 대한 RMS 오차는 각각 소형과 대형 파단에 대하여 약 0.20%,

0.07%이며, 테스트 데이터에 대한 RMS오차는 약 0.28%, 0.24%이다. PAR가 작동했을

때는 개발 데이터에 대한 RMS 오차는 각각 약 0.22%, 0.10%이며, 테스트 데이터에

대한 RMS 오차는 약 0.25%, 0.28%이다. 그림 11은 고온관 소형 LOCA 사고시 격납건

물 압력에 대한 수소농도 그래프이고 그림 12는 고온관 대형 LOCA 사고시 격납건물

압력에 대한 수소농도 그래프이다. 고온관 LOCA 사고의 경우 마찬가지로 예측 값이

목표 값을 잘 따라가고 있는 것을 확인하였다. 고온관 LOCA 사고시 저온관 LOCA 사

고에 비해 규모가 크고 더 위험한 상황임에 따라 격납건물 압력 대비 약 7%까지 수소

농도가 증가하였다.

표 5. 고온관 LOCA 사고시 DNN 모델의 수행결과

PAR
LOCA

파단 크기

Development 데이터 Test 데이터

RMS

오차(%)

최대 RMS

오차(%)

RMS

오차(%)

최대 RMS

오차(%)

작동

안함

소형 0.2074 1.3032 0.2821 0.7014

대형 0.0728 1.4278 0.2425 0.8902

작동
소형 0.2227 1.8302 0.2459 0.6467

대형 0.0998 0.7874 0.2788 1.1818
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(a) PAR가 작동했을 때 Test 데이터에 대한 수소농도 예측

(b) PAR가 작동하지 않았을 때 Test 데이터에 대한 수소농도 예측

그림 11. 고온관 소형 LOCA 사고시 격납건물 압력에 대한 수소농도
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(a) PAR가 작동했을 때 Test 데이터에 대한 수소농도 예측

(b) PAR가 작동하지 않았을 때 Test 데이터에 대한 수소농도 예측

그림 12. 고온관 대형 LOCA 사고시 격납건물 압력에 대한 수소농도
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표 5는 증기발생기 세관파열 사고시 DNN 모델을 수행한 결과이다. PAR가 작동하

지 않았을 때 개발 데이터에 대한 RMS 오차는 각각 소형과 대형 파단에 대하여 약

0.42%, 0.13%이며, 테스트 데이터에 대한 RMS오차는 약 1.0%, 0.15%이다. PAR가 작

동했을 때는 개발 데이터에 대한 RMS 오차는 각각 약 0.37%, 0.10%이며, 테스트 데

이터에 대한 RMS 오차는 약 1.1%, 0.17%이다. 그림 13은 증기발생기 세관파열 사고

시 소형 파단인 경우 격납건물 압력에 대한 수소농도 그래프이고 그림 14는 증기발생

기 세관파열 사고시 대형 파단인 경우 격납건물 압력에 대한 수소농도 그래프이다. 증

기발생기 세관파열 사고의 경우 수소농도는 4%를 넘지 않았다.

표 6. 증기발생기 세관파열 사고시 DNN 모델의 수행결과

PAR
LOCA

파단 크기

Development 데이터 Test 데이터

RMS

오차(%)

최대 RMS

오차(%)

RMS

오차(%)

최대 RMS

오차(%)

작동

안함

소형 0.4247 12.6421 0.9753 9.0195

대형 0.1317 1.4973 0.15 0.718

작동
소형 0.3719 15.2236 1.0944 9.7776

대형 0.1060 1.1332 0.1679 0.8718

PAR의 작동 여부에 따라 격납건물 압력 대비 수소농도의 차이가 존재했다. PAR가

작동 불능이라는 가정일 때, 저온관과 고온관 LOCA 사고시 PAR가 항상 작동하는 상

황일 때보다 수소농도 값이 높은 것을 확인했다. 하지만 증기발생기 세관파열 사고시

에는 PAR가 작동이거나 아닐 때 모두 큰 차이가 존재하지 않았다.

MAAP에서 획득한 데이터를 이용하여 DNN 모델의 성능을 평가해보았을 때, 모든

파단 위치에서 약 1% 이하의 RMS 오차를 나타낸다. 따라서 모든 위치에서 DNN 모

델이 성공적으로 수소농도를 예측하였다고 평가된다.
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(a) PAR가 작동했을 때 Test 데이터에 대한 수소농도 예측

(b) PAR가 작동하지 않았을 때 Test 데이터에 대한 수소농도 예측

그림 13. 증기발생기 세관파열 사고시 소형 파단일 때

격납건물 압력에 대한 수소농도



- 24 -

(a) PAR가 작동했을 때 test 데이터에 대한 수소농도 예측 성능

(b) PAR가 작동하지 않았을 때 test 데이터에 대한 수소농도 예측 성능

그림 14. 증기발생기 세관파열 사고시 대형 파단일 때

격납건물 압력에 대한 수소농도
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제4장 결론

원자력발전소가 심각한 사고의 진행에 따라 복합적인 이유로 인해 격납건물 내로 방

출된 수소는 대기 중에 축적되어 대기 중 4% 이상의 체적비를 갖게 되면 폭발할 가능

성이 높아진다. 따라서 격납건물의 건전성을 확보하기 위해 수소 농도를 4% 이하로

유지하는 것은 매우 중요하다. 이러한 중대사고 상황 시 격납건물 내 수소 농도가 위

험 수준을 초과하기 전 운전원이 적절한 조치를 취하기 위해서 수소 농도는 원자력발

전소에서 항시 감시해야하는 중요한 안전 매개 변수 중 하나이지만 사고 상황에 노출

된 계측기의 신뢰성이 확보되지 않은 상황에 직면할 수 있다.

본 연구에서는 DNN 모델을 사용하여 LOCA 발생 시 고압 및 저압 안전주입계통이

모두 작동하지 않는 상황에서 격납건물 내의 수소 농도를 예측하는 연구를 수행했다.

DNN 모델을 학습시키고 평가하기 위해 사용된 데이터는 중대사고를 모사하기 위해

OPR1000 발전소 노형이 모델링된 MAAP 코드를 사용하였다. 이 때, 발전소 내 극한

의 상황을 고려하여 최소한의 측정 신호만을 이용하였다고 가정하여 데이터를 획득하

고 적용하였다. MAAP을 통해 시뮬레이션된 현상은 저온관 및 고온관 LOCA와 증기

발생기 세관 파열 사고에 대하여 각각 소형 및 대형 크기에 대한 파단 사고를 초기 조

건으로 고려하였다. 획득한 데이터를 기반으로 적절한 hyper-parameter에 대한 설정과

유전자알고리즘 등에 의해 최적화된 DNN 모델을 사용하였고, 최소자승법을 이용하여

개발된 DNN 모델의 예측 성능을 평가하였다.

저온관 및 고온관 LOCA 사고의 경우 PAR가 작동했을 때와 작동하지 않았을 때 모

두 테스트 데이터에 대한 평균 RMS 오차는 전체적으로 0.3% 미만으로 수소 농도를

예측하였다. 증기발생기 세관파열 사고의 경우는 최대 약 1% 정도의 테스트 데이터에

대한 평균 RMS 오차를 나타내었다.
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본 연구는 중대사고 상황 시 계측에 대한 부분을 인공지능 방법을 이용한 연구를 통

해 정확도 높은 예측이 가능하다면 선제 대응 및 원인 분석에 대한 시간을 확보하려는

묵표를 가지고 연구를 진행하였다. 일부 LOCA를 모사한 시뮬레이션의 데이터를 이용

하여 학습된 DNN 예측 모델은 전체적으로 1% 이내의 RMS 오차 수준을 통해

MAAP에서 획득한 계측 값에 대하여 꽤 정확하게 예측이 되었다고 판단되었다.

개발된 딥러닝 기반의 DNN 모델을 원전에 적용 가능할시 LOCA 상황이 발생하고

안전주입계통이 작동하지 않는 중대사고시에도 더욱 심각한 상황으로 진행될 가능성을

완화시킬 수 있을 것이다. 운전원들이 DNN 모델을 통해 예측된 격납건물 내 수소 농

도에 대한 정보를 제공받을 수 있다면, 사고상황에 대한 부정확한 판단의 가능성을 낮

추고 효율적인 사고 예지 및 대응을 통해 격납건물의 무결성을 유지하는데 도움이 될

것이다.
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