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ABSTRACT

Design of ELM Predictor using TSK Fuzzy Rule and Random

Clustering

Yeom, Chan-Uk

Advisor : Prof. Kwak, Keun Chang, Ph. D.

Dept. of Control and Instrumentation Eng.,

Graduate School of Chosun University

In this paper propose an ELM predictor using TSK fuzzy rule and

random clustering method to improve the prediction performance of ELM

predictor. The TSK-based ELM model consists of a structure that uses a

linear function in place of a weight and sets the center of the cluster

at random. There is no weight between the input layer and the hidden

layer, and the weight between the hidden layer and the output layer is a

linear equation. We propose method generates meaningful rules by using

the if-then rule. Also, it’s improves the performance of the predictor

by randomly generating the cluster center through the initial membership

matrix. Experiments were compared with existing ELM predictors using

function approximation, Boston Housing, and Auto-MPG data. Experimental

results showed that the proposed method showed better performance than

the conventional ELM predictor.
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제 장 서론1

머신 러닝 은 인공지능의 한 분야로서 데이터라는 형태로(Machine Learning) ,

얻어지는 경험 으로부터 특정한 목표 작업 에 대한 성능(Experience) (Task)

을 향상 시키는 일련의 과정으로 정의된다 머신러닝은 컴퓨터가 대(Performance) .

량의 데이터로부터 귀납적 추론을 통해서 스스로 새로운 지식을 도출 가능하게 한

다 이러한 머신 러닝은 크게 지도 학습 또는 교사 학습[1]. (Supervised Learning)

과 비지도 학습 또는 자율 학습 으로 나눌 수 있다 지도(Unsupervised Learning) .

학습은 각각의 객체 별로 속성에 대한 입력 벡터와 목표치가 주어진 학습 데이터

들이 존재 할 때 이 데이터들로부터 하나의 함수를 유추하여 새로운 객체에 대한,

목표치를 예측하는 방법이다 지도 학습은 주로 예측 문제에 활용되. (Prediction)

며 목표치의 형태에 따라서 분류 문제 회귀 문제, (Classification) , (Regression)

등에 활용된다 비지도 학습은 데이터를 설명해 줄 수 있는 특성을 발견하기 위한.

방법으로 군집화 문제 밀도 추정 그리고 차원(Clustering) , (Density Estimation),

축소 등에 활용된다 그 밖에도 지도 학습과 비지도(Dimensionality Reduction) .

학습의 특성을 결합한 반지도 학습 과 현재 상태에(Semi-supervised Learning)[2]

서 어떠한 행동을 취하는 것이 최적인지를 학습하는 강화 학습(Reinforcement

이 있다Learning)[3] .

머신 러닝의 지도 학습의 방법인 모델은ELM(Extreme Learning Machine) Huang

등에 의하여 제안된 방법으로 방사 기저 함수 를 가, (RBF, Radial Basis Function)

지는 단일층 전향 신경망을 기반으로 하는 구조를 가지고 있다 모델은 여러. ELM

분야에서 많은 연구가 진행 되었다.

이론적인 연구로는 딥 러닝 을 기반으로 한 커널(Deep Learning) ELM(KELM,

모델 모델과 같은 배치 학습Kernel Extreme Learning Machine)[4] , ELM (Batch

방법이 발표된 이후 데이터들이 빅데이터화 되면서 데이터 집합의 크Learning) ,

기가 거대해졌다 이러한 경우 은닉층 출력 행렬의 크기 또한 커지기 때문에 계산.

시간과 알고리즘을 개발하는데 많은 노력이 필요하다 앞에서 언급된 문제들을 해.

결하기 위해 학습을 위한 데이터를 덩어리 단위 혹은 하나씩(Chunk-by-Chunk)

처리하고 새로운 데이터가 입력될 때 마다 다시 학습 할 필요가 없(One-by-One) ,

는 순차적 모델ELM(OS-ELM, Online Sequential-Extreme Learning Machine)[5] ,
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불균형적인 클래스 분포를 가지고 있는 데이터를 처리하기 위해서 데이터를 평형

데이터로 일반화 시키는 가중치 ELM(WELM, Weighted Extreme Learning

모델 네트워크에 숨겨진 노드 매개 변수가 이전의 학습에서 얻은 값Machine)[6] ,

으로 매개 변수 값을 생성하는 자기 적응형 진화 ELM(SAE-ELM, Self-Adaptive

모델 등이 연구 되어왔다Evolutionary Extreme Learning Machine)[7] .

분류기에 대한 연구로는 이 제안한 분류기로 일반적인 신경회로ELM Huang[8] ,

망에서 사용되고 있는 역전파 알고리즘은 학습 하는 시간이 길(Back-Propagation)

다는 단점이 있다 이와 같은 단점을 보완하기 위해서 입력층과 은닉층 사이의 가.

중치의 학습을 생략하는 방법이다 은 컨볼루션 신경회로망. Niki Martienel[9]

과 분류기를 결합한 성능이 컨볼루션 신경회모(Convolution Neural Networks) ELM

랑과 서포트 벡터 머신 을 결합한 분류기보다 높은(SVM, Support Vector Machine)

분류 성능을 보였다 는 분류기를 기반으로 원본 고해상도의 이미지. Le AN[10] ELM

의 고주파 구성 요소들을 대상 값으로 사용하고 저해상도 이미지의 구성 요소를,

분류기에 학습 한 뒤 저해상도 이미지가 주어지면 학습을 통해서 고해상도ELM ,

이미지가 생성되는 연구를 하였다 은 입력을 각각의 데이터가 아닌 지. Huang[11]

역 을 사용하는 국부 지역 수신(Field) ELM(ELM-LRF, Extreme Learning Machine

모델을 연구하였고 컨볼루션 신경회로망보다 높은 분류Local Receptive Fields) ,

성능을 보였다 는 동작 표현은 퍼지 벡터 양자화를 하. Alexandros Iosifidis[12]

고 동작 분류에서는 피드 포워드 신경망 을 통해 시, (Feedforward Neural Network)

각에 독립적인 수행하는 최소 클래스 분산 ELM(Minimum Class Variance Extreme

모델을 제안한다 는 학습 형상을 분할하여Learning Machine) . Zhige Xie[13] 3D

각각의 세그먼트들을 분류기를 통해 학습하고 검증 단계에선 앞에서 얻어진ELM ,

세그먼트들과 검증 형상의 세그먼트들 사이의 활성 윤곽을 구해 최종적인 세그3D

먼트들을 구하는 연구를 하였다 는 기존의 교통 표지판 인식 성능. Yujun Zeng[14]

을 향상시키기 위해서 색 공간을 이용한 커널 ELM(Deep Perceptual-Kernel

을 연구하였고 기존의 방법들 보다 높은 인식 성능을Extreme Learning Machine) ,

보였다 은 음성 감정 인식에서 음성 데이터로부터 높은 수준의 특징. Kun Han[15]

을 추출하기 위해 딥 신경회로망 를 이용하여 음성 세(DNN, Deep Neural Network)

그먼트에 대한 감정 상태 확률 분포를 생성한다 그런 다음 세그먼트 수준의 확률.

분포로부터 발화 수준의 특징을 구성하고 이런 발화 수준 특징을 을 통해 음, ELM

성을 분류하는 음성 감정 인식 분류기를 연구하였다.
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최근에는 예측 문제에 대한 연구도 활발하게 진행되고 있다 국내에서 지방 소.

도시의 단기 물 수요 예측의 적용성을 높이기 위한 모델 연구 을 사ELM [16], ELM

용하여 기상요소를 분석하고 일별 태양광 발전량을 예측하는 모델 연구 그, [17],

리고 을 이용한 일별 최대 전력 수요 예측 알고리즘 개발 특수일 최대 전ELM [18],

력수요 예측 모델 개발 정수장 운영 효율을 올리기 위한 기반의 물 수요[19], ELM

예측기 연구 등이 있다 국외에서는 광전자 신호를 예측하는 모델[20] . ELM [21],

환자의 신체 상태를 나타내는 데이터를 이용하여 병을 진단하는 모델ELM [22-23],

그리고 을 이용한 독일의 네카강 의 수위 예측 모델 연구OS-ELM (Neckar River) [24]

를 진행했다 은 전기 가격 예측에 사용되던 인공 신경회로망. Xia Chen[25] (ANN,

의 역전파 알고리즘 등에 의해 학습 속도가 느리고Artificial Neural Network) ,

국부 최소해 에 빠질 수 있는 단점을 보완하기 위해 피드 포워드(Local Minimum)

신경회로망 기반의 예측기를 사용하여 학습 시간을 단축하였고 좋은 성능을ELM ,

보였다 는 풍력 발전소의 운영에 사용되는 측정 상. Beatriz Saavedra-Moreno[26]

관 예측 방법 을 그룹 데이터 처리 방법(MCP, Measure-Correlate-Predict Methods)

과 를 통해 예측하는 연구를 하였다(GMDH, Group Method of Data Handling) ELM .

은 자체 적응으로 임계 값을 수정하는 변형된 에이다부스트Hui-Xin Tian[27]

와 을 결합한 앙상블 예측(AdaBoost) ELM ELM(Ensemble Extreme Learning Machine)

기를 개발하여 강철의 온도를 예측하는 연구를 하였다 는 예측기의. Qi Yu[28] ELM

성능을 일반화시키고 은닉층의 노드 수를 줄여 구조적인 복잡함을 해결하기 위해,

델타 테스트 예측기를 개발하- ELM(DT-ELM, Delta Test-Extreme Learning Machine)

였다 는 확률적 단기 풍속 예측을 위한 경험적 웨이브렛 변환. Jianzhou Wang[29]

과 가우시안 프로세스 회귀(EWT, Empirical Wavelet Transform) (GPR, Gaussian

과 을 결합한 예측기를 연구하였다Process Regression) ELM .

위 연구들의 결과들을 보면 분류기의 분류 성능은 대체적으로 잘 나오는ELM

것을 알 수 있다 하지만 예측기의 예측 성능은 일정하지 못했다 그 이유로. ELM .

첫 번째 데이터가 저차원이거나 고차원 또는 선형적이거나 비선형적으로 데이터,

의 형태에 따라서 예측 성능이 달랐다 두 번째 입력층과 은닉층 사이에 있는 가.

중치의 문제로 의미 있는 규칙을 찾지 못한다 마지막으로 세 번째 성능을 높이기.

위해서 은닉층 노드의 수를 크게 해야 한다.

따라서 본 논문에서는 예측기의 문제점들을 보완 할 수 있도록 퍼지, ELM TSK

규칙 과 랜덤 클러스터링 을(Takagi-Sugeno-Kang Fuzzy Rule) (Random Clustering)
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이용한 예측기를 설계한다ELM .

퍼지 규칙과 랜덤 클러스터링을 이용한 예측기는 기존에 사용된 퍼지TSK ELM

클러스터링 방법의 활성 함수가 아닌 랜덤한 방법에 의해 클러(Fuzzy Clustering)

스터 중심을 초기화하는 방법을 사용한다 이렇게 함으로써 의미 있는 퍼지 규칙.

을 생성하고 적은 수의 규칙으로도 좋은 성능을 나타 낼 수 있다 제안된 알고리, .

즘의 성능을 확인하기 위해 차 함수 차 함수 다차원 데이터 등의 다양한 예측1 , 2 ,

문제들을 적용하여 기존의 방법과 성능을 비교하였으며 본 논문에서 제안하는 알,

고리즘이 우수한 성능을 보였다.

본 논문의 구성은 다음과 같다 장은 서론으로 시작하여 장에서는 모델. 1 , 2 ELM

에 대한 설명과 분류기 예측기에 대한 설명을 한다 장은 제안하는 방법인, . 3 TSK

기반의 예측기에 사용된 퍼지 모델과 랜덤 클러스터링 방법들에 대한 설ELM TSK

명하고 장에서는 데이터베이스에 대한 설명과 실험 결과 및 분석을 한다 마지, 4 .

막으로 장에서는 결론으로 논문을 마무리 한다5 .
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제 장 모델2 ELM

제 절 의 구조1 ELM

모델은 등에 의하여 제안된 방법으로 방사 기저 함수ELM Huang[8, 30] , (RBF,

를 가지는 단일층 전향 신경망을 기반으로 한다 구조는Radial Basis Function) .

입력층 은닉층 그리고 출력층으로 되어 있다 그림 은 모델의 구조를 나, , . 2.1 ELM

타낸다[31].

그림 구조2.1 Extreme Learning Machine

은닉층의 노드 수는 사용자에 의해 결정된다 입력층과 은닉층 은닉층과 출력. ,

층 사이에는 서로를 연결해 주는 가중치 가 존재하며 입력 값, 를 출력 값

로 대응 시켜주는 비선형 함수의 역할을 한다 은닉층에 사용되는 기저 함수로는.

일반적으로 시그모이드 함수를 주로 사용한다 최급경사법(Sigmoid) . (Grdient

기반의 일반적인 신경회로망의 학습은 좋은 성능을 얻기 위해 많Descent Method)

은 반복 학습을 필요로 한다 하지만 적절하지 못한 학습들로 인하여 낮은 적응성.

을 보이거나 종종 국부 최소해에 수렴하거나 과잉적합 되는 단점을(Over Fitting)
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가지고 있다 그러나 모델의 출력 가중치들은 반복적인 학습 구조 대신에 모. ELM

어 페로스의 일반화 역행렬 에 의해 분석적으(Moore-Penrose Generalized Inverse)

로 계산되어짐으로 반복적인 학습을 하지 않는다.

모델은 일부 파라미터들을 임의의 값으로 고정시키고 한 번의 학습을 통해ELM

모델을 구성하는 신경회로망이다 학습 속도가 빠르면서 좋은 성능을 보여준다. .

식 은 의 기본적인 구조를 나타낸다 식 으로 모델의 학습 과정을(2.1) ELM . (2.1) ELM

설명한다[32].

(2.1)

식 에서(2.1) 와 는 임의로 할당되는 가중치이며, 는 입력 값을 는

출력 값을 나타낸다 여기서. 는 번째 은닉층 노드와 입력층들의 사이를 연결

하는 가중치로 임의의 값으로 초기화된다. 는 은닉층 노드들과 출력층을 연결하

는 가중치이다. 는 서로의 내적을 의미하기 때문에 식 은 식 식(2.1) (2.2),

식 로 표현 할 수 있다(2.3), (2.4) .

(2.2)

여기서 식 에 있는 행렬을 풀어보면 식 식 식 과 같이, (2.2) (2.3), (2.4), (2,5)

표현 할 수 있다.













(2.3)











 (2.4)
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









 (2.5)

식 의 행렬(2.3) 는 전방향 신경회로망에서 은닉층의 출력을 나타낸다 행렬.

를 최소화 시키는 최소 자승법 의 해는(LSE, Least Square Estimation) 로 식

과 같다 식 은 최소 자승방법을 사용한 것을 보여준다(2.4) . (2.6) .

(2.6)

위의 식 에서 구해진 값에서 행렬(2.6) 를 무어 페로스의 일반화된 역행렬로-

표현하게 되면 식 과 같이 표현 할 수 있다(2.7) .

ˆ (2.7)

따라서 모델은 기존의 신경회로망의 학습 방법들과는 다르게 학습을 한, ELM

번만 하기 때문에 학습 시간이 빠르고 학습 오차 값이 작아 최적의 가중치 값을,

얻을 수 있다 그림 은 위에서 설명한 모델의 학습 과정을 표현한 것이다. 2.2 ELM .

그림 의 학습 과정2.2 Extreme Learning Machine
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제 절 의 분류기와 예측기2 ELM

모델의 종류로는 크게 두 가지로 장 서론에서 언급했던 분류기와ELM 1 ELM ELM

예측기가 있다 모델의 장점인 학습을 한 번만 진행하기 때문에 학습 속도가. ELM

빠르고 과적합 국부 최소해와 같은 문제들로 인한 성능 저하의 문제점을 해결했, ,

기 때문에 일반적인 분류기와 예측기 보다 높은 성능을 보인다 절에서는[33]. 2

분류기와 예측기의 구조를 설명하고 학습 방법에 대해서 설명한다ELM ELM .

분류기1. ELM

분류기는 모델의 학습 방법을 이용하여 임의의 데이터 집합이 있을ELM ELM

때 그안에 있는 각각의 데이터들의 특징들을 파악하여 같거나 비슷한 데이터들을,

나누어 준다 종류로는 국부 지역 수신 분류기 최소 클래스 분산 분류. ELM , ELM

기 이러한 분류기들 중에서 은닉층을 하나만 가지는 신경회로망을 단일 은닉, ELM

층 피드 포워드 네트워크 라고(SLFNs, Single Hidden Layer Feedforward Networks)

부른다[34].

그림 분류기 구조2.3 Extreme Learning Machine
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그림 은 단일 은닉층 피드 포워드 네트워크의 구조를 나타낸다 분류기2.3 . ELM

에서 입력 데이터는 이고 출력 데이터는,

인 데이터 집합 이 있을 때 은닉층의 노드,

수는 이고, 의 가중치를 가지는 단일 은닉층 피드 포워드 네트워크를 식

로 나타 낼 수 있다(2.8) .

β β (2.8)

는 번째의 출력층 노드의 출력 값을 나타낸다. 는 은닉층의 노드의 수

를 나타낸다. 는 은닉층의 번째 은닉층 노드의 출력을 나타낸다. 는

입력층과 번째 은닉층 사이에 있는 가중치를 나타낸다. 는 번째 은닉층 노드

에 있는 한계 값을 나타낸다(Threshold) [8].

β (2.9)

식 는 모델의 구조에 나오는 식 과 같은 의미를 가지고 있다 여(2.9) ELM (2.1) .

기서, 은 데이터 샘플들의 수를 나타낸다 이 과정에서. 와

를 임의의 확률 분포 함수를 통해 추출하여 사용된다.

Ηβ (2.10)

식 은 식 를 행렬로 나타낸 것이다 식 의 풀이 법은 절(2.10) (2.9) . (2.10) 1 ELM

구조에서 설명한 학습 과정부분에 있는 식 식 식 과 같은 방법으(2.3), (2.4), (2.5)

로 이루어진다 이 과정에서 최소 자승방법을 이용하여 목적 함수를 최소화 할 수.

있는 β를 결정한다 최종적으로 식 과 같이 나타낼 수 있다. (2.11) .

β̂ (2.11)
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예측기2. ELM

예측기는 전력 수요 예측 태양광 발전량 예측 단기 물 수요 예측 등의ELM , ,

분야에 사용되고 있는 예측기이다 예측기는 임의의 데이터 집합이 있을 때. ELM ,

입력으로 과거 또는 현재까지 수집된 데이터를 넣고 모델의 학습 방법을 이용ELM

하여 각각의 데이터들 사이의 상관관계를 분석하여 그 다음 데이터를 예측 하는,

것이다 예측기에 대한 연구는 국내보다는 국외에서 활발히 이루어지고 있다. ELM .

예측기의 구조는 그림 와 같이 표현 할 수 있다ELM 2.4 [35-36].

그림 예측기 구조2.4 Extreme Learning Machine

그림 를 보면 알 수 있듯이 예측기의 구조에서 입력층과 은닉층까지는2.4 ELM

분류기와 유사한 것을 알 수 있지만 차이점은 출력층에서 나오는 출력 값이ELM ,

하나인 것을 볼 수 있다 예측기의 과정은 분류기의 과정과 유사하며 식. ELM ELM ,

처럼 간결하게 표현 할 수 있다(2.12) .

β (2.12)



- 11 -

식 를 행렬의 형태로 변환하면 식 으로 표현 할 수 있다(2.12) , (2.13) .













(2.13)

행렬 는 전방 신경회로망에서 은닉층의 출력을 나타내며 최종적으로 최소,

자승법에 의하여 출력 가중치 ˆ값을 구한다 식 식 와 같이 표현. (2.14), (2.15)

할 수 있다.

β β β (2.14)

ˆ (2.15)

식 에서(2.15) 값은 은닉층 의 모어 페로스의 일반화된 역행렬을 나타낸-

다 만약에. 가 역행렬이 존재하지 않는 비정칙 행렬일 경우, 의 모어 페-

로스의 일반화된 역행렬은 식 과 같이 표현된다(2.16) .

(2.16)

최종적으로 예측된 값은 식 로 표현 할 수 있다(2.17) .

ˆ β̂ (2.17)
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절 의 활성 함수3 ELM

모델의 구조에서 각 층에 있는 노드들의 주요 기능은 입력과 연결 강도의ELM

가중치 합을 구한 다음 활성 함수 에 의해 계산 된 후에 그(Activation Function) ,

값을 출력으로 내보낸다 여기서 활성 함수는 입력층과 은닉층 사이 은닉층과. , ,

출력층 사이에 있으며 일정 값 미만에서는 을 출력하고 이상의 값에(Threshold) 0 ,

서는 을 출력 하는 함수이다 어떠한 활성 함수를 사용하느냐에 따라 은닉층의1 .

노드에서 나오는 출력 값이 달라지기 때문에 중요한 역할을 한다 그 중에서 많이.

사용되고 있는 시그모이드 함수 하드 리미트 함수 그리고(Sigmoid) , (Hard Limit) ,

정류한 선형 함수들을 설명한다(ReLU, Rectified Linear Unit) .

시그모이드 활성 함수1.

시그모이드 함수는 자 형태를 가지는 비선형 곡선 함수로 성장 곡선을 반영S

할 수 있는 모형에 자주 이용 되는 함수이다 시그모이드 함수의 형태는 그림. 2.5

와 같이 나타 낼 수 있고 식 로 표현 할 수 있다, (2.18) [37].

그림 시그모이드 활성 함수 출력2.5
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α β
(2.18)

식 에서(2.18) 는 자연로그를 나타내며, α값은 시그모이드 활성 함수의 기

울기 값, β값은 입력 값 그리고, 값은 이동 값을 의미한다 시그모이드 활성 함.

수의 조작 변수로는 기울기 값을 담당하는 α값이 있다. α값이 에 가까울수록-10

입력 범위인 β값은 수평에 가까워지며, α값이 미만 인 경우의 입력 범위의 출-5

력은 에 가까운 형태를 보인다.

하드 리미트 활성 함수2.

하드 리미트 활성 함수는 계단 형태를 가지고 있어서 계단 활성 함수 또(Step)

는 부호 활성 함수로도 불린다 시그모이드 활성 함수의 경우 출력의 변화(Sign) .

가 부드러운 것을 볼수 있다 하지만 하드 리미트 활성 함수는 임의의 점을 계기. ,

로 출력 값의 변화가 심하게 일어나는 것을 그림 에서 확인 할 수 있다2.6 [38].

그림 하드 리미트 활성 함수 출력2.6
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식 는 하드 리미트 활성 함수를 나타낸다(2.19) .

(2.19)

식 는 을 중심으로(2.19) 0 가 보다 크거나 같을 경우 출력 값이 이 되고0 , 1 ,

가 보다 작을 경우 출력이 이 되는 것을 보여준다0 , 0 .

활성 함수3. ReLU

는 의 약자로 정류한 선형 유닛 활성 함수로 해석ReLu Rectified Linear Unit

할 수 있다 는 에 의해서 지를 통하여 처음 소개 되었. ReLu Hahnloser[39] Nature

다 그러나 신경회로망의 활성 함수로 사용되어진지 얼마 되지 않았다 그림. . 2.7

은 의 출력을 보여준다ReLU .

그림 활성 함수 출력2.7 ReLU
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활성 함수는 시그모이드 활성 함수에서 과 사이의 값을 가지는데 경ReLU 0 1 ,

사도 하강 을 사용하여 역전파 알고지름을 수행 할 때 경사도를(Gradient Descent)

계속 곱하기 때문에 으로 수렴하게 되고 층이 많아져 작동에 문제점이 있다 따0 .

라서 이러한 문제점을 해결하기 위해 활성 함수가 사용되었다ReLU .

활성 함수는 입력 값이 보다 작으면 이 되고 입력 값이 보다 크면 입ReLU 0 0 , 0

력 값 그대로 출력된다 식 은 활성 함수의 특징을 보여준다. (2.20) ReLU [40].

(2.20)

활성 함수의 다른 장점으로는 경사도의 왜곡이 없는 점과 선형 함수이므ReLU

로 미분 계산이 매우 간단하다[41].



- 16 -

장 기반의 예측기3 TSK ELM

제 절 기반 모델의 구조1 TSK ELM

위에서 언급 했듯이 예측기의 예측 성능은 데이터들의 형태에 따라서 예측ELM

성능이 달랐고 입력층과 은닉층 사이에 있는 가중치의 문제로 의미 있는 규칙을,

찾지 못하는 경우가 있다 그리고 성능을 높이기 위해서 은닉층 노드의 수를 과하.

게 늘려야 하는 문제들이 있다.

본 절에서는 퍼지 규칙과 랜덤 클러스터링을 이용한 예측기를 제안한TSK ELM

다 제안하는 방법은 그림 과 같이 표현 할 수 있다 기반의 예측기의. 3.1 . TSK ELM

구조는 퍼지 모델과 모델에 의해 변형된 구조를 가지고 있다 다음은TSK ELM . TSK

퍼지 모델 기반의 예측기에 사용된 퍼지 모델과 랜덤 클러스터링 방법에ELM TSK

대하여 설명한다.

퍼지 모델은 에 의해서 제TSK Tomohiro Takagi, Michio Sugeno, GeunTaek Kang

안 된 적응 뉴로 퍼지 추론 시스템- (ANFIS, Adaptive Neuro Fuzzy Inference

의 한 종류로 세 명의 이름을 따서 퍼지 모델이라고 부른다 비선System) TSK [42].

형 시스템을 적은 수의 규칙들로 표현 할 수 있는 능력을 갖고 있다 퍼지[43-45].

를 이용한 모델링을 하는 퍼지 모델은 전반부 과정은 비선형 시스템을 표현하TSK

는데 있어서 매우 중요하다 전반부 과정에서는 입력 변수의 선택과 맴버쉽 함수.

의 형태와 수를 결정한다 이를 통해서 퍼지 공간이 분할 되고 퍼지 공간의 수가. ,

곧 퍼지 규칙 수가 된다 이 부분은 모델을 구성하는데 있어서 중요한 역할을. TSK

차지한다 후반부는 선형 함수의 집합으로 구성된다 퍼지 모델은 식 로. . TSK (3.1)

표현 할 수 있다.

(3.1)
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식 에서(3.1) 은 번째 퍼지 규칙을 나타낸다. 값은 입력 변수, 값은

출력 그리고, 값은 퍼지 규칙의 수를 나타낸다 아래에서 퍼지 모델의 구조. TSK

에 대하여 간략하게 설명한다.

첫 번째 층에서 각 노드는 언어적인 레벨의 소속도를 발생하며 식 와 같, (3.2)

이 소속 값을 출력으로 갖는다.

μ μ (3.2)

전제부 소속 함수로 식 과 같은 가우시안 소속 함수를 선택한다(3.3) .

μ (3.3)

여기서, 는 전제부 파라미터이며, 는 소속 함수의 폭을 나타내고,

는 소속 함수의 중심을 나타낸다 두 번째 층에서는 각 노드는 첫 번째 층에서 구.

한 소속 값을 규칙별로 곱한 가중치로 출력되며 식 와 같이 나타낼 수 있, (3.4) 다.

μ μ (3.4)

세 번째 층에서는 노드 는 모든 점화력의 합에 대한 번째 규칙의 점화력의

비를 나타낸다 다시 말하자면 식 과 같이. , (3.5) 에 대해 정규화 된 값을 출력

한다.

(3.5)

네 번째 층에서 노드 는 식 과 같이 정규화 된 값과 결론부의 곱으로(3.6)

출력을 나타낸다.
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(3.6)

여기서, 는 세 번째 층에서 얻어진 정규화 된 점화력(normalized firing

을 나타낸다 다섯 번째 층에서는 가중 평균법에 의해 최종적인 출력을strengths) .

구 할 수 있다.

(3.7)

퍼지 모델에서 일반적으로 맴버쉽 함수 파라미터 동정은 입력 변수의 최소TSK

값과 최대 값 사이를 임의의 개수로 등분해서 일률적으로 정의하고 성능 지수가,

최소가 되는 위치를 결정하게 된다 그러나 데이터들 마다 가지고 있는 특징이 다.

르기 때문에 그 특징에 따라 맴버쉽 함수의 파라미터를 정의하는 것이 중요하다, .

퍼지 모델에서 전제부 파라미터가 주어질 때 전체적인 출력TSK , 는 다음 식

과 같은 결론부 파라미터의 선형적인 조합에 의해 나타 낼 수 있다(3.8) .

   


   
  

  
 

  


(3.8)

여기서 결론부 파라미터는 최적의 파라미터의 효과적인 탐색을 위해 최소 자,

승법으로 추정된다 최소 자승법으로 결론부 파라미터를 추정하는 알고리즘에 대.

한 설명은 식 과 같다 전제부 파라미터와(3.8) . 개의 학습 데이터의 값이 주어

지면 식 을 식 와 같이 결론부 파라미터에 의한(3.8) (3.9) 개의 선형 방정식을

만들 수 있다.





































(3.9)
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여기서, 은 번째 학습 데이터를 나타내며 식 를 행렬, (3.9)

로 나타내면 식 과 같이 나타 낼 수 있다(3.10) .

θ (3.10)

여기서, θ는 결론부 파라미터 요소를 가진 미지의 벡터이며 각각의, , θ ,

의 차원은 × , ×1, 이며×1 , 는 학습 데이터의 수를 나타내고,

은 선형 파라미터의 수를 나타낸다. 는 보다 보통 더 크기 때문에 일반적으로

식 에 대한 정확한 해는 찾을 수 없게 된다 대신에 최소 자승법을 이용하(3.10) . ,

여 θ 을 최소화하도록 의사 역행렬을 이용하여 식 과 같이 구할 수 있(3.11)

다.

θ (3.11)

제 절 기반 예측기의 설계2 TSK ELM

본 논문에서는 퍼지 모델과 랜덤 클러스터링 방법을 이용한 예측기를TSK ELM

제안한다 그림 은 기반 예측기의 구조를 나타낸다. 3.1 TSK ELM .



- 20 -

그림 기반 예측기 구조3.1 TSK ELM

그림 과 같이 기반 예측기는 개의 층을 가지고 있다 첫 번째 층3.1 , TSK ELM 4 .

에 있는 모든 노드는 랜덤 클러스터링 방법에 의해 이루어진다 여기서 맴버쉽. ,

함수는 가우시안 함수와 같은 적절한 매개 변수가 있는 맴버쉽 함수를 사용한다.

가우시안 맴버쉽 함수는 식 와 같이 두 개의 매개 변수(3.12) σ 에 의해서 결

정된다.

σ σ (3.12)

식 에서(3.12) σ 는 클러스터의 중심과 표준 편차를 나타낸다 여기서.

번 째 입력 변수에 대한 표준 편차는 식 와 같이 계산된다(3.13) .

σ α (3.13)

여기서, α는 각각의 데이터 차원에서 영향을 미치는 클러스터의 중심의 범위

를 지정한다. 와 은 입력 공간의 각 차원에서 최소 값과 최대 값을 나

타낸다 실제 최소 값과 최대 값의 범위가 인 경우 표준 편차 값을 계산 할 수. 0 ,

있도록 데이터를 기준으로 작은 범위를 계산한다.

랜덤 클러스터링 방법은 초기 맴버쉽 행렬에 의해 무작위로 얻은 클러스터의

중심을 결정한다 맴버쉽 행렬. 는 과 사이의 랜덤한 값으로 초기화 되어 식0 1

과 같은 제약 조건이 만족된다(3.14) .

(3.14)

그런 다음 클러스터의 중심은 식 로 계산된다, (3.15) .



- 21 -

(3.15)

첫 번째 퍼지 유형인 경우 중요한 규칙의 일반적인 형태는 규칙TSK , if-then

을 가진다.

여기서, 는 그림 에서 보는 것과 같이 층과 층 사이의 선형 가3.1 2 3

중치 를 갖는 결과적인 파라미터이다 이러한 선형 매개 변수는 단 한 번의 순.

방향 학습에서 최소 자승법에 의해 추정된다 매개 변수는 과 동일한 방식으로. ELM

경사도 하강으로 업데이트 되지 않는다.

두 번째 층에 있는 모든 노드는 고정된 노드이며 출력은 식 과 같이 들어, (3.16)

오는 신호의 결과이다.

σ σ (3.16)

여기서 각각의 노드의 출력, 는 규칙의 실행 강도를 나타낸다 세 번째 층.

과 네 번째 층의 모든 노드는 정규화 된 소성 강도 및 가중 평균법에 의해 수행된

다 식 과 같이 나타 낼 수 있다. (3.17) .

ˆ (3.17)

클러스터의 중심의 수를 결정하기 위해서 본 논문에서는 학습 데이터와 검증

데이터의 평균 제곱근 편차 값을 반복적으로 수행(RMSE, Root Mean Square Error)

해서 얻는다 따라서 클러스터의 중심의 수가 증가함에 따라 검증 데이터의 최적. ,

의 평균 제곱근 편차를 나타내는 클러스터의 중심의 수를 결정한다.
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제 장 실험 및 결과분석4

본 장에서는 기존에 사용되는 예측기와 제안된 방법인 기반의 예ELM TSK ELM

측기의 성능을 비교 평가한다 컴퓨터의 실험 환경은 표 과 같이 이루어져 있. 4-1

다 실험에 사용된 데이터는 총 세 가지로 함수 데이터 데이터. , Boston Housing ,

그리고 데이터가 사용되었다 실험 방법은 위에서 설명한 데이터들을 정규화MPG .

하지 않은 상태 정규화 한 상태 두 가지 상황에서 예측기와 기반의, , ELM TSK ELM

예측기를 사용하여 예측 성능을 비교한다 예측 성능은 평균 제곱근 편차. (RMSE,

로 나타낸다 평균 제곱근 편차는 추정 값 또는 예측기의Root Mean Square Error) .

예측 값과 실제 환경에서 관찰되는 값의 차이를 나타낼 때 사용하는 측도이다

식 과 같이 나타 낼 수 있다[46]. (4.1) .

ˆ (4.1)

여기서, 값은 결과 값이고, ˆ값은 실제 값을 나타낸다. ˆ 일 경

우 의 예측 성능을 갖게 되며 평균 제곱근 편차는 이 된다 그러므로 평균, 100% 0 . ,

제곱근 편차 값이 높으면 성능이 좋지 않고 낮으면 성능이 좋다는 것을 알 수 있,

다.

표 컴퓨터 실험 환경4-1

Division Contents

HW

CPU Intel(R) Core(R) 17-6700 3.40 GHz

RAM 8.00 GB

HDD 1 TB

SW
OS Windows 10

Program Matlab R2016A
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제 절 함수 데이터 예측 문제1

함수 데이터는 의 책의Jyh-Shing Roger Jang Neuro-Fuzzy and Soft Computing

장 의 세 번째 예제에 사용된 데이터로 함수의 예측 문제에 사용되는 데12 ANFIS ,

이터이다 데이터의 크기는[45]. 200 로 개의 입력과 개의 출력으로 나타난다2 , 1 1 .

함수 데이터의 구조는 식 와 같이 나타난다(4.2) .

π π π (4.2)

그림 은 함수 데이터의 출력 값을 보여준다4.1 .

그림 함수 데이터의 출력 값4.1

본 실험은 정규화 과정 여부에 따른 두 번의 실험을 진행하여 예측기와ELM

기반의 예측기의 예측 성능을 비교했다 그림 은 정규화 과정을 하지TSK ELM . 4.2

않은 함수 데이터에 대한 예측기와 기반의 예측기의 검증 출력을 나ELM TSK ELM

타내며 그림 는 정규화 과정을 하지 않은 데이터를 이용한 예측기와, 4.3 ELM

예측기의 평균 제곱근 편차 값을 나타낸다 그리고 그림 는 정규화TSK-ELM . 4.4

과정을 한 함수 데이터에 대한 예측기와 기반의 예측기의 검증 출력ELM TSK ELM
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을 나타내며 그림 은 정규화 과정을 한 데이터를 이용한 예측기와, 4.5 ELM

예측기의 평균 제곱근 편차 값을 나타낸다 함수 데이터를 사용한 두 예TSK-ELM .

측기의 성능 결과는 표 과 같이 나왔다 표 에서는 두 예측기의 최적의 성4-2 . 4-2

능을 가졌을 때의 구조도 함께 표기하였다 예측기는 은닉층의 노드 수를 표. ELM

기 하였고 기반의 예측기는 퍼지 규칙의 수를 표기하였다, TSK ELM .

기존 예측기의 검증 출력 값(a) ELM

예측기의 검증 출력 값(b) TSK-ELM
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그림 정규화 과정을 하지 않은 함수 검증 데이터 출력 값4.2

기존 예측기의 평균 제곱근 편차 값(a) ELM

예측기의 평균 제곱근 편차 값(b) TSK-ELM

그림 정규화 과정을 하지 않은 함수 데이터 평균 제곱근 편차 값4.3



- 26 -

기존 예측기의 검증 출력 값(a) ELM

예측기의 검증 출력 값(b) TSK-ELM

그림 정규화 과정을 한 함수 검증 데이터 출력 값4.4
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기존 예측기의 평균 제곱근 편차 값(a) ELM

예측기의 평균 제곱근 편차 값(b) TSK-ELM

그림 정규화 과정을 한 함수 데이터 평균 제곱근 편차 값4.5
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표 4-2 함수 데이터를 사용한 예측기 성능 결과

표 에서 보이는 바와 같이 데이터가 정규화 되지 않은 상태에서 기반4-2 , TSK

의 예측기가 예측기보다 낮은 의 평균 제곱근 편차 값을 가졌ELM ELM 0.059 0.011

고 데이터가 정규화 된 상태에서도 낮은 의 평균 제곱근 편차 값을, 0.053 0.012

가지는 것을 확인했다 위 표에서 확인했듯이 기반의 예측기의 성능이. , TSK ELM

도 좋은 것을 확인 할 수 있었다.

제 절 데이터 예측 문제2 Boston Housing

데이터는 에서 관리하는Boston Housing Carnegie Mellon University StatLib

라이브러리에서 제공된다 미국의 보스턴의 주택 가격 정보에 대한 데이터이로.

서 자치 시 별 인당 범죄율 평방피트를 초과하는 거주지역의 비율 비소, 1 , 25.000 ,

매상업지역이 점유하고 있는 토지 비율 찰스강과의 근접성 당 농축된 일, , 10ppm

산화질소량 주택 가구당 평균 방의 개수 년대 이전에 건축된 주택의 비, 1 , 1940

율 개 보스턴 직업센터까지의 접근성 방사형 도로까지의 접근성 지수, 5 , , 10.000

달러 당 제산세율 자치 시 별 흑인 비율 모집단의 하위 계층의 비율 자치 시, , ,

별 학생과 교사 비율 등의 정보를 통해 주택의 가격에 영향을 미치는 요소를 분석

하고 예측하는 문제에 사용된다 데이터의 크기는 로 입력 변수 개[45]. 506×14 13 ,

출력 변수 개로 구성되어진다 그림 는 데이터의 출력을 보여1 . 4.6 Boston Housing

준다.

실험 방법 알고리즘 종류
은닉층 및

규칙 수*
학습 RMSE 검증 RMSE

비정규화
ELM[29] 50 0.044 0.070

TSK-ELM 9* 0.010 0.011

정규화
ELM[29] 20 0.060 0.065

TSK-ELM 9* 0.010 0.012
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그림 데이터 출력 값4.6 Boston Housing

본 실험은 정규화 과정 여부에 따른 두 번의 실험을 진행하여 예측기와ELM

기반의 예측기의 예측 성능을 비교했다 그림 은 정규화 과정을 하지TSK ELM . 4.7

않은 데이터에 대한 예측기와 기반의 예측기의 검증Boston Housing ELM TSK ELM

출력을 나타내며 그림 은 정규화 과정을 하지 않은 데이터를 이용한 예, 4.8 ELM

측기와 예측기의 평균 제곱근 편차 값을 나타낸다 그리고 그림 는TSK-ELM . 4.9

정규화 과정을 한 데이터에 대한 예측기와 기반의Boston Housing ELM TSK ELM

예측기의 검증 출력을 나타내며 그림 은 정규화 과정을 한 데이터를 이용한, 4.10

예측기와 예측기의 평균 제곱근 편차 값을 나타낸다ELM TSK-ELM . Boston

데이터를 사용한 두 예측기의 성능 결과는 표 과 같이 나왔다 표Housing 4-3 .

에서는 두 예측기의 최적의 성능을 가졌을 때의 구조도 함께 표기하였다4-3 . ELM

예측기는 은닉층의 노드 수를 표기 하였고 기반의 예측기는 퍼지 규칙, TSK ELM

의 수를 표기하였다.
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기존 예측기의 검증 출력 값(a) ELM

예측기의 검증 출력 값(b) TSK-ELM

그림 정규화 과정을 하지 않은 검증 데이터 출력 값4.7 Boston Housing
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기존 예측기의 평균 제곱근 편차 값(a) ELM

예측기의 평균 제곱근 편차 값(b) TSK-ELM

그림 정규화 과정을 하지 않은 평균 제곱근 편차 값4.8 Boston Housing
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기존 예측기의 검증 출력 값(a) ELM

예측기의 검증 출력 값(b) TSK-ELM

그림 정규화 과정을 한 검증 데이터 출력 값4.9 Boston Housing
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기존 예측기의 평균 제곱근 편차 값(a) ELM

예측기의 평균 제곱근 편차 값(b) TSK-ELM

그림 정규화 과정을 한 데이터 평균 제곱근 편차 값4.10 Boston Housing
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표 데이터를 사용한 두 예측기 성능 결과4-3 Boston Housing

표 에서 보이는 바와 같이 데이터가 정규화 되지 않은 상태에서 기반4-3 , TSK

의 예측기가 예측기보다 낮은 의 평균 제곱근 편차 값을 가졌ELM ELM 4.049 4.191

고 데이터가 정규화 된 상태에서도 낮은 의 평균 제곱근 편차 값을, 0.012 0.093

가지는 것을 확인했다 위 표에서 확인했듯이 기반의 예측기의 성능이. , TSK ELM

도 좋은 것을 확인 할 수 있었다.

제 절 데이터 예측 문제3 Auto-MPG

데이터도 에서 관리하는 라이브러Auto-MPG Camegie Mellon University StatLib

리에서 제공되며 년 에서 처음, 1983 American Statistical Association Exposition

사용 되었다 데이터는 자동차 연료 소비량 으로[45]. Auto-MPG (Miles Per Gallon)

서로 다른 종류의 자동차들로부터 얻어졌다 데이터의 사이즈는 로 입력 변. 392×8

수는 실린더의 수 배기량 마력 무게 가속력 모델 년도로 총 개이며 출력, , , , , 6 ,

변수는 자동차 연료 소비량이다 자동차 모델명이 문자열로 포함되어 있지만. ,

본 실험에서는 사용하지 않았다 그림 은 데이터의 출력 값을 보여. 4.11 Auto-MPG

준다.

실험 방법 알고리즘 종류
은닉층 및

규칙 수*
학습 RMSE 검증 RMSE

비정규화
ELM[29] 20 7.747 8.240

TSK-ELM 4* 3.112 4.191

정규화
ELM[29] 45 0.083 0.105

TSK-ELM 4* 0.070 0.093
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그림 데이터 출력 값4.11 Auto-MPG

본 실험도 정규화 과정 여부에 따른 두 번의 실험을 진행하여 예측기와ELM

기반의 예측기의 예측 성능을 비교했다 그림 은 정규화 과정을 하지TSK ELM . 4.12

않은 데이터에 대한 예측기와 기반의 예측기의 검증 출력을Auto-MPG ELM TSK ELM

나타내며 그림 는 정규화 과정을 하지 않은 데이터를 이용한, 4.13 Auto-MPG ELM

예측기와 예측기의 평균 제곱근 편차 값을 나타낸다 그리고 그림 는TSK-ELM . 4.14

정규화 과정을 한 데이터에 대한 예측기와 기반의 예측기의Auto-MPG ELM TSK ELM

검증 출력을 나타내며 그림 은 정규화 과정을 한 데이터를 이용한, 4.15 Auto-MPG

예측기와 예측기의 평균 제곱근 편차 값을 나타낸다 데이ELM TSK-ELM . Auto-MPG

터를 사용한 두 예측기의 성능 결과는 표 과 같이 나왔다 표 에서는 두 예4-3 . 4-4

측기의 최적의 성능을 가졌을 때의 구조도 함께 표기하였다 예측기는 은닉층. ELM

의 노드 수를 표기 하였고 기반의 예측기는 퍼지 규칙의 수를 표기하였, TSK ELM

다.
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기존 예측기의 검증 출력 값(a) ELM

예측기의 검증 출력 값(b) TSK-ELM

그림 정규화 과정을 하지 않은 검증 데이터 출력 값4.12 Auto-MPG
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기존 예측기의 평균 제곱근 편차 값(a) ELM

예측기의 평균 제곱근 편차 값(b) TSK-ELM

그림 정규화 과정을 하지 않은 데이터 평균 제곱근 편차 값4.13 Auto-MPG
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기존 예측기의 검증 출력 값(a) ELM

예측기의 검증 출력 값(b) TSK-ELM

그림 정규화 과정을 한 검증 데이터 출력 값4.14 Auto-MPG
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기존 예측기의 평균 제곱근 편차 값(a) ELM

예측기의 평균 제곱근 편차 값(b) TSK-ELM

그림 정규화 과정을 한 데이터 평균 제곱근 편차 값4.15 Auto-MPG
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표 4-4 Auto-MPG 데이터를 사용한 예측기 성능 결과

표 에서 보이는 바와 같이 데이터가 정규화 되지 않은 상태에서 기4-4 , TSK

반의 예측기가 예측기보다 낮은 의 평균 제곱근 편차 값을ELM ELM 3.976 2.953

가졌고 데이터가 정규화 된 상태에서도 낮은 의 평균 제곱근 편차, 0.13 0.081

값을 가지는 것을 확인했다 표 에서는 기반의 예측기에서 생성되는. 4-5 TSK ELM

전제부 파라미터를 나타내고 표 에서는 결론부 파라미터에 대해서 나타내고, 4-6

있다.

표 기반의 예측기에서 생성되는 전제부 파라미터 값4-5 TSK ELM

표 에서4-5 는 소속 함수의 중심을 나타내고, 는 소속 함수의 폭을 나타낸

다.

실험 방법 알고리즘 종류
은닉층 및

규칙 수*
학습 RMSE 검증 RMSE

비정규화
ELM[29] 30 6.942 6.929

TSK-ELM 3* 2.634 2.953

정규화
ELM[29] 20 0.191 0.211

TSK-ELM 3* 0.073 0.081

:

실린더 수

:

배기량

:

마력

:

무게

:

가속력

:

연식

5.44 5.45
199.

62

190.

27

108.

53

103.

22

302

8

294

0

15.3

5

15.5

5

75.8

3

76.1

9

2 2
0.02

5

0.02

5

0.05

3

0.05

3

0.00

2

0.00

2

0.60

2

0.60

2

0.83

3

0.83

3
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표 기반의 예측기에서 생성되는 결론부 파라미터 값4-6 TSK ELM

규칙

1 -27.86 1.08 2.84 -0.06 -21.67 0.91 -229.66

2 -79.19 -0.15 1.12 0.46 -30.77 -8.21 -641.04

3 -38.78 4.10 3.67 -0.40 23.90 -73.00 6173

4 -10.30 -0.14 -0.01 0.00 -0.50 -10.94 1033

5 0.88 0.10 0.11 -0.01 -0.32 16.10 -1109

6 16.12 0.16 -0.15 0.00 2.71 2.86 -435.51

7 24.32 0.37 0.53 -0.03 0.94 0.96 -127.68

8 -4.93 0.26 0.16 -0.01 0.50 -19.69 1374

9 -30.37 -0.76 -2.50 0.20 -16.61 -17.30 1552

10 6.59 0.12 -0.02 -0.01 0.86 -17.51 1497
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제 장 결론5

최근 머신 러닝의 지도학습 방법의 하나인 모델은 등에 의하여 제안ELM Huang

된 방법으로 여러 분야에서 많은 연구가 진행되고 있다 모델의 이론적인 연. ELM

구로는 딥 러닝을 기반으로 하는 방법 온라인 순차적 방법 가중치 일반화 방법, ,

등이 연구들이 있었다 분류기에 대한 연구로는 최소 클래스 분산 을 이. ELM ELM

용한 동작 표현 분류 연구 색 공간 기반 커널 로 교통 표지판 인식 딥 러닝, ELM ,

기반 을 이용한 음성 감정 인식 등의 연구들이 있었다 그리고 예측기에ELM . ELM

대한 연구로는 단기 물 수요 예측에 대한 연구 기상요소를 분석하고 일별 태양광,

발전량을 예측하는 예측기 개발 일별 최대 전력 수요 예측 알고리즘 개발ELM , ,

광전자 신호를 예측하는 연구 등이 이루어졌다.

위 연구들의 결과들을 보면 분류기의 분류 성능은 대체적으로 잘 나오는ELM

반면 예측기의 예측 성능은 일정하지 않은 것을 알 수 있다 그 이유로는 데, ELM .

이터의 형태에 따라서 성능이 달랐고 입력층과 은닉층 사이에 있는 가중치에서,

의미 있는 값을 찾지 못하는 것과 성능을 높이기 위해서 은닉층의 노드 수를 크,

게 늘려야 한다.

본 논문에서는 예측기의 문제점들을 보완 할 수 있는 퍼지 규칙과 랜ELM TSK

덤 클러스터링 방법을 이용한 예측기를 제안했다 퍼지 규칙과 랜덤 클러ELM . TSK

스터링 방법을 이용한 예측기는 기존의 예측기에서 사용한 퍼지 클러스터ELM ELM

링 방법이 아닌 랜덤하게 클러스터의 중심을 찾는 랜덤 클러스터링 방법을 사용하

여 적은 수의 의미 있는 퍼지 규칙 수를 생성 할 수 있었다 제안한 예측기, . ELM

의 성능을 평가하기 위해서 함수 데이터 데이터 데이, Boston Housing , Auto-MPG

터를 이용하여 기존의 예측기와의 예측성능을 비교하였다 실험 결과 예ELM . ELM

측기의 최고의 성능을 나타낼 때 은닉층의 수가 개 사이로 일정하지 않고, 20~50 ,

큰 폭으로 변화 하는 것을 확인 할 수 있었다 반면에 기반의 예측기는. , TSK ELM

퍼지 규칙 수가 개 사이로 예측기보다 적은 차이를 보이는 것을 확인했다3~9 ELM .

그리고 평균 제곱근 편차의 값도 기반의 예측기의 성능이 좋은 것 확인TSK ELM

할 수 있었다.

본 연구에서는 퍼지 규칙과 랜덤 클러스터링 방법을 이용하여 예측기TSK ELM

의 성능을 향상 시켰다 향후에는 은닉층과 출력층 사이에 위치하고 있는 활성 함.
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수를 새로운 활성 함수로 바꾼다면 더 좋은 결과를 얻을 수 있을 것으로 판단되

며 성능을 더욱 향상 시킬 수 있는 방법에 대해 지속적으로 연구할 계획이다, .
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