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ABSTRACT

Image Classification Using Convolutional Neural Network and

Extreme Learning Machine Classifier

Han, Jung Soo

Advisor : Prof. Kwak, Keun Chang, Ph. D.

Dept. of Control and Instrumentation Eng.,

Graduate School of Chosun University

This paper propose a method for combining of CNN(Convolutional Neural

Network) with ELMC(Extreme Learning Machine Classifier) based on

ReLU(Rectified Linear Unit) activation function. Basically, the proposed

method consists of two phase development. First, CNN is employed to extract

features of image database. Next, ELM is used to classify them.

CNN is organized as a structure which repeats both convolution and

pooling layer. First of all, the generated feature map will be downscaled to

be its appropriate size through the pooling layer once a featured map is

generated by convolution operation in the convolution layer. Consequently,

the dimensionally reduced feature map are summarized in the fully-connected

layer. The CNN used in this paper uses one of the architecture pre-trained

model. The reason is that since hundreds of images have been already

learned, it is easy to use for feature extraction and the feature values are

classified as input data through the ELM classifier. And we use the
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activation function that is used to get the optimal output weight in the

existing ELM classifier as the ReLU function used to compensate the

disadvantage of the existing activation function in the CNN. The ELM is

called SLFNs(Single hidden Layer Feed-forward Networks) because of its

structure with one hidden layer, and it is a proposed method to complement

some problems such as drop of learning rate caused by overfitting which is a

disadvantage of back-propagation algorithm. Therefore, ELM show more

exquisite performance capability at speed for classification than

SVM(Support Vector Machine), Tree, Naive Bayes, and Discriminant Analysis,

which are used in the existing machine learning classification methods. The

ReLU function is a proposed method for solving the problem of gradient

vanishing, which is a problem in existing neural networks. Moreover, it can

be easily implemented by limiting negative values to 0. Also, it has the

advantage that it allows the amount of computation to be reduced without the

exponential operation used in the existing sigmoid or tangent function. When

the ReLU function is used to obtain the output weights during the

classification process of the ELM classifier, the performance is better than

that of the conventional ELM classifier.

These are three databases used in this paper: CIFAR-10, OxfordFlowers,

Caltech-101. These are well-known databases and belong to the benchmark

database for image classification. The CIFAR-10 database consists of 10

classes, 50000 training images and 10000 test images. The OxfordFlowers

database is composed of 17 classes, 1360 images and 80 images for each

class. The Caltech-101 database comprises 101 classes, and each of them

contains different number of images. Because OxfordFlowers data and

Caltech-101 data do not distinguish between training images and test images,

70% of the total images are used as training images and the rest are for the

test images.

As a result, we have been experimented in excellence of capacity of the

proposed method, showing that it is improved approximately two to six

percentages higher than the existing machine learning classification as well

as better speed. It is also confirmed that the classification’s rates of

the ReLU-based ELM classifier appears about two to five percentages higher

than the existing activation function’s based ELM classifier.
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제 장 서론1

최근에 관심이 많이 증가한 인공지능 기술인 딥 러닝 기술은(Deep Learning)

컴퓨터에게 학습을 시키는 머신 러닝 의 종류 중 하나이다(Machine Learning) . 딥

러닝 기술은 인간의 뇌와 같은 유사한 방식을 통하여 인공지능을 구현하는 것으로

사람의 뇌에서 정보를 처리하는 뉴런 과 비교된다 년대에 인간의 뇌(Neuron) . 1950

의 뉴런과 비슷한 네트워크를 구현하게 되는데 기계적인 문제 등 여러 가지 부분,

에서 성능이 좋지 않아 연구가 한동안 진행되지 않았다 딥 러닝 기술이 다시[1].

연구되게 된 이유로는 첫째로 컴퓨터 하드웨어의 발전을 들 수 있다 딥 러닝에서.

를 사용함에 따라 신경회로망에서 소요되는 연산 시간을 대폭 단축시켰다 두GPU .

번째로는 기존 신경회로망의 문제점인 과적합 문제를 해결했다는 것이다 세 번째.

이유는 빅데이터를 들 수 있다 현재 우리는 계속해서 데이터들이 쏟아지는 시대.

에 살고 있다 일상적으로 에 올리는 사진이나 검색어 등을 통해 데이터들이. SNS

생성되고 있다 이러한 데이터들은 컴퓨터의 성능 발전으로 저장할 수 있게 되었.

다 이로 인하여 딥 러닝 기술은 성장할 수 있게 되었다 딥 러닝 기술은 여러 분. .

야에서 높은 성능을 보이며 인공지능 분야에서 가장 중요한 기술이 되었다, . 딥

러닝 기술은 여러 기업들이 관심을 가지고 연구하고 있는데 가 대 혁신기술, MIT 10

로 선정하였고 해외 기업에서는 구글 페이스북 마이크로소프트 등에서 관, , , , IBM

심을 가지고 연구하고 있고 국내에서는 네이버 카카오 등 여러 기업이 딥 러닝, ,

기술을 활용하기 위해 노력하고 있다 대표적인 것을 예로 들면 페이스북에서 딥. ,

러닝으로 유명한 교수인 뉴욕 대학의 교수를 영입하였고 바이두에서는Yann Lecun ,

스탠포드 대학의 교수를 영입하였다 구글은 딥 러닝 전문 기업인 딥Andrew Ng .

마인드 를 인수하고 최근에는 알파고 를 개발하였다 특히 알(Deep Mind) (Alpah-Go) .

파고는 일반인들에게 딥 러닝이라는 기술을 친숙하게 만들었다.

딥 러닝 기술의 주요 알고리즘에는 심층신경회로망(DNN : Deep Neural

순환 신경회로망 컨벌루션 신경회로Network), (RNN : Recurrent Neural Network),

망 제한 볼츠만 머신(CNN : Convolutional Neural Network), (RBM : Restricted

등이 있다 이 중 영상처리에서 효율적인 성능을 보이고 있는Boltzmann Machine) .

것이 컨벌루션 신경회로망이다 컨벌루션 신경회로망은 년 교수가. 1998 Yann Lecun

처음 제안하였으나 성능 면에서 다른 알고리즘에 비하여 주목받지 못하였다[2].



- 2 -

그러나 년 라는 대회에서 컨벌루션 신경회로망을 이용한2012 ImageNet Challenge

알고리즘이 큰 차이로 우승하며 주목을 받게 되었다 이 후 매년 열리는 이 대[3].

회에서 대부분의 참가자들은 컨벌루션 신경회로망을 사용하고 있다 본 논문에서.

는 다음과 같은 컨벌루션 신경회로망을 활용하게 된다.

컨벌루션 신경회로망의 가장 큰 단점으로 지적되는 것은 과적합(Overfitting)

이다 과적합은 기계 학습 분야에서 해결해야 할 문제 중의 하나다 과적합이란. .

신경회로망에서 학습을 할 때 너무 과도하게 데이터를 학습한 경우를 의미한다.

과적합은 컨벌루션 신경회로망의 오차율을 증가시키는 원인 중 하나이다 과적합.

문제를 해결하기 어려운 이유는 일반적으로 학습 데이터는 실제 데이터의 부분집

합이며 실제 데이터를 모두 수집하는 것은 불가능하기 때문이고 만약 실제 데이,

터를 모두 수집하여도 모든 데이터를 학습시키기 위한 시간이 측정 불가능한 수준

으로 증가할 수 있다 또한 학습 데이터만 가지고 실제 데이터의 오차가 증가하. ,

는 지점을 예측하는 것은 매우 어렵거나 불가능하다 기존의 머신 러닝 기법으로.

는 해결할 수 없었던 최적화 문제를 해결하기 위한 시도가 바로 딥 러닝이다. 딥

러닝 이외에도 과적합 문제를 해결하기 위한 방법은 계속 연구되어왔는데 과적합.

문제를 해결하기 위한 가장 일반적인 방법은 데이터베이스를 같은 라벨을 갖도록

하면서 인공적으로 증가시키는 것이다 그 중 가장 정교한 방법은 최적화 기[4-7].

법을 이용하는 것이다.

현재 연구 추세는 컨벌루션 신경회로망은 컨벌루션 신경회로망만을 이용하지

않고 분류기와 결합하여 좀 더 높은 성능을 보이는 연구가 진행되고 있다 기존의.

연구되어왔던 분류기로는 나이브 베이즈 트리 최근접 이(Naive bayes), (Tree), K-

웃 알고리즘 판별 분석 서(KNN : K-Nearest Neighbor), (Discriminant Analysis),

포트 벡터 머신 등이 있다(SVM : Support Vector Machine) . 얼마 전까지는 선형

서포트 벡터 머신 이 다른 분류기에 비해 좋은 성능을 보여주고 있었(Linear SVM)

다 그러나 년 월에 게재된 논문을 보면 컨벌루션 신경회로망과. 2015 7 ELM(Extreme

분류기를 결합한 성능이 컨벌루션 신경회로망과 서포트 벡터 머Learning Machine)

신을 결합한 결과보다 좋은 성능을 보인 논문을 볼 수 있었다 분류기는[8]. ELM

년 이 제안한 분류기이다 일반적인 신경회로망에서 사용2006 Guang-Bin Huang [9].

되는 역전파 알고리즘은 학습하는 시간이 오래 걸린다는 단점이 있는데 분류, ELM

기는 다음과 같은 단점을 해결하기 위해 입력단의 노드와 은닉단의 은닉 노드를

연결하는 연결 가중치의 학습을 생략한 방법이다 분류기를 사용함에 따라 학. ELM
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습 시간을 단축하여 빠르고 정확한 분류기를 구현할 수 있게 되고 높은 정확도를

가지는 알고리즘을 연구할 수 있게 되었다 분류기는 처음 제안된 뒤 많은 연. ELM

구가 진행되어졌고 현재 다양한 이 존재한다 예로는ELM . OSELM(Online Sequential

ELM), KELM(ELM with kernel), RELM(Regularized ELM), CKELM(Convolutional ELM

with kernel),WELM(Weighted ELM), H-ELM(Hierarchical ELM),

SaDE-ELM(Self-adaptive evolutionary ELM), ELM-AE(ELM-Autoencoder),

등 많은 분야로 연구되었B-ELM(Bidirectional ELM), C-ELM(Fully Complex ELM)

다 분류기는 특히 회귀 와 분류 와 같은 문제를. ELM (Regression) (Classification)

해결하기 위하여 연구되어왔다[10-19].

은 여러 분야에 적용 가능하고 다양한 방법으로 발전되어왔다 새로운 이ELM .

론적 결과를 불러온 것 중 하나를 예로 들었을 때는 가 제안한Le-le Cao

을 예로 들SSDAE-RR(Stacked Sparse Denoising Autoencoder Ridge Regression)–

수 있다 기존 연구된 스택 오토인코더 와 스파스 스태[20]. (Stacked Autoencoder)

킹 오토인코더(Sparse Stacking Autoencoder) 잡음제거 스태킹 오토인코더,

(Denoising Stacking Autoencoder) 능선 회귀 를 효과적으로, (Ridge Regression)

통합하여 을 이행한 방법이다 이 외에 을 적용한 다양한 분야를 살펴보면ELM . ELM

먼저 영상처리를 예로 들 수 있다 그 중 예를 들면 이 제안한. Yong Peng

은 이미지와 신호DMELM(Discriminative Manifold Extreme Learning Machine) EEG

를 사용하여 분류 연구를 하였고 은Liuyang Wang 다이내믹한 텍스쳐 인식 문제를

해결하기 위한 새로운 결합 을 제안하기도 하였다 그 이외에 빅데이터 관련ELM .

된 분야와 생물정보학 생물학 분야에도 적용한 사례들도 존재한다 본 논, [21-23].

문에서는 을 분류를 위하여 사용하였기 때문에 장에서 자세히 다루겠다ELM 3 .

본 논문의 순서는 장 서론을 시작으로 장은 컨벌루션 신경망에 대한 설명1 2 , 3

장은 기존 분류 방법과 분류기에 대하여 설명하고 컨벌루션 신경회로망과ELM ELM

분류기를 결합하는 방법에 대한 연구이며 장은 실험 결과 및 분석한다 그리고, 4 .

장으로는 결론으로 마무리 짓는다5 .
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제 장 컨벌루션 신경회로망2

컨벌루션 신경회로망은 기본적으로 컨벌루션 레이어 와 풀(Convolution layer)

링 레이어 로 구성되어 있다 풀링 레이어는 서브샘플링(Pooling layer) .

이라고도 불린다 기본적으로 그림 과 같이 컨벌루션 신경회로망(Subsampling) . 2.1

은 개의 층을 반복하는 구조에 완전 연결 레이어 를 통하2 (Fully connected layer)

여 정보가 출력된다 컨벌루션 레이어에서는 특징 지도 를 만들어 내. (Feature map)

고 풀링 레이어에서는 컨벌루션 레이어에서 나온 특징지도의 크기를 줄여주는 역

할을 한다 마지막 부분에서는 완전 연결 레이어들이 쌓여 반복되는 구조를 통해.

나온 정보를 통해 인식 및 분류 문제를 해결하게 한다.

그림 컨벌루션 신경회로망의 구조2.1

절 컨벌루션 레이어1

컨벌루션 신경회로망에서 컨벌루션 레이어의 역할은 영상의 특징을 추출하는

데에 있다 컨벌루션은 신호 처리 분야에서 자주 사용하는 연산 방법 중 하나로.

식 로 표현된다(2-1) .

       (2-1)
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컨벌루션 연산은 데이터 에 필터 를 사용해 데이터를 처리할 때 사용된다.

그림 는 컨벌루션 연산을 적용한 예이다2.2 .

그림 컨벌루션 연산을 적용한 예2.2

위 컨벌루션 연산을 적용한 예를 보면 컨벌루션은 어떤 임의의 필터를 사용하

여 데이터의 특징을 뽑아내기 위한 연산이다 이 때 식 에서. , (2-1) 를 특징 지

도라고 한다 기존 머신러닝 알고리즘에서는 입력 영상을 넣기 전에 전처리 과정.

을 통해 적절한 특징 지도를 얻어낸 이후에 입력 영상으로 사용하여서 특징 추출

과정이 전체 성능에 큰 영향을 주었지만 컨벌루션 신경회로망에서는 특징 지도를

추출하는 필터를 아예 모델 안에 넣어서 구성하자는 것이다.

컨벌루션 연산에서는 제로 패딩 이라는 것과 스트라이드(Zero-padding) (Stride)

라는 개념을 알아야 한다 제로 패딩이란 영상에 컨벌루션을 취할 때 영상 밖의.

값들을 으로 만들어주는 것이다 그리고 스트라이드는 스트라이드의 값의 조정에0 .

따라 큰 출력량과 작은 출력량을 얻을 수 있다 이를 공간적인 차원에서 생각하면.

높은 값을 사용하게 되면 작은 차원을 가질 것이고 반대로 낮은 값stride stride

을 사용하게 되면 공간적으로 높은 차원을 가질 것이다 그림 를 보면 영상의. 2.4

첫 번째 픽셀의 값을 이라 하고 그 곳의 값의 위치를 라 할 때 다음 컨벌1 a(1,1) ,

루션 연산 위치는 에 있는 가 되어야 하는데 값을 조정할 시 그림a(1,2) 2 stride

처럼 위치로 가며 결국 특징 지도의 크기가 작아지게 된다 다음 두 가2.4 a(1,3) .

지의 개념은 그림을 통하여 간단하게 설명 가능하다 그림 은 제로 패딩에 관. 2.3

한 그림이고 그림 는 스트라이드에 관한 그림이다, 2.4 .
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그림 제로 패딩 의 개념2.3 (Zero-padding)

그림 스트라이드 의 개념2.4 (Stride)

컨벌루션 신경회로망에서 제안된 핵심적 아이디어는 첫째로 부족한 가중치

라는 이론이다 각 레이어 간에 모든 연결을 하지 않고 일부분만(Sparse weight) .

연결한다는 것이다 그림 는 가 적용된 것과 안 된 것의 차이를. 2.5 Sparse weight

보여주는 그림이다.
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그림 유무에 따른 차이점2.5 Sparse weight

의 유무에 의한 차이점을 간략하게 설명하면 그림 는 모든 가Sparse weight (a)

능한 연결선을 연결한 것이고 그림 는 인접해 있는 노드에만 연결선을 연결한(b)

것이다 그림 에서는 에 영향을 주는 입력은 전체이지만 그림 에서는 에. (a) S3 (b) S3

영향을 주는 입력은 뿐이다 실제 영상을 처리하기 위해서는X2,X3,X4 . Sparse

개념이 들어간 것이 좋은데 그 이유는 특징을 결정하기 위해서는 영상의weight

모든 정보가 필요한 것이 아니라 일부분만 필요하기 때문이다.

컨벌루션 신경회로망의 핵심적 두 번째는 에 파라미터를 공유하Sparse weight

는 방법을 하여 컨벌루션 신경회로망에 필요한 파라미터를 적게 만들고 모델의 복

잡함이 줄어드는 효과가 있다 그림 은 컨벌루션 신경회로망에서 파라미터 공. 2.6

유하는 방법을 더한 것과 아닌 것의 차이점을 보여줄 수 있는 그림이다.

그림 가 적용된 것과 아닌 것의 차이점2.6 Sparse weight
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각 그림에서 진한 선으로 연결된 선들은 같은 파라미터를 가진다 왼쪽 그림에.

서는 하나의 파라미터만 표현할 수 있고 오른쪽 그림에서는 개의 같은 파라미터5

를 표현할 수 있다 이렇게 표현되면 컨벌루션 레이어에서 변화도 를 계. (gradient)

산하기가 쉬워지는 장점을 가진다 실제로 한 영상에 필터가 한 개만 필요하지 않.

고 여러 개가 필요할 수도 있다 그로 인해 컨벌루션 레이어를 여러 개를 만들어.

특징을 추출해야할 경우도 있다.

절 풀링 레이어2 (Pooling)

컨벌루션 신경회로망에서 풀링 방법을 사용하기 위한 것은 더 차원이 낮은 특

징 지도를 얻기 위한 것이다 컨벌루션으로 추출한 특징들을 소프트맥스 분류기.

를 사용하여 분류할 수 있지만 계산적으로 상당히 부담이 된(Softmax classifier)

다 예를 들어 영상에서 기반으로 개의 특징을 추출한다고 하면. 96x96 8x8 400

크기의(96-8+1)x(96-8+1) = 7921 출력 값을 얻을 수 있고 예제당 개의 특징을400

가지고 있기 때문에 개의 특징을 추출할 수 있다 이와 같은7921x400 = 3,168,400 .

백만개 이상의 특징을 학습하게 되면 오버피팅 문제점을 야기3 (Overfitting)[24]

시킬 수 있다 다음과 같은 문제를 해결하기 위해 이미지에 일정한 영역에서 추출.

한 특징들을 다른 영역에 그대로 적용하여 특징 활성 값을 추출하는 과정을 풀링

이라고 하며 풀링은 차원 감소의 효과도 있고 오버피팅을 줄이는 효과도 있다 일.

정 영역에서 추출할 때 어떤 방법을 사용하느냐에 따라서 풀링 방법이 달라진다.

최대 풀링1. (Max Pooling)

최대 풀링은 현재 대부분의 모델에서 사용하고 있는 방법이다 보통 분류CNN .

를 할 때 많이 사용되어지고 있다 일반적으로 최대 풀링 층은 로 되어있고 오. 2x2

버래핑을 하면 로 되어 있다 최대 풀링 방법의 원리는 컨벌루션 층에서 나온3x2 .

특징지도의 안에 있는 특정 뉴런들 중에서 최대 출력을 풀링 층의 하나의 뉴런으

로 연결하는 것이다 통상적으로 컨벌루션 층과 풀링 층은 연결되어있다 여기서. .

컨벌루션 층의 특성을 필터 라 부르고 풀링 층의 특성을 커널 이라(Filter) (Kernel)
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한다 식 는 최대 풀링 방법을 나타내는 수학적 수식이고 그림 은 최대. (2-2) 2.7

풀링의 원리를 보여주는 그림이다.

  max (2-2)

그림 최대 풀링의 원리2.7

평균 풀링2. (Average Pooling)

평균 폴링은 최대 풀링 다음으로 많이 사용되어 지고 있는 방법이다 평균 폴.

링의 원리는 컨벌루션 층에서 나온 특징지도의 안에 있는 특정 뉴런들의 평균값을

풀링 층의 하나의 뉴런으로 연결하는 것이다 식 은 평균 풀링 방법을 수학. (2-3)

적으로 나타낸 것이다 평균 풀링은 과거에는 자주 사용되어 왔지만 최근 최대. ,

풀링 연산과 비교하여 관심이 떨어졌다 이유는 최대 풀링에 비하여 성능이 좋지.

않았기 때문이다 그러나 분명히 평균 풀링이 더 성능이 좋게 나타나는 분야도 있.

다 예로 들자면 고흐의 그림을 따라 그리는 뉴럴 네트워크. , (Neural Network)[25]

를 예로 들 수 있다.

   


  



 (2-3)

고흐의 그림을 따라 그리는 뉴럴 네트워크에서는 최대 풀링보다 평균 풀링을
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이용하였을 때 더 좋은 결과를 얻을 수 있다고 하였다 그림 은 평균 풀링의. 2.8

원리를 보여준다.

그림 평균 풀링의 원리2.8

확률적인 풀링3. (Stochastic Pooling)

확률적인 풀링 방식은 대부분의 모델에서 사용하고 있는 최대 출력 방식에CNN

약점을 보완하는 새로운 방식이다 최대 풀링 방법은 최대 출력을 풀링 층과 연결.

하였고 평균 방법은 평균값을 풀링 층과 연결하였다 다음과 같은 방법들은 값이.

겹칠 수 있다는 단점이 있는데 이와 같은 단점을 보완할 수 있는 방법으로 제안한

것이 확률적인 풀링 방식이다 확률적인 풀링 방법의 원리는 컨벌루션 층에서[26].

나온 특징지도의 안에 있는 특정 뉴런들 중에서 임의적으로 하나를 뽑아 풀링 층

의 하나의 뉴런으로 연결하는 것이다 확률적인 풀링 방법을 제안한 는 컨. Matthew

벌루션 층과 풀링 층 사이의 를 추가하여 각 영역별로 확률 값을 계산한ReLU[27]

다 위의 식은 식 에서 나타낸다. (2-4) .

 ∈



(2-4)

위의 식에서 는 각 영역별 확률 값을 뜻하고 는 ReLU 함수 같은 활성화 함

수를 뜻한다. ReLU 함수는 제 절 활성화함수 파트에서 자세히 다루겠다 다음과3 .

같은 방식으로 풀링 방법을 진행하면 최대 풀링 방법과 평균 풀링 방법의 단점으

로 지적되는 영역 겹침 현상을 보완할 수 있게 된다.
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기타 풀링4.

가 풀링. LP

일반적으로 에서 사용하고 있는 풀링 방법은 최대 풀링과 평균 풀링이다CNN .

풀링 에 특별한 두 가지의 경우가 있다 값이 일 때에는 평균 풀링과 같Lp [28] . P 1

고 값이 무한대일 경우에는 최대 풀링이 된다 다음과 같이 풀링은 평균 풀P . Lp

링과 최대 풀링을 포함하고 있는 방법이다 그러나 풀링은 과 무한대값 이외에. Lp 1

다른 값도 적용할 수 있기 때문에 좀 더 여러 숫자를 적용시켜 결과 값을 얻어낼

수 있다 식 는 풀링 방법을 수학적 수식으로 나타낸 것이다. (2-5) Lp .

   × (2-5)

나 확률적인 복합 풀링.

년도에 확률적 복합 풀링이라는 아이디어를 제안한 논문을 논문에서2013 KAIST

찾을 수 있었다 확률적인 풀링을 개선한 방법인 확률적 복합 풀링은 최대 풀링.

값과 평균 풀링 값을 같이 구한다 그 후 각각 의 확률을 주고 그 값을 더하는. 50%

원리이다 그림 는 확률적 복합 풀링의 원리를 그림으로 나타낸다. 2.9 .

그림 확률적인 복합 풀링의 원리2.9

이 외에도 현재 가장 뛰어난 풀링 방법으로 알려져 있는 Fractional

년 월 중국 정저우 대학에서 순위 기반이라는 개념을 넣은max-pooling[29], 2016 4

순위 기반 풀링 등 여러 가지 풀링 방법들이 연구되어지고 있다[30] .
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절 활성화 함수3

컨벌루션 신경회로망에서 활성화 함수는 피드포워드 과정의 내적(Feedforward)

계산의 총합을 뉴런의 출력으로 적절하게 조정하기 위한 함수이다 피드포워드란.

첫 번째 숨은 층부터 출력 층까지의 모든 뉴런들의 입력과 출력을 단계적으로 계

산한 후 최종 출력단의 오차를 계산한다 현재 컨벌루션 신경회로망에서 사용하는.

활성화 함수의 종류는 무수히 많다 예를 들어 함수. , Sigmoid , ReLU 탄젠트 등이,

있는데 그 중에서 본 논문에서는 ReLU 함수에 대해서 살펴볼 것이다.

1. ReLU 함수(ReLU Function)

현재까지 사용되어온 활성화 함수의 종류에는 탄젠트 함수 시그모이드 함수,

등이 있었다 그러나 라는 활성화 함수가 몇 년 사이에 가장 인기가 많아졌. ReLU

다 그 이유는 함수를 사용한 컨벌루션 신경회로망은 학습시간이 탄젠트 함. ReLU

수나 시그모이드 함수를 사용한 것보다 몇 배는 빠르기 때문이다 그림 에는. 2.10

가 실험한 결과이다 이 그림은 탄젠트 함수를 대신하여Alex Krizhevsky [4]. ReLU

함수를 사용하였을 때 같은 학습율에 도달 하는 속도 차이를 나타내 주고 있다.

아래 그림에서는 데이터베이스를 개의 컨벌루션 층을 사용해서 학습했CIFAR-10 4

을 때 의 학습율에 달성하는 속도를 각 함수별로 비교한 것이다 이 그래프는25% .

이전의 포화되는 함수를 사용하면 학습을 끝마치질 못할 수도 있음을 보여주기도

한다 그림 은 다양한 활성화 함수를 보여준다. 2.11 .

그림 함수와 탄젠트 함수의 학습율 및 속도 비교2.10 ReLU
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그림 다양한 활성화 함수2.11

신경회로망에는 몇 가지 문제점이 있다 첫 번째로 신경회로망의 학습시간은.

굉장히 오래 걸린다 이 문제는 뉴런의 개수가 많아지면 늘어나게 된다 두 번째. .

로는 그래디언트 사라짐 현상 라는 문제이다 이 문제는 레이(Gradient Vanishing) .

어가 한 두개 일때는 생기지 않는 현상이지만 레이어의 개수가 많아질수록 이 문

제가 발생하게 된다 그래디언트 사라짐 현상을 간단하게 설명하면 그래디언트가.

으로 수렴하여 사라지게 되는 문제이다 일반적으로 사용하고 있는 시그모이드0 .

함수를 사용하였을 때 그래디언트는 사이의 값이 나오게 된다 신경회로망0 ~ 1 .

에서 역전파 알고리즘을 진행하면서 많은 개수의 레이어를 거쳐가며 사이의0 ~ 1

그래디언트 값을 계속 곱하게 되면 그래디언트가 에 수렴하게 된다 으로 수렴0 . 0

함에 따라 신경회로망이 잘 작동하지 않게 된다는 것을 알 수 있다.

위와 같은 그래디언트 사라짐 현상을 해결하기 위해 나온 것이 활성화 함수ReLU

이다 활성화 함수를 표현한 식은 아래와 같다. ReLU .

        ≥     (2-1)

활성화 함수로 함수를 사용하더라도 마지막 층에서는 시그모이드 함수를 사ReLU

용하는 것을 추천한다 그 이유는 를 기준으로 사이의 값을 사용하여야 분류. 0.5 0 ~ 1

를 하는데 효율적이라고 한다.
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절 드롭아웃4 (Drop-out)

여러 다른 모델을 조합하는 것은 테스트 에러를 줄이는 아주 좋은 방법이

다 그렇지만 깊고 큰 넷에서는 이미 하나의 넷을 학습시키는 데에도.[31-32] 며칠

이 걸리기 때문에 넷을 조합하는 것은 비용이 너무 크다 그런데 모델을 조합하, . ,

는 데 비용이 딱 배만 필요로 하는 아주 효율적인 방법이 있다 그 것이 바로2 .

인데 뉴런 값을 의 확률로 으로Drop-out 50% 0 세팅하는 방법이다 드롭아웃 된[33].

뉴런들은 과정이나 역전파 과정에서 아무 일도 하Feedforward (Back Propagation)

지 않는다 그러므로 입력 값이 입력되는 각각의 모든 과정에서 뉴럴 네트워크의. ,

샘플은 계속 다른 구조의 넷에 들어가게 되는 것이다 즉 구조는 매번 다르고 파.

라미터는 공유한다 드롭아웃은 뉴런의 과적응 효과를 줄여준다 왜냐하면 하나의. .

뉴런은 매번 다른 뉴런들에 의해 계산되기 때문이다 그러므로 이것은 매번 다른.

랜덤한 서브셋과 매번 다른 뉴런들로부터 강한 특징들을 결합하는 방법을 학습하

도록 강요하는 것이다. 테스트 시에는 모든 뉴런을 사용하되 뉴런의, 출력 값에

를 곱해주어서 기하학적으로 평균 분산이 되도록 한다 드롭아웃을 사용하지0.5 .

않으면 네트워크가 부분적으로 과적합이 발생하고 드롭아웃을 사용하면 학습이,

수렴하는데 걸리는 반복 횟수가 거의 배로 증가한다 아래 왼쪽 그림은 드롭아웃2 .

이 적용되지 않은 것이고 오른쪽 그림은 드롭아웃이 적용된 것이다.

그림 드롭아웃을 적용한 것과 아닌 것의 차이점2.12
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절 정규화5

정규화는 각 차원의 데이터가 같은 범위의 값을 가지도록 하는 전처리 방법으

로 정의할 수 있다 는 머신러닝 관. NIPS(Neural Information Processing Systems)

련 학회에서 유명한 학회 중 하나다 이 학회에서는 매년 컨퍼런스를 개최하는데. ,

년 월에 와 에 의해 제안된2015 12 Sergey Ioffe Christian Szegedy Batch

이 이슈가 되었다 이 제안되기 전에 사용하던Normalization . Batch Normalization

정규화 방법에는 과LCN(Local Contrast Normalization)[34] LRN(Local Response

이 있었다 현재 이 방법은 여전히 사용하고 있다 년도에Normalization)[4] . . 2009

이 사용한 정규화 방법이 이고 이 과 유사한 구조로K.Jarret LCN Yann Lecun LCN LRN

을 구성하였고 밝기에 더욱 정확한 값을 얻어내었다고 하였다 과 의 차이. LCN LRN

점은 평균 액티비티 값을 빼지 않았다는 것에 있다 정규화를 사용하지 않았을 때.

에러 율은 정규화를 적용시켰을 때보다 크게 나오기에 정규화는 컨벌루션 신경회

로망에 필수적인 학습 과정이 되었다.

배치 정규화1. (Batch Normalization)

배치 정규화는 년도 와 에 의해 제안되었다2015 Sergey Ioffe Christian Szegedy

이 기법은 학습 과정에서 활성화 값이 표준정규분포를 갖도록[35]. (activation)

하는 기법으로 기본적으로 그래디언트 사라짐 현상 이나 그래(Gradient Vanishing)

디언트 포화 현상 이 일어나지 않도록 한다 지금까지는 이(Gradient Exploding) .

문제를 활성화 함수의 변화 등 초기화 주의 작은 학습 속도 및 주기 등으(ReLU ), ,

로 해결하였지만 배치 정규화를 제안한 사람들은 이러한 불안정화가 일어나는 이,

유가 내부 공변량 이동 이라고 주장했다 내부 공변량(Internal Covariance Shift) .

이동 현상이란 네트워크의 각 층이나 활성화 마다 입력의 분포가 달라지는 현상을

의미한다 그리하여 화이트닝 이라는 방법을 사용하여 해결하였다 배. (Whitening) .

치 정규화의 장점은 기존 깊은 신경회로망에서는 학습 속도를 너무 높게 잡을 경

우 그래디언트 포화 현상이나 그래디언트 사라짐 현상이 일어나거나 안 좋은 지역

최솟값 에 빠지는 문제가 있었다 그러나 배치 정규화를 사용할 경(Local Minima) .

우 전달과정에서 파라미터의 크기에 영향을 받지 않게 된다. 따라서 학습 속도 및
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주기를 크게 잡을 수 있고 이는 빠른 학습을 가능케 한다 배치 정규화는 자체적.

으로 최적화 효과가 있다 이는 기존에 사용하던 가중치 최적화(Regularization) .

기간(Weight Regularization 등을 제외 할 수 있게 하며 나아가 드롭아웃term) ,

을 제외할 수 있게 한다 드롭아웃의 경우 효과는 좋지만 학습 속도가 다소 느려.

진다는 단점이 있는데 이를 제거함으로써 학습 속도도 향상된다 그림 는 입, . 2.12

력 데이터에 따른 공변량 이동 현상을 보여준다(Covariance Shift) .

그림 입력 데이터에 공변량 이동 현상2.13
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장 컨벌루션 신경회로망과 분류기의 결합3 ELM

제 절 분류기1 ELM

은 기존 신경회로망의 역전파 알고리즘ELM(Extreme Learning Machine) (Back

의 단점인 학습 시간이 오래 걸린다는 단점을 해Propagation Learning Algorithm)

결하기 위해 제안된 방법이다 일반적인 신경회로망은 반복 학습을 통해 좋은 성.

능을 얻어내는데 분류기는 반복 학습을 하지 않고 출력 가중치를 최소자승법ELM

과 모어 페로스 의 일반화된 역행렬(Least-squares solution) - (Moore-Penrose)

을 이용하여 분석적으로 계산된다 이와 같은(Generalized inverse matrix) [36].

방법으로 인하여 반복 학습 과정을 하지 않음으로써 학습속도를 크게 향상시킬 수

있다 알고리즘의 장점을 요약해보면 반복 학습을 하지 않아 학습 속도가 빠. ELM ,

르다는 것과 과적합과 같은 문제가 없으며 과적합으로 인한 학습율의 저하 등의

문제를 볼 수 없다 일반적으로 하나의 은닉 층을 가지는 신경회로망을. Single

라고 부른다 그림 은 의 기Hidden Layer Feed-forward Networks(SLFNs) . 3.1 SLFNs

본 구조를 나타낸다.

그림 의 기본 구조3.1 SLFNs
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임의의 입출력 데이터 쌍 (   라고 고려하였을 때 입력데이터는) ,

       
∈  이고 목표 출력 값은,        

∈이다 은닉 층.

의 노드의 개수는 개이고 활성함수가, 인 단일 은닉 층을 가지는 신경회로

망의 실제 출력 값은 식 과 같다(3.1) .

  
  



∙   
  



∙∙ (3.1)

는 번째 출력 노드의 출력 값을 의미하고j ,  는 은닉 층의 번째 은닉i

노드의 출력을 나타내며, 는 입력 층의 노드와 은닉 층의 번째 노드 사이의 연i

결 가중치를 의미한다. 는 은닉 층의 번째 노드의 스레스홀드 값이i (Threshold)

다 일반적으로 활성화 함수. 를 가지고 개의 은닉 노드로 이루어진 는SLFNs

개의 샘플데이터를 근사화 할 수 있다고 을 통해 이미 알려져 있다N Huang .


  



∙∙           (3.2)

식 를 행렬로 표현한 식은 식 과 같다(3.2) (3.3) .

  (3.3)

식 에 있는 행렬들을 자세히 풀어보면 식 식 식 과 같다(3.3) (3.4), (3.5), (3.6) .

식 를 최소화 시키는 최소자승법의 해는 식 이다(3.4) (3.5) .

 











∙   … ∙  

⋮ … ⋮
∙  … ∙   

(3.4)

   ⋯  
 (3.5)

   ⋯  
 (3.6)
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위와 같은 의 학습을 위하여 은SLFNs ELM 와 를 임의의 확률 분포 함수를

이용해 추출하여 사용한다 일반적인 는. SLFNs  와  를 학습을 통해 결정한다.

분류기는ELM 값을 얻기 위하여 최소자승법을 사용한다 식 은 최소자승법을. (3.7)

적용시킨 식을 나타낸다.

 min∥ ∥ (3.7)

위와 같은 식에서 를 무어 페로스의- 일반화된 역행렬로 표현하게 되면 식

로 표현된다(3.8) .

   (3.8)

그림 는 위에서 정리한 의 학습 과정을 간단이 요약한 것이다3.2 ELM .

그림 의 학습 과정3.2 Extreme Learning Machine
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제 절 머신 러닝의 기존 분류 방법2

나이브 베이즈1.

나이브 베이즈 분류기는 확률 분류기 종류 중 하나로써 베이즈 정리를 사용한

다 나이브 베이즈 분류기는 년대 이후 왕성하게 연구되어왔다 확률 모델의. 1950 .

특성으로 인해 나이브 베이즈 분류기는 지도 학습 환경에서(Supervised learning)

효율적으로 학습할 수 있다 나이브 베이즈 분류기를 간략하게 설명하면 분류하고.

자 하는 데이터의 각 분류별 클래스 확률을 측정한 뒤 확률이 큰 쪽으로 분류하,

는 방법이다 나이브 베이즈 분류기를 이해하기 위해서는 몇 가지 지식을 필요로.

한다 먼저 베이즈 정리를 살펴보면 변수 가 있다고 하였을 때 첫 번째 클래. , a, b

스에 속할 확률이 두 번째 클래스에 속할 확률이 일 때 두P-1(a, b), P-2(a, b) ,

개의 클래스를 비교하여 큰 쪽의 클래스로 분류한다 두 번째로 확률의 개념 중.

조건부 확률이라는 것을 이해해야 한다 에 대한 의 조건부 확률을 로 표. A B P(B|A)

현한다면 한 병원의 사람이 의사인 확률을 라 하고 그 의사가 남자일 확률을P(A) ,

라 하였을 때 그 병원의 의사가 남자일 확률은 의 조건부 확률이 되며P(B) B

로 표현한다 그림 은 나이브 베이즈 분류기의 구조를 나타내고 있고P(B|A) . 3.3 ,

식 는 나이브 베이즈의 수식을 표현한다(3.9) .

그림 나이브 베이즈 분류기 구조3.3
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      

   
(3.9)

나이브 베이즈 분류기의 성능은 여러 가지 실험을 통해 입증되었다 나이[37].

브 베이즈 분류기는 실제 데이터를 만든 확률분포가 가정된 조건부 독립 가정을

만족하면 좋은 성능을 보여준다 그러나 나이브 베이즈 분류기의 큰 문제는 가정.

을 만족하지 않는 경우가 많다는 것이다 그로 인해 좋은 성능을 얻어내지 못하는.

경우가 많다.

트리2.

트리 분류기는 역시 지도 학습 환경에서 유용하게 사용되고 있는 방법 중 하나

이다 트리의 모든 내부 노드들은 입력 속성이 일대일 매칭이 되고 트리의 내부. ,

노드에 연결된 가지에는 속성이 가질 수 있는 값들이 표시되고 잎 노드에는 클래,

스 또는 클래스의 확률 분포가 표시된다 트리 분류 알고리즘의 장점으로는 결과.

를 해석하고 이해하기가 쉽고 안정적이며 자료를 새로 가공할 필요성이 없다 트.

리 분류 알고리즘은 다양한 방식으로 연구가 되었다 그러나 트리 분류기[38-39].

의 한계점이 드러나면서 이를 뛰어넘는 분류기가 연구 되고 있다.

그림 기본 트리 분류기 구조3.4
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서포트 벡터 머신3.

최근 패턴분류 기법으로 가장 많이 사용하고 있는 서포트 벡터 머신(SVM :

은 년 이 제안한 이론Support Vector Machine) 1995 Vapnik VC-

을 기반으로 한다 서포트 벡터 머신은 우선(Vapnik-Chervonenkis theorem)[40] .

학습데이터와 범주 정보를 학습하면서 얻어진 확률분포를 이용해 의사결정함수를

추정한다 그리고 의사결정함수에 따라 새로운 데이터를 이원 분류한다 특히 서. .

포트 벡터 머신은 데이터가 갖고 있는 다양한 패턴들을 클러스터링 분류 랭킹 등,

을 이용하여 탐색하고 발견하는데 많이 이용된다 서포트 벡터 머신은 회귀 분석.

과 분류를 위해 사용되어지고 좋은 성능을 보여주었다 서포트 벡터 머신을 분류.

문제에 사용하였을 때 크게 비선형 분류와 선형 분류로 나눌 수 있다.

가 선형 서포트 벡터 머신 분류.

먼저 선형 서포트 벡터 머신의 분류를 살펴보겠다 그림 는 데이. 3.5 fisheriris

터에서 가지의 데이터의 예를 나타내주고 그림 은 서포트 벡터와 분류 선을2 , 3.6

나타낸다 그리고 그림 은 선형적으로 분리되지 않는 데이터의 예이고 그림. 3.7 ,

은 선형 서포트 벡터 머신 분류를 적용한 예이다3.8 .

그림 가지의 특성을 가지는 데이터의 예3.5 2
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그림 서포트 벡터 와 분류선3.6 (Support Vector)

선형 서포트 벡터 머신 분류는 데이터의 클래스 간 경계가 선형으로 나타낼 수

있는 데이터에서 효율적으로 사용할 수 있다.

나 비선형 서포트 벡터 머신 분류.

모든 데이터들은 클래스 간 경계가 선형일 수는 없다 예를 들어 그림 같은. 3.8

경우에는 원 안에 있는 클래스 과 그 밖에 있는 클래스 로 나누어져 있는 데이1 2

터의 예를 나타내준다.

그림 비선형적인 가지의 클래스를 가지는 데이터의 예3.7 2
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다음과 같은 데이터의 예를 가지고 선형 서포트 벡터 머신 분류를 적용시키면

좋은 결과를 얻기 힘들다 그로 인해 연구된 비선형 서포트 벡터 머신 분류 방법.

은 설명 공간을 힐버트 공간 으로 옮겨 비선형 분류 문제를 해결한(Hilbert space)

다 비선형 서포트 벡터 머신 분류는 기존의 선형 서포트 벡터 머신과 형태상으로.

비슷하지만 내적 연산이 커널 함수로 대체된다 대표적으로 가우스 커널. (Radial

이 있다 그 외에 다항식 커널 로지스틱 커널kernel) . (Polynomial kernel),

동차다항식 등을 적용할 수 있다 그(Logistic kernel), (Homogeneous polynomial) .

림 은 그림 과 같은 케이스에 대한 서포트 벡터 머신 분류한 결과의 예이3.8 3.7

다.

그림 비선형적인 케이스에 대한 서포트 벡터 머신 분류 결과3.8

컨벌루션 신경회로망과 기존 분류 방법의 결합4.

컨벌루션 신경회로망은 다양하게 설계가 가능하다 컨벌루션 층과 풀링 층의.

개수를 조정할 수 있고 특징 지도의 맵의 개수도 변경이 가능하다 컨벌루션 신경.

회로망의 구조를 변경하는 방법으로 좋은 성능을 얻을 수도 있지만 분류기를 변경

하여도 좋은 성능을 얻을 수 있다.

여기에서 설명하는 구조는 본 논문의 실험에서 사용된 컨벌루션 신경회로망과

기존 분류 방법의 결합을 기반으로 한다 컨벌루션 신경회로망과 분류기의 결합하.

는 방법은 최근에 유행하게 되었는데 컨벌루션 신경회로망의 구조만의 변경으로는

한계가 있음을 보았기 때문이다 컨벌루션 신경회로망과 분류 방법을 결합함은 기.
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존 컨벌루션 신경회로망에 비해 좋은 성능을 보인다는 최근 연구 결과가 있다 그.

림 는 컨벌루션 신경회로망과 나이브 베이즈 분류기를 결합한 구조 그림3.9 , 3.10

은 트리 분류기와 결합한 구조 그림 은 서포트 벡터 머신 분류기와 결합한, 3.11

구조를 나타낸다.

그림 컨벌루션 신경회로망과 나이브 베이즈 분류기 결합된 구조3.9

그림 컨벌루션 신경회로망과 트리 분류기 결합된 구조3.10
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그림 컨벌루션 신경회로망과 서포트 벡터 머신 결합된 구조3.11

제 절 컨벌루션 신경회로망과 분류기의 결합3 ELM

절에서 기본 분류 방법과 컨벌루션 신경회로망을 결합하는 설계 그림과 같이2

컨벌루션 신경회로망과 분류 방법은 여러 가지 방법으로 설계가 가능하다 즉. ,

분류기와 컨볼루션 신경회로망도 위과 같이 설계가 가능하다 이미지 데이터ELM .

베이스를 컨벌루션 신경회로망의 컨벌루션 층과 풀링 층을 통해 나온 특징 값을

추출하고 완전 연결 층을 통해 나온 요약된 정보를 입력 데이터로 사용하여 ELM

분류기를 사용한다 분류기는 하나의 은닉 층을 가지고 있는 분류기로써 입력. ELM

데이터로 컨벌루션 신경회로망을 통해 나온 특징 값을 사용하여 입력 층에 넣고

은닉 층을 통해 출력 값을 찾는다 그림 는 기본 분류 방법처럼 컨벌루션 신. 3.12

경회로망과 분류기를 결합한 그림을 나타낸다ELM .
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그림 컨벌루션 신경회로망과 분류기 결합된 구조3.12 ELM

분류기에서 활성화 함수1. ELM ReLU

위에서 언급하였듯이 일반적으로 활성화 함수를 가지고 은닉 노드로 이루어진

의 샘플데이터를 근사화 할 수 있다고 언급하였다 즉 활성화 함수를 사용하SLFNs .

는 목적은 최적의 가중치를 찾아내기 위함이다 신경회로망은 입력변수를 합하는.

합성함수와 입력정보를 합하여 변경하는 활성화 함수를 사용한다 합성함수는 입.

력정보들을 하나로 만들어 주는데 가중평균을 가장 많이 이용하며 활성함수는 합,

성 값을 출력 단이나 은닉 단에 전달하는 함수로써 입력정보의 결합되는 값을 일

정범위내로 값으로 바꿔주는 함수이다 기존 분류기 활성화 함수는 시그모이. ELM

드 함수를 주로 사용하였다 그러나 시그모이드의 한계는 이미 오래전부터 진행되.

었다 그로 인해 다양한 활성화 함수들이 나왔는데 그 중 하나는 함수이다. ReLU .

함수는 최근 몇 년 간에 자주 사용하며 유명해진 함수이다 식 는 함ReLU . 3.9 ReLU

수의 식을 보여준다.

 max (3.9)
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함수는 에서 제한되는데 이 때문에 장점과 단점이 있다 장점으로는 첫ReLU 0 .

째로 기존 사용하던 시그모이드 함수나 쌍곡탄젠트 함수와 비교하였을 때 빠르게

수렴하는 것을 보인다 그 이유는 선형성과 포화되지 않은 형태 때문이다 두 번. .

째로는 시그모이드 함수나 탄젠트 함수는 지수 함수 등이 사용되어 연산과정이 힘

이 든다 그에 비해 함수는 보다 작은 수를 으로 제한해 간단한 연산이 될. ReLU 0 0

수 있다 그러나 아쉽게도 는 학습 하는 동안 쉽게 망가지고 부서질 수 있다. ReLU .

예를 들어 매우 큰 그래디언트가 활성화 함수를 거친 뉴런이 어느 점에서 다ReLU

시 활성화되지 않을 가능성이 있다 만약 이것이 일어나게 되면 그 점에서 영원히.

이 되는 현상을 볼 수 있다 이와 같은 현상 때문에 함수는 많은 정보들을0 . ReLU

사라지게 할 가능성이 있다 위와 같은 현상을 일어나게 하는 원인으로는 학습율.

이 너무 높게 설정되어 있을 경우이다 그러므로 학습율을 적절하게 설정하면 문.

제가 되지 않는다 그림 는 활성화 함수의 그림을 나타내고 그림 는. 3.13 ReLU 3.14

분류기 활성화 함수의 위치를 보여주는 그림이다ELM .

그림 활성화 함수3.13 ReLU
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그림 의 활성화 함수의 위치3.13 ELM
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제 장 실험 및 결과분석4

제 절 데이터베이스1

데이터1. CIFAR-10

데이터는 벤치마크 데이터 중 하나로 가지 종류로 알려져 있다CIFAR 2 . CIFAR

데이터는 과 두 종류가 있다 이 데이터는CIFAR-10 CIFAR-100 . Alex Krizhevsky,

이 수집하였다 데이터는 파이선 버Vinod Nair, Geoffrey Hinton . CIFAR (Python)

전 매틀랩 버전 등 쉽게 다운 받을 수 있다 데이터는 총 가, (Matlab) . CIFAR-10 10

지의 클래스로 이루어져 있는데 데이터의 클래스는 새 차 고양이 사CIFAR-10 , , ,

슴 개 개구리 말 비행기 배 트럭으로 이루어져 있다 데이터의 훈, , , , , , . CIFAR-10

련용 이미지는 각 클래스 별 개씩 개로 구성되어 있고 테스트용 이미5,000 50,000

지는 각 클래스 별 개씩 개로 구성되어있다 이에 비해 데1,000 10,000 . CIFAR-100

이터는 총 가지의 클래스로 이루어져 있고 각 클래스 별 장씩 총 개100 , 600 60,000

의 이미지로 구성되어 있다 데이터 역시 데이터와 같이 훈련. CIFAR-100 CIFAR-10

용 이미지와 테스트용 이미지의 개수는 같다 그러나 각 클래스별 훈련용 이미지.

의 개수는 개와 테스트 이미지의 개수 개로써 데이터와 개수 차이500 100 CIFAR-10

가 있다 각 이미지들은 크기의 칼라영상으로 만들어져 있다 데이터. 32x32 . CIFAR

는 지도학습 분야에서 사용하는 데이터이므로 훈련용 이미지(Supervised-learning)

와 테스트용 이미지 둘 다 클래스 명을 가지고 있다 데이터는 이미지. CIFAR Tiny

데이터셋 의 일부분을 차지한다 이미지는 총(tiny images dataset) . Tiny

장으로 엄청난 규모의 개수로 구성되어 있다 이미지 데이터셋 역79,302,017 . Tiny

시 크기의 칼라영상으로 만들어져 있다 데이터의 인식 및 분류32x32 . CIFAR-10

최고 성능을 보여주는 방법은 방법이 를 보여주었Fractional Max-Pooling 96.53%

다 그림 은 데이터베이스의 각 클래스 별 개의 이미지들을 보여준. 4.1 CIFAR-10 7

다 본 논문에 있는 실험에서는 데이터만을 사용하기 위해 훈련용 이미. CIFAR-10

지와 테스트 이미지를 각 폴더별로 저장하였다 그리고 폴더명은 각 클래스의 이.

름이 된다.
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배
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그림 데이터베이스4.1 CIFAR-10

2. OxfordFlowers

데이터는 영상 인식 분야에서 종종 사용하는 데이터 종류 중OxfordFlowers

하나로써 개의 클래스로 이루어진 데이터베이스와 개의 클래스로 이루어진17 102

데이터베이스 가지가 존재한다 본 실험에서는 개의 클래스로 이루어진 데이터2 . 17

베이스를 사용하였다 데이터는 각 클래스 별 개씩 이미지들로. OxfordFlowers 80

구성되어있고 총 개의 이미지로 구성되어 있다 데이터베이스, 1360 . OxfordFlowers

는 영국에서 흔히 볼 수 있는 꽃들 중 몇 가지를 선택하여 구성하였다 그리고 데.

이터베이스의 포함된 이미지들은 이미지에 비해 큰 크기의 영상 이미지로CIFAR

되어있고 각 이미지들은 다양한 자세와 빛의 변화를 담고 있어 영상 처리 분야에,

서 사용하기 적합한 데이터이다 본 실험에서는 총 개의 이미지에서 를 훈. 1360 70%

련용 이미지로 사용하였고 를 테스트 이미지로 사용하였다 그림 는30% . 4.2

데이터베이스의 클래스 별 이미지들의 예를 보여준다OxfordFlowers .
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그림 데이터베이스4.2 OxfordFlowers



- 33 -

3. Caltech-101

데이터는 이미지 분류를 할 때 사용하는 보편적인 데이터로써 개Caltech 101

의 클래스로 이루어진 데이터베이스와 개의 클래스로 이루어진 데이터베이스256 2

가지가 존재한다 본 논문에 실험에서는 개의 클래스를 가지는 데이터인. 101

데이터를 사용하였다 데이터는 캘리포니아 기술 연구소Caltech-101 . Caltech-101

에서(California Institute of Technology) Fei-Fei Li, Marco Andreetto,

에 의해 만들어졌다 이 데이터는 캘리포니아 기술 연구소Marc’Aurelio Ranzato .

에서 년 월에 컴퓨터비젼 기술 개발을 위해 만든 데이터베이스이다2003 9 .

데이터는 총 개의 이미지와 개의 클래스로 이루어져 있으며Caltech-101 9146 101

각 클래스마다 데이터의 개수가 다르다 각 클래스 별 개 정도로 각각 다. 40 ~ 800

르게 데이터가 구성되어있다 그러나 대부분의 클래스들은 개의 이미지를 가지. 50

고 있다 그로 인해 클래스 별로 훈련용 이미지와 테스트 이미지의 개수가 다르.

다 데이터의 클래스는 아코디언 카메라 돌고래 컵 얼굴 나비. Caltech-101 , , , , ,

등 완벽하게 구분되는 클래스로 구성되어 있다 본 논문에 실험에서는.

데이터와 같이 각 클래스 별 훈련용 이미지를 테스트용 이미OxfordFlowers 70%,

지를 로 사용하여 실험을 진행하였다 그리고 각 이미지들은 크기를30% . 300x200

가지고 있다 데이터를 사용하는 대부분의 실험에서는 몇 개의 클래. Caltech-101

스만을 이용해서 실험하였다 그 이유는 데이터를 다운로드 받을 수 있는. Caltech

사이트에서 몇 가지 클래스만을 사용해서 실험을 하는 것을 추천한다 그리고.

번째에 있는 이미지가 훈련용 이미지로 가장 인기가 있다고 하1,3,5,10,15,20,30

고 테스트 이미지로는 번째에 있는 이미지가 인기가 많다고 한다20, 30 . Caltech

데이터는 각 이미지들의 주석 과 경계 상자 들을 세팅하(Annotation) (Bounding box)

여 제공하여 이미지 인식 및 분류하는데에 도움을 될 수 있게 제공한다 본 논문.

에 실험에서는 가지의 클래스 모두를 사용하여 실험한 수치를 나타내고 위에101 .

서 제공하는 주석과 경계 상자 부분을 사용하지 않고 진행하였다 데. Caltech-101

이터의 전체를 사용한 최고 성능은 낮지만 몇 개의 샘플만을 이용하여 테스트 하

였을 때 이상의 성능을 보여주기도 한다 그림 는 데이터의90% . 4.2 Caltech-101

클래스 중 가지의 클래스만 임의로 뽑고 그 이미지들 중 몇 가지의 예를 나타낸20

다.



- 34 -

아코디언

카메라

핸드폰

의자

돌고래

잠자리

코끼리

노트북

팬더

피라미드

색소폰

축구공

휠체어

시계

우산

가위

피자

오토바이

페리

개미

그림 데이터베이스4.3 Caltech-101
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제 절 실험 결과2

장 절에서 설명한 데이터베이스를 사용하여 컨벌루션 신경회로망과 분류4 1 ELM

기 결합에 의한 영상 분류 성능의 우수함을 증명한다 미리 학습된 컨벌루션 신경.

회로망과 다양한 분류 방법을 사용하여 그 우수함을 증명하도록 하겠다 표 은. 4-1

본 실험에서 사용한 컴퓨터 환경을 보여준다.

Division Contents

HW

CPU Intel(R) Xeon(R) E5-1650

GPU NVDIA GeForce TITAN X

RAM 32GB

HDD 1TB

SW
OS Windows7

Program
Language

Matlab R2016A

표 실험 컴퓨터 환경4-1

실험에서 사용한 컨벌루션 신경회로망은 미리 학습된 신경회로망 아키텍처 모

델 중 하나인 명을 가(Pre-trained Architecture model) ImageNet-caffe-alex-net

지는 네트워크를 사용하였다 이 네트워크는 이라 불려진다 기존 미리 학. AlexNet .

습된 신경회로망 모델은 여러 가지가 있다. caffe-alex, caffe-ref,

등 종류는 여러matconvnet-alex, vggnet, vgg-verydeep-net, resnet, googlenet

가지가 있다 그 중 딥 러닝 방법을 사용하여 이미지 분류 대회에서 가장 먼저 좋.

은 성능을 보여 압도적으로 우승한 을 사용하도록 하겠다 는 약Alexnet . Alexnet

만개의 뉴런 만개의 파라미터 억 만개의 연결선으로 구성된 거대한65 , 6000 , 6 3000

구조를 가지고 있다 이와 같은 거대한 망을 학습하기 위해 개의 를 사용하는. 2 GPU

구조로 되어있다 표 는 네트워크의 구조를 보여준다. 4-2 AlexNet .
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표 네트워크의 구조4-2 AlexNet

Number Name Type

1 ‘input’ Image Input

2 ‘conv1’ Convolution

3 ‘relu1’ ReLU

4 ‘norm1’ Cross Channel Normalization

5 ‘pool1’ Max Pooling

6 ‘conv2’ Convolution

7 ‘relu2’ ReLU

8 ‘norm2’ Cross Channel Normalization

9 ‘pool2’ Max Pooling

10 ‘conv3’ Convolution

11 ‘relu3’ ReLU

12 ‘conv4’ Convolution

13 ‘relu4’ ReLU

14 ‘conv5’ Convolution

15 ‘relu5’ ReLU

16 ‘pool5’ Max Pooling

17 ‘fc6’ Fully Connected

18 ‘relu’ ReLU

19 ‘fc7’ Fully Connected

20 ‘relu7’ ReLU

21 ‘fc8’ Fully Connected

22 ‘prob’ Softmax

23 ‘classificationLayer’ Classification Output

를 사용하기 위해서는 입력 영상의 크기를 으로 맞춰 주어야AlexNet 227x227x3

한다 은 총 개의 가중치 층으로 구성되어 있고 이는 개의 컨벌루션 레. AlexNet 8 5

이어와 개의 완전 연결 층으로 이루어져 있다 마지막 완전 연결 층의 출력은3 .

개의 클래스에 대한 확률 분포를 생성하는 소프트맥스 함수에 입력된다 제1000 . 1

컨벌루션 레이어는 크기 의 개의 커널을 사용하며 스트라이드를 로 설11x11x3 96 4

정해주어 풀링 효과를 얻게 된다 그로 인해 의 결과를 얻게 된다 제. 55x55x96 . 2

컨벌루션 레이어에는 크기를 갖는 개의 커널을 사용하여 여과한다 제5x5x48 256 .

컨벌루션 레이어는 풀링이나 표준화를 사용하지 않고 함수만이 사용된3,4,5 ReLU

채 연결된다 제 컨벌루션 레이어에서는 크기의 개 커널을 사용하고. 3 3x3x256 384
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제 컨벌루션 레이어에서는 크기의 개 커널을 사용하고 제 컨벌루4 3x3x192 384 , 5

션 레이어에서는 크기의 개 커널을 사용한다 각 컨벌루션 레이어에서3x3x192 256 .

사용하는 커널은 가중치라 할 수 있다 다음 그림들은 의 각 컨벌루션 레. AlexNet

이어의 가중치를 보여주는 그림이다.

그림 의 제 컨벌루션 레이어 가중치4.4 AlexNet 1

그림 의 제 컨벌루션 레이어 가중치4.5 Alexnet 2



- 38 -

그림 의 제 컨벌루션 레이어 가중치4.6 Alexnet 3

그림 의 제 컨벌루션 레이어 가중치4.7 Alexnet 4
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그림 의 제 컨벌루션 레이어 가중치4.8 Alexnet 5

제 컨벌루션 레이어의 가중치의 일부를 보여주는 그림이다 제 컨벌루2,3,4,5 . 2

션 레이어의 가중치는 의 크기의 커널을 가지고 있고 제 컨벌루션 레이어5x5x48 , 3

는 의 크기 제 컨벌루션 레이어는 의 크기 제 컨벌루션 레이어3x3x256 , 4 3x3x192 , 5

는 의 크기를 가지고 있다 그로 인해 가중치의 일부를 보여줄 수밖에 없3x3x192 .

다.

표 와 같은 미리 학습된 신경회로망 구조는 본 논문에서 특징 추출을 위하4-2

여 사용된다 전체적으로 실험한 과정에 대해서 설명하면 미리 학습된 신경회로. ,

망을 불러들이고 이미지 데이터를 불러들인다 이미지 데이터를 불러온 것 중 훈.

련용 이미지와 테스트용 이미지 구분이 있는 경우는 그대로 사용하고 구분이 없는

경우에는 훈련용과 테스트용을 비율로 나누었다 표 에 있는 구조 중에 특7:3 . 4-2

징을 추출할 때 필요한 부분은 번 레이어인 이름을 가지는 완전 연결 층19 ‘fc7’

까지 진행하면 된다 즉 번째 완전 연결 층까지 사용하면 되는데 다음과 같이. , 2

사용하게 되면 각 이미지별 이라는 숫자를 가지는 길이를 얻을 수 있다 위와4096 .

같은 과정을 거친 특징 벡터들을 훈련용 특징 값과 테스트용 특징 값을 각각 나누

어준다 미리 학습된 신경망을 사용할 때 배치크기 값을 설정해줄 수 있는데 기본.

적으로는 개씩 진행되게 되어있으나 실험에서는 개씩 진행하였다 위 과정을128 32 .
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거쳐 나온 특징 값을 분류기에 넣어주어 실험을 진행하였다 기존의 분류 방법을.

이용할 때에 실험 방법은 분류기를 생성하고 분류기 안에 훈련용 특징 값과 훈련

용 라벨을 넣어준다 이 후 분류기와 테스트용 특징 값을 이용하여 예상되는 라벨.

을 구해준 뒤 테스트용 라벨들과 예상된 라벨을 이용하여 혼동 행렬(Confusion

을 만들어준다 다음과 같은 과정을 거친 혼동 행렬을 확률형태로 바꿔준Matrix) .

뒤 평균값을 취해주었다 위와 같은 과정을 이용하여 분류기를 생성할 때 기존 분.

류 방법들을 바꿔가며 실험을 하였다 기존 분류 방법이 아닌 분류기와 컨벌. ELM

루션 신경회로망을 결합하였을 때의 실험 과정을 설명하면 기존 분류 방법을 컨,

벌루션 신경회로망과 결합하였을 때와 동일하게 컨벌루션 신경회로망을 이용하여

특징을 추출한다 이 후 분류기에 실험할 수 있게 훈련용 특징 값과 테스트용. ELM

특징 값에 이미지에 맞는 라벨들을 추가하였다 라벨들이 추가된 특징 값들을 이.

용하여 분류기를 사용하였다 분류기를 사용할 때에는 은닉 노드의 수를ELM . ELM

조정할 수 있다 본 실험에서는 은닉 노드수의 차이를 두어 실험하였고 노드수의.

차이는 에서 사이에서 단위로 구분하였다 그로 인해 어느 정도의 노드1 5000 100 .

수를 지정해 주는 것이 좋은 결과를 낼 수 있는지에 대한 성능을 보여줄 수 있다.

분류기에서 사용할 수 있는 기존 활성화 함수는 시그모이드 함수ELM (Sigmoid

사인 함수 하드림 함수 트리바스Function), (Sine Function), (Hardlim Function),

함수 라드바스 함수 총 가지가 있다 위와(Tribas Function), (Radbas Function) 5 .

같은 가지의 활성화 함수 중 성능이 좋게 나오는 시그모이드 함수와 하드림 함수5

를 사용하여 성능을 비교하였다 기존 분류방법이나 분류기를 컨벌루션 신경회. ELM

로망에 결합하였을 때의 성능은 분류율과 학습 속도를 중요시하여 실험을 진행하

였다 그림 는 컨벌루션 신경회로망과 기존 분류기를 결합한 실험순서도를 보. 4.9

여주고 그림 는 분류기를 결합한 실험순서도를 보여준다4.10 ELM .
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그림 컨벌루션 신경회로망과 기존 분류기를 결합한 실험순서도4.9

그림 컨벌루션 신경회로망과 분류기를 결합한 실험순서도4.10 ELM
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다양한 실험을 위해 위에서 설명한 가지의 데이터베이스를 사용하였다 표3 .

은 데이터를 사용한 컨벌루션 신경회로망과 분류기를 결합한 분류 성4-3 CIFAR-10

능을 보여주고 표 는 데이터를 사용한 분류 성능을 보여주고4-4 OxfordFlowers ,

표 는 데이터를 사용한 분류 성능을 보여준다 분류기의 히든4-5 Caltech-101 . ELM

노드의 수는 개로 고정하였다4000 .

표 컨벌루션 신경회로망과 분류기를 결합한 분류 성능4-3 CIFAR-10

분류기명 분류율

나이브 베이즈 37.91%

트리 45.76%

판별 분석 80.10%

서포트 벡터 머신 64.54%

ELM(Convention) 75.22%

ELM(ReLU) 80.15%

표 컨벌루션 신경회로망과 분류기를 결합한 분류 성능4-4 OxfordFlowers

분류기명 분류율

나이브 베이즈 36.18%

트리 53.26%

판별 분석 87.33%

서포트 벡터 머신 89.26%

ELM(Convention) 88.24%

ELM(ReLU) 90.93%

표 컨벌루션 신경회로망과 분류기를 결합한 분류 성능4-5 Caltech-101

분류기명 분류율

나이브 베이즈 30.61%

트리 36.19%

판별 분석 70.19%

서포트 벡터 머신 85.65%

ELM(Convention) 82.70%

ELM(ReLU) 87.58%
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그림 은 데이터를 사용한 컨벌루션 신경회로망과 분류기를 결합4.11 CIFAR-10

한 분류 속도를 보여주고 그림 은 데이터를 사용한 분류 속도4.12 OxfordFlowers

를 보여주고 그림 은 데이터를 사용한 분류 속도를 보여준다, 4.13 Caltech-101 .

분류 속도는 분류기 생성부터 결과 값을 얻는 부분까지 측정한 결과이다.
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그림 4.11 컨벌루션 신경회로망과 분류기를 결합한 분류 속도CIFAR-10
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그림 4.12 OxfordFlowers 컨벌루션 신경회로망과 분류기를 결합한 분류 속도
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그림 4.13 Caltech-101 컨벌루션 신경회로망과 분류기를 결합한 분류 속도

위와 같은 결과를 종합해보면 기존 분류 방법을 사용하였을 때보다 서포트 벡

터 머신과 분류 성능이 좋은 결과를 보였다 그러나 서포트 벡터 머신은 분류ELM .

속도가 오래 걸린다는 단점을 가지고 있다 특히 은 세 가지 데이터를 사용하. ELM

였을 때 모두 가장 좋은 성능을 보였다 분류기는 데이터를 사용했. ELM CIFAR-10

을 때 서포트 벡터 머신보다 분류율은 낮지만 분류 속도에서 현저한 차이를 보여

준다 그리고 데이터를 사용했을 때와 데이터를 사용. OxfordFlowers Caltech-101

했을 때 역시 같은 결과를 얻었다 데이터에서 판별 분석이 분류 성능에. CIFAR-10

서 가장 좋은 성능을 보이지만 다른 데이터에서는 좋지 않았다 최종적으로. ELM

분류기에 좋은 성능을 보이는 활성화함수인 함수를 이용하여 실험하였다 표ReLU .

표 표 은 분류기의 활성화 함수를 변경해가며 실험하였다4-6, 4-7, 4-8 ELM .

표 분류기 활성화 함수 별 성능4-6 CIFAR-10 ELM

종류 분류율

시그모이드(Sigmoid) 75.75%

하드림(Hardlim) 75.57%

ELM(ReLU) 80.15%
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표 데이터 분류기 활성화 함수 별 성능4-7 OxfordFlowers ELM

종류 분류율

시그모이드(Sigmoid) 88.24%

하드림(Hardlim) 87.99%

ELM(ReLU) 90.93%

표 데이터 분류기 활성화 함수 별 성능4-8 Caltech-101 ELM

종류 분류율

시그모이드(Sigmoid) 82.70%

하드림(Hardlim) 83.31%

ELM(ReLU) 87.58%

그림 그림 그림 은 컨벌루션 신경회로망을 통해 나온 특징을4.14, 4.15, 4.16

이용하고 분류기에 활성화 함수를 사용하여 노드의 수를 변경해가며 실험한ELM

결과이다 히든 노드의 개수가 많다고 해서 꼭 성능은 좋다고 볼 수 없다는 증거.

를 볼 수 있다 그러나 어느 정도의 노드의 수는 필요로 함을 보여준다 노드의. .

수는 개 단위로 실험하였으며 개까지 실험하였다 그리고 각 데이터별로100 4000 .

실험하였다.

그림 4.14 CIFAR-10 노드수별 분류기 성능 결과ELM(ReLU)
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그림 4.15 OxfordFlowers 노드수별 분류기 성능 결과ELM(ReLU)

그림 4.16 Caltech-101 노드수별 분류기 성능 결과ELM(ReLU)

데이터 실험 시 개 노드 개수를 사용했을 때 로 가장 높았CIFAR-10 3800 80.44%

고 데이터 실험 시 개 노드 개수 사용시 로 나타났다OxfordFlowers 3900 90.44% .

특히 데이터 실험 중 갑자기 분류율이 급락했다가 다시 올라가는OxfordFlowers

현상을 볼 수 있었다 이것은 활성화 함수에 의한 현상이라고 할 수 없고 노드 개.

수에 의한 현상이라고도 볼 수 없다 데이터를 사용하였을 때 볼수. OxfordFlowers
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있는 특이한 현상이므로 데이터의 특성으로 인한 현상으로 보고 있다 그리고.

데이터 사용시 개에서 로 가장 높은 성능을 보였다 결론Caltech-101 2400 90.62% .

적으로 어떠한 데이터를 이용하여 실험할 때 노드의 개수를 증가시킬 때 분류율,

성능은 점점 높아졌으나 분류 속도에서는 노드 개수를 증가 시킬 때 마다 느려질

수밖에 없었다 그 이유는 노드의 수가 증가할수록 연산량이 많아지기 때문이다. .

가지 데이터베이스 중 데이터를 사용하여 실험한 결과를 많이 볼 수 있3 CIFAR-10

었다 본 논문에서 사용한 데이터는 가지의 클래스를 가지는 데. OxfordFlowers 17

이터를 사용하였으나 대부분 가지의 클래스를 가지는 데이터를 사용하였다 그101 .

리고 데이터는 가지의 클래스 중 몇 가지를 뽑아 사용한 경우가Caltech-101 101

많았고 이미지 전체를 사용하지 않고 몇 가지만 뽑아서 실험한 경우가 많았다 표.

는 데이터를 사용하여 여러 가지 을 적용시켜 얻어낸 분류율 결과4-9 CIFAR-10 ELM

를 보여준다 컨벌루션 신경회로망과 을 결합 시 단독적인 보다 좋은 성능. ELM ELM

을 볼 수 있으며 컨벌루션 신경회로망과 활성화 함수를 적용시킨 분류기ReLU ELM

를 결합하였을 때가 가장 좋은 성능을 보이는 것을 증명한다.

표 데이터 분류기 별 성능4-9 CIFAR-10

Algorithms
No. of hidden

layers/nodes

Test

Accuracy

Linear SVM[41] - 64.7%

 SVM[41] 60 layers 69.3%

DCN[42] Tens to hundreds layers 67.2%

ELM[9] 7000 nodes 64.5%

Orthogonal ELM[17] 7000 nodes 68.3%

Constrained Difference ELM[43] 7000 nodes 72%

Constrained Sum ELM[44] 7000 nodes 72.8%

Sample ELM[44] 7000 nodes 73.3%

Random Sum ELM[44] 7000 nodes 72.7%

Constrained Mixed ELM[44] 7000 nodes 72.3%

CNN+ELM(Sigmoid) 4000 nodes 75.75%

CNN+ELM(Hardlim) 4000 nodes 75.57%

CNN+ELM(ReLU) 4000 nodes 80.15%
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장 결론5

본 논문에서는 로봇 인공 지능 분야에서 중요한 영상 분류를 위하여 기존 컨벌

루션 신경회로망과 분류기 결합하였다 서로 다른 특징을 가지는 데이터베이ELM .

스를 사용하였고 서로 다른 분류율과 학습속도를 보였다.

본 논문에서는 컨벌루션 신경회로망을 특징 추출을 위해 사용하였고 컨벌루션

신경회로망에서 나온 특징을 이용하여 분류를 하였고 기존 머신 러닝의 분류 방법

을 이용하여 컨벌루션 신경회로망과 결합하여 서로 비교하였다 그 결과 컨벌루션.

신경회로망과 분류기를 사용한 것이 기존 다른 분류 방법에 비해 학습 속도가ELM

빠르고 정확한 분류율을 보여주었다 게다가 활성화 함수를 사용하였을 때. ReLU

기존 분류 방법과 활성화 함수에 비해 좋은 성능을 얻을 수 있었다 그리고. ELM

분류기의 은닉 노드의 개수는 어느 정도의 개수가 필요함을 보였다 제안한 방법.

의 실험 결과에서 데이터에서는 로 기존 분류 방법과 기존 분CIFAR-10 80.15% ELM

류기의 성능보다 좋게 나왔고 분류 속도는 다른 분류 방법에 비해 몇 배 이상 차

이가 날 정도로 차이를 보였다 데이터나 데이터에서. OxfordFlowers Caltech-101

도 역시 결과는 같다.

본 연구는 컨벌루션 신경회로망의 분류기를 다른 분류기로 교체하여 좋은 성능

을 보이는 것이 주 목적이다 게다가 분류기는 하나의 은닉 층을 사용하여 학. ELM

습 속도를 줄이는 것이 최우선적인 목적이라고 생각하여 레이어를 추가하거나 퍼

지를 추가하는 연구는 진행하지 않았다 위와 같이 레이어를 추가하거나 퍼지 기.

능을 추가하면 분류율 성능부분은 좋아지나 학습속도는 느려질 수밖에 없다 학습.

속도를 유지하고 분류 성능을 높일 수 있는 방법은 기존 사용하고 있던 활성화 함

수를 바꿔주는 것이 좋다고 생각하여 컨벌루션 신경회로망에서 사용하여 유명하게

된 함수를 분류기에 가져와 사용하였다 그로 인해 기존 분류 방법과 기ReLU ELM .

존 보다 에 함수를 사용한 것이 더 좋은 성능을 보였다 현재 함ELM ELM ReLU . ReLU

수는 컨벌루션 신경회로망에서 아직 사용하고 있고 인기가 많은 함수이며 단점을

보완한 향상된 함수가 많으므로 향상된 함수나 새로운 활성화 함수를ReLU ReLU

사용하게 되면 더 좋은 결과를 얻을 수 있을 것으로 예상된다 그리고 미리 학습.

된 컨벌루션 신경회로망의 구조보다 좋은 성능을 보이는 컨벌루션 신경회로망을

사용하게 되면 향상된 결과를 얻을 수 있다.
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